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El presente proyecto pretende desarrollar un “pipeline” de herramientas 
bioinformáticas que  evalúe, dada una proteína “target” determinada, o algún tipo 
de anomalía o enfermedad vinculada a una proteína, posibles fármacos 
alternativos  que sean susceptibles de presentar actividad farmacológica de 
interés sobre el “target”. 
La búsqueda de fármacos alternativos que realiza la herramienta, se hace sobre 
los registros existentes en la base de datos Drugbank. 
La aplicación, a modo de test de la herramienta, se evaluará en dos proteínas, 
HMG-CoA reductasa (Uniprot: P04035), y la quinasa humana KAPCA (Uniptrot: 
P17612). 
A grandes rasgos el pipeline propuesto consta de las siguientes etapas genéricas:  

 Selección de información disponible en bases de datos de interacciones 
compuesto-proteína. 

 Construcción de una matriz de interacciones compuesto proteína. 

 Construcción de un modelo predictivo mediante “machine learning”. 

 Evaluación de la capacidad del modelo predictivo en dos proteínas 
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específicas, HMG-CoA reductasa (Uniprot: P04035), y la quinasa humana 
KAPCA (Uniptrot: P17612). 

El modelo clasificador final es funcional. Los tests llevados a cabo sobre las dos 
proteínas “target” seleccionadas, muestran una capacidad regular de clasificación 
en el caso de P04035, y una buena capacidad de clasificación en P17612. 

Abstract (in English, 250 words or less): 

his project aims to develop a bioinformatic pipeline that, given a target protein, or 
some kind of anomaly linked to a protein, asses potential drugs that have activity 
against the same protein, and therefore are susceptible to have pharmacological 
interest. 
The search for alternative drugs will be made on existing records in the data base 
DrugBank. 
The application, as a practical example, will be tested in two different proteins, 
HMG-CoA reductase (Uniprot: P04035), and human kinase KAPCA (Uniptrot: 
P17612). 
Broadly the proposed pipeline consists of the following generic steps: 

 Selecting available information in compound-protein interaction databases. 

 Construction of a drug-protein matrix interaction. 

 Construction of a predictive model using machine learning. 

 To evaluate the capacity of the predictive model in two proteins, HMG-CoA 
reductase (Uniprot: P04035), and human kinase KAPCA (Uniptrot: 
P17612). 

 
The final classifier tool is functional. The tests carried out on the two target 
proteins, show a regular sorting capacity in the case of P04035, and a good 
classification ability on P17612. 
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1. INTRODUCCIÓN. 
 
 
1.1 Contexto y justificación del Trabajo. 
 

Actualmente la importancia de la polifarmacología se 
incrementa progresivamente, ya que dentro del marco de 
visión de “sistemas biológicos”, la predicción 
interacciones múltiples entre proteínas y ligandos, 
tiene cada vez más importancia en el desarrollo de 
nuevos fármacos, el desarrollo de la medicina 
individualizada, predicción de efectos secundarios, 
nuevas aplicaciones para fármacos ya existentes,  etc. 
 
Dentro de este marco, la exploración y minado de las 
bases de datos existentes de interacción proteína-
ligando  CPI (Compound Protein Interaction), se 
muestra como un atractivo campo de trabajo de donde 
extraer relaciones no detectadas hasta el momento, que 
permitan  ampliar el conocimiento específico sobre las 
diversas dianas asignadas a un fármaco determinado.   
 
Actualmente dos estrategias “In Silico” destacan en 
este campo [1], LBVS (Ligand Based Virtual Screaning) 
y SBVS (Structure-Based Virtual Screaning), ambas 
estrategias han contribuido de forma muy positiva a 
facilitar la detección precoz de “Lead Compounds”. Una 
rápida descripción de las mismas y algunas de sus 
limitaciones sería: 
 

 LBVS (Ligand Based Virtual Screaning), se basa en 
identificar ligandos que presentas 
características (químicas, estructurales, etc.) 
muy similares a ligandos conocidos de un 
determinado “target”. Su principal limitación es 
su dificultad para detectar ligandos que 
presentan estructuras distintas a los ligandos 
conocidos. 

 
 SBVS (Structure-Based Virtual Screaning), 

partiendo de la estructura 3D de la proteína, se 
simula el “docking” del ligando a su centro de 
interacción. Su principal limitación en la falta 
de disponibilidad de estructuras 3D de proteínas, 
y en complejidad del cálculo que se lleva a cabo. 

 
El presente proyecto se basa en la estrategia LBVS, ya 
que partiendo de una o varias proteínas “target”, se 
diseñará una herramienta que buscará fármacos que 
interaccionen con este “target” en una base de datos , 
se caracterizarán sus propiedades químico-físicas , y 
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mediante “machine learning” basado en estas 
propiedades, buscaremos fármacos alternativos, 
posibles candidatos a interaccionar también con la 
proteína “target”. 
 
La eficacia de la herramienta se pretende testear 
utilizando las enzimas HMG-CoA reductasa (Uniprot: 
P04035)[2], y la quinasa humana KAPCA (Uniptrot: 
P17612)[3]. 
 
HMG-CoA reductasa, es un “target” de la familia de 
fármacos conocidos como estatinas [4], que son 
compuestos ampliamente utilizados en todo el mundo 
para controlar los niveles de colesterol y prevenir 
enfermedades cariovasculares. 
 
KAPCA, es la subunidad alfa de una quinasa humana cAMP 
dependinte, que participa en múltiples reacciones de 
fosforilación en el citoplasma y núcleo celular. 
 
Personalmente la elección de este tema en particular 
me resulta estimulante a causa de mi interés en la 
biología de sistemas y  en los  métodos 
computacionales, y también por mi interés por testear 
mis capacidades para enfrentarme a un problema 
bioinformático de cierta complejidad que incluya 
programación de pipelines con un lenguaje avanzado 
como python. 
     
 

1.2 Objetivos del Trabajo 
 

Objetivos generales/específicos: 
 

 Desarrollar una herramienta que permita detectar  
candidatos a fármacos activos dentro de la base 
de datos Drugbank, susceptibles de presentar 
actividad biológica respecto a un “target” 
determinado. 

 

◦ Realizar una selección y filtrado inicial  
adecuado de las bases de datos existentes en 
base al objetivo general propuesto. 

◦ Seleccionar para un fármaco dado, un vector de 
variables (características) adecuado para la 
actividad que queremos evaluar. 

◦ Construcir una matriz de interacciones ligando 
proteína adecuada, que permita conseguir el 
objetivo general propuesto. 
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◦ Desarrollar un “script” de “machine-learning” 
adecuado, que genere predicciones de nuevas 
moléculas con posible actividad biológica 
sobre el “target”, estas predicciones en lo 
posible deben tener sentido dentro del 
contexto de la evalaución. 

 
 Testear la herramienta con targets específicos, 

en concreto, HMG-CoA reductasa (Uniprot: 
P04035)[2]y KAPCA (Uniptrot: P17612)[3].  

 

◦ Testear que la herramienta permite detectar a 
los principales miembros de la familia de las 
estatinas [4], como compuestos activos frente 
al “target”, HMG-CoA reductasa (Uniprot: 
P04035)[2]. 

◦ Detectar otros fármacos candidatos potenciales 
a presentar actividad biológica frente al 
“target”, y por tanto posibles candidatos a 
presentar actividad farmacológica similar a la 
que presentan las estatinas. 

◦ Realizar el mismo test con KAPCA (Uniptrot: 
P17612)[3],evaluar si existen diferencias 
sustanciales entre los dos “targets” al 
aplicar los “scripts” del “pipeline”.  

   
 
1.3 Enfoque y método seguido 
 

Tal como se ha comentado en el apartado 1.1, existen 
diferentes estrategias “In Silico”, para proponer 
posibles “targets” adicionales para un fármaco de 
terminado, o posibles fármacos adicionales para un 
determinado “target”, las más utilizadas son LBVS 
(Ligand Based Virtual Screaning) y SBVS (Structure-
Based Virtual Screaning) [1].  
 
Existe una estrategia adicional CGBS (Chemical 
Genomical-Based Screaning) [1], no tan centrada como 
LBVS y SBVS al respecto de la necesidad de conocer la 
estructura molecular  detallada del fármaco y la 
estructura 3D de la proteína respectivamente, sino que 
depende en mayor medida de conocer detalladamente las 
interacciones ligando-proteína. Esta estrategia emplea 
un descriptor mixto  basado en las características del 
compuesto y las características de la proteína 
“target”. 
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La estrategia elegida será LBVS,  con el objetivo de 
detectar fármacos candidatos a presentar actividad 
respecto a un “target” (proteína) determinado. Se 
elige esta estrategia, dados los estrechos márgenes de 
tiempo para presentar el proyecto, y dada mi propia 
inexperiencia en programación y “datamining” en 
grandes bases de datos. 
   

 
1.4 Planificación del Trabajo 
  

Hitos: 
 

 12/04/2016, disponer de una matriz de 
interacciones CPI acorde a las necesidades del 
proyecto. 

 4/05/2016, disponer de un programa "machine 
learning" funcional que cumpla con las 
necesidades del proyecto. 

 30/05/2016, entrega de la memoria. 
 06/06/2016, entrega del proyecto. 

 
Análisis de riesgos, básicamente dos: 
 

 Falta de disponibilidad de tiempo para poder 
dedicar al proyecto por razones laborales y 
personales.  

 Falta de experiencia en programación y en el 
manejo de grandes bases de datos. Esta falta de 
experiencia puede ralentizar excesivamente las 
primeras etapas del proyecto,las más crítica. Un 
atraso excesivo podría dificultar de forma 
sustancial los objetivos principales del 
proyecto. 

 
Medidas de contingencia frente a los riesgos 
detectados:  
 
El proyecto inicial presentado, ha sido simplificado a 
la propuesta actual con el objeto de facilitar la 
consecución de los hitos.  
 
El proyecto inicial, era más complejo, combinaba 
información de varias bases de datos, y pretendía 
partiendo de una estrategia CGBS (Chemical Genomical-
Based Screaning), generar un descriptor mixto que 
combinase información físico-química y características 
de la proteína target, el actual modelo se adecúa más 
a mis limitaciones de tiempo y de experiencia en el 
manejo de bases de datos y programación de scripts. 
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Seguimiento de la planificación establecida y 
consecución de hitos: 
 

◦ El hito planificado para el 12/04, disponer de una  
matriz de interacciones CPI funcional acorde a las 
necesidades del proyecto, se consigue en el plazo 
establecido. 

◦ El hito planificado para el 4/05, disponer de un 
programa "machine learning" funcional, se atrasará 
a causa de la reorientación general del proyecto. 
Este hito, quedará dividido en dos, los cuales son: 

 
 1/05/2016, disponer de un “script” funcional 

para generar un dataframe de fármacos que 
interaccionen con un “target” determinado. 

 22/05/2016, disponer de un programa "machine 
learning" funcional que cumpla con las 
necesidades del proyecto. 

 
Se modifica el diagrama de Gantt del proyecto para 
ajustarlo al nuevo esquema de trabajo (ver Anexo VI). 

 
 
1.5 Breve sumario de productos obtenidos 
 

 Plan de trabajo, describiendo las diferentes etapas 
que conforman el proyecto y la duración prevista de 
las mismas. 

 Memoria del proyecto.  

 Paquete con “scripts”, código, y las bases de datos 
empleadas. 

 Presentación virtual.  

 Auto-evaluación del proyecto.  
 
 
1.6 Breve descripción de los otros capítulos de la memoria. 
 

2.1 Desarrollo de la herramienta. En este apartado se 
seleccionarán las bases de datos, se filtrarán las 
variables, se generará una matriz de interacciones y 
se generará un script “machine learning” a modo de 
motor de búsqueda de posibles fármacos con actividad 
biológica para un “target” determinado. 
 

2.1.1 Selección de bases de datos, selección de 
variables, cruce de las mismas. 
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2.1.2 Generación de una matriz de interacciones 
ligando-proteína. 
2.1.3 Script extracción de fármacos que 
interaccionan con  un “target” determinado. 
2.1.4 Análisis inicial de datos. 
2.1.5 Generación de “decoys”. 
2.1.6 Construcción del dataframe de aprendizaje, 
análisis de la capacidad de separación de 
fármacos respecto a decoys de este “dataframe” 
mediante curvas ROC.  
2.1.7 Script “machine learning” clasificador,  
para un fármaco o grupo de fármacos, o para toda  
la matriz de interacciones de Drugbank. 

 
 

2.2 Testeo de la herramienta sobre las proteínas 
target HMG-CoA reductasa(P04035) y KAPCA (Uniptrot: 
P17612) , testeo de capacidad de la herramienta, 
ajuste de la misma si procede. 
 

2.2.1 Breve descripción de los “target” 
seleccionados HMG-CoA reductasa (P04035)[2], y de 
la familia de las estatinas. Breve descripción de 
KAPCA (Uniptrot: P17612)[3]. 
2.2.2 Test y evaluación de las herramientas con 
P04035. 
2.2.3 Necesidades de ajuste y mejoras. 
2.2.4 Coherencia de los resultados. 
2.2.5 Test y evaluación de las herramientas con 
P17612. 
2.2.6 Coherencia de los resultados. 
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2. MÉTODOS Y RESULTADOS. 
 
2.1 Desarrollo de la herramienta.  

 
2.1.1 Selección de bases de datos, selección de variables, 
cruce de las mismas. 
 
Las bases de datos revisadas al inicio de este proyecto 
fueron: 
 

Biogrid (base de datos de interacciones fármaco 
proteína) 
Matador (base de datos de interacciones fármaco 
proteína) 
PubChem (base de datos de compuestos químicos) 
DrugBank (base de datos de fármacos) 
UniprotKB (base de datos de proteínas) 
InterPro (base de datos de proteínas) 

 

PubChem [5] quizás sea la base de datos de compuestos y 
sustancias químicas más completo disponible, pero se 
descarta a causa de su tamaño (tienen 119 millones de 
registros). Existen sistemas y paquetes python (PUG_REST 
[6], PubChemPy[7], etc.) que facilitan el manejo y 
extracción de datos, pero a pesar de ello, el manejo de 
este conjunto de estos elementos, genera una serie de 
dificultades que dificultarían el desarrollo y los plazos 
del proyecto. 

 

La base de datos seleccionada finalmente para realizar este 
proyecto será Drugbak [8]., que dispone de una completa 
colección de fármacos (unos 9000 registros) aprobados y en 
proceso de aprobación, así como una completa descripción de 
sus características e interacciones con proteínas para cada 
fármaco, todas ellas anotadas manualmente. El tamaño de la 
base de datos es moderado, y por tanto no dificulta en 
exceso su manejo, por lo que se considera apropiada para 
los objetivos de este proyecto. 

 
Los motivos tenidos en cuenta para seleccionar esta base de 
datos y descartar el resto, son básicamente: 

 Drugbak [8], dispone de toda la información necesaria 
para llevar a cabo este proyecto, incuyendo 
propiedades químico-físicas de compuestos, así como 
anotaciones manuales de las proteínas con los que cada 
compuesto de la base interacciona. 
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 Es una base de dato de tamaño moderado, frente a otras 
de gran tamaño como PubChem [5]. El tamaño 
relativamente pequeño de esta base de datos, facilita 
en gran medida el trabajo que se llevará a cabo, y 
facilitará la consecución de los hitos del proyecto, 
una vez analizados los riesgos que se exponen en el 
apartado 1.4. 

 Drugbank [8] es una base de datos de compuestos co 
actividad farmacológica demostrada, por lo que 
disponer de una matriz de interacciones generada a 
partir de esta base, aporta a la aplicación la 
capacidad de detectar moléculas candidatas a 
interaccinar con la proteína “target” que ya son 
fármacos. Esto le conferiría a la aplicación la 
capacidad de generar listados de fármacos candidatos a 
“repositioning”. 

 El resto de bases de datos, contienen información 
complementaria a la que ya está disponible en Drugbank 
[8], y por tanto solamente se emplearán para completar 
la matriz de interacciones, si se completan los hitos 
del proyecto antes del plazo establecido. 

 Las bases de datos de proteínas se revisaron 
inicialmente ante la idea de partida de generar un 
descriptor mixto con propiedades físico químicas de 
fármacos y propiedades de proteínas. Esta estrategia 
inicial, ha sido descartada a medida que el proyecto 
ha ido avanzando. 

 
Las variables y características que se emplearán para 
construir la matriz de interacciones son: 
 

 
DRUGBANK 

Drugbank-id [9] 
Name [9] 
logP [9][12] 
logS [9] 
Polar Surface Area (PSA) [10] 
Refractivity [9] 
Polarizability [9] 
Rotatable Bond Count [9] 
H Bond Acceptor Count [9][12] 
H Bond Donor Count [9][12] 
pka [9] 
pkb [9] 
Physiological Charge [9] 
Number of Rings [11] 
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Bioavailability [12] 
Rule of Five [13] 
Ghose Filter [13] 
MDDR-Like Rule [12] 
Molecular Weight [9] 
SMILES [9] 
Protein interactions [9] 

 
Una descripción más detallada de los descriptores, puede 
encontrarse en los hiperenlaces añadidos, la descripción 
del resto de descriptores puede revisarse en  en  
http://www.drugbank.ca/documentation[9].  

 

 

2.1.2 Generación de una matriz de interacciones ligando-
proteína. 
 
OBJETIVO: construir una matriz de interacciones, extrayendo 
de la base de datos Drugbank la información seleccionada en 
el apartado anterior, así como las proteínas con las que 
interacciona cada molécula en concreto. Para construir la 
matriz de interacciones se utilizarán básicamente “scripts” 
programados en Python. 
 
Para desarrollar estos “scripts”, se emplearán lan 
librerías “pandas” y “lxml”, la primera permite generar y 
modificar con facilidad “dataframes”, fusionarlos, 
modificarlos, etc., la segunda librería facilita el trabajo 
y extracción de datos de ficheros de tipo .XML (base de 
datos principal de Drugbank). 
 
INPUTS: los “inputs” del “SCRIPT 1”son: 
 

 drugbank.xml [14], base de datos principal de 
Drugbank, contiene información estructural, 
referencias cruzadas, proteínas con las que 
interacciona el fármaco, etc. 

 
Una vez descargada la base de datos se procede a procesar y 
filtrar la información contenida en las mismas mediante 
“script”, el cual genera  como output un “dataframe” 
contenidos en variables “df” y en un archivo con extensión 
.cvs, para poder archivar físicamente el “dataframe” 
generado.  

OUTPUTS: el “output” del “SCRIPT 1” es:  

 matriz de interacciones dataframe_drugbank.csv. 
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RECURSOS ADICIONALES: librerías lxml y pandas de python. En 
el siguiente sinóptico se muestra el “pipeline” empleado 
para generar la matriz de interacciones: 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
El “SCRIPT 1”, puede consultarse con más detalle en el 
ANEXO I. 

 

Inicialmente, como puede verse en el “SCRIPT 1”, se 
seleccionaron más variables que las indicadas en el 
apartado 2.1.1, incluyéndose en la matriz de interacciones. 
Dado el elevado tiempo para parsear toda la base de datos, 
estas variables, se eliminaron más adelante en otros 
“scripts”. 

 

 
2.1.3 “Script” extracción de fármacos que interaccionan con  
un “target” determinado. 
 
OBJETIVO: Este  código, “SCRIPT 2”, se desarrolla también 
con python, y básicamente busca en la matriz de 
interacciones, partiendo de una proteína “target” 
introducida mediante su código Uniprot, todos los fámacos 
de la matriz de interacciones (dataframe_drugbank.csv), que 
interaccionan con esta proteína “target”. 
 
Los “INPUTS” del “script”, son el archivo generado en la 
etapa anterior dataframe_drugbank.csv , y el código Uniprot 
de la proteína “target” elegida, por ejemplo P04035.  
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El “OUTPUT” del “script”, es un “dataframe” 
dataframe_farmacos_to_target_Pxxxx.csv que contiene un 
listado de los fármacos que interaccionan con la proteína 
problema, y todos los campos de información físico-química 
y farmacológica que contiene la matriz de interacciones, o 
sea que se trata de una versión reducida de la matriz de 
interacciones que contiene solamente un número limitado de 
registros.  
 
Este “dataframe” reducido se combinará en una etapa 
posterior con un “dataframe” de “decoys”, para generar una 
matriz con la que se entrenará el modelo “machine 
learning”. 
 
El sinóptico del “pipeline” es el siguiente: 
 

 
 
El “SCRIPT 2”, puede consultarse con más detalle en el 
ANEXO 2. 
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2.1.4 Análisis inicial de datos. 
 
OBJETIVO: realizar de forma manual, un análisis estadístico 
básico del dataframe de datos generados en el “script” 
anterior para una proteína dada, con el objeto de detectar 
“outliers” que puedan dificultar el proceso final de 
clasificación “machine learning”. 
 
El “SCRIPT 3”, permite: 
 

 Visualizar los histogramas de las diferentes variables 
contenidas en el archivo 
dataframe_farmacos_to_target_Pxxxx.csv , con el objeto 
de detectar “outliers” que puedan distorsionar el 
proceso de clasificación final. 

 Realizar una proyección PCA (“principal component 
analysis” sklearn.decomposition.PCA [15]) de estos 
datos, con el objeto de ver como se agrupan en un 
espacio bidimensional. Esta proyección reduce un 
espacio multidimensional (múltiples variables  físico-
químicas) vinculadas a cada fármaco generado en el 
“script” de la fase anterior, a un espacio 
bidimendional, que prioriza las variables que 
presentan una correlación  más significativa. Esta 
proyección nos ayuda a entender como se agrupan las 
variables que estudiamos, facilitan la detección de 
“outliers” y permitirían en teoría ayudar a detectar 
la formación de “clusters”, lo cual podría significar, 
que fármacos agrupados entorno a características 
distintas, interaccionan con la proteína “target” de 
diferentes modos. 

 El “script” permite eliminar aquellos fármacos que 
finalmente clasifiquemos como “outliers”. 

 Realiza una nueva proyección PCA, una vez se han 
eliminado los “outliers”, la cual permite visualizar 
si la eliminación de los mismos mejora el modo en que 
se agrupan al respecto de la proyección PCA inicial. 

 
INPUTS: los “inputs” del “SCRIPT 3”son: 
 

 dataframe_farmacos_to_target_Pxxxx.csv, generado en el 
apartado anterior. 

 “Outliers” que queremos aliminar tras realizar el 
análisis previo. Estos “outliers” se eliminan 
introduciendo su código “drugbank-id”. 

 
OUTPUTS: LOS “outputs” del “SCRIPT 3” son: 
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 Histogramas de las variables definidas en el apartado 
2.1.1, de todos los fármacos que interaccionan con la 
proteína “target”. 

 Proyección PCA inicial de las variables de todos estos 
fármacos para observar el modo en que se agrupan. 

 Proyección PCA tras eliminar los “outliers”, para 
observar si esta eliminación mejora el agrupamiento de 
los datos. 

 Archivo .csv que contiene los fármacos filtrados tras 
la eliminación de “outliers”,  

dataframe_farmacos_to_target_manual_filtered_Pxxxx.csv 
 
COMENTARIOS ADICIONALES: esta etapa considero es de gran 
importancia para mejorar el resultado del proceso de 
clasificación  final. Inicialmente en los casos prácticos 
empleando “targets” reales, no realizar esta etapa previa 
de análisis de datos generaba resultados dispares en el 
proceso de clasificación “machine learning”, donde  a 
veces, todos o ninguno de todos los fármacos de la base de 
datos de Drugbank eran clasificados como candidatos, y la 
capacidad del modelo para separar fármacos de “decoys” en 
la siguiente etapa era más pobre. Una vez realizado el 
análisis inicial con los histogramas y proyecciones PCA, se 
detecta que hay fármacos “outliers” que son de naturaleza 
muy diferente al resto, lo cual dificulta el proceso de 
clasificación, una vez eliminados estos “outliers”, el  
modelo de clasificación mejora y separa de modo algo más 
eficiente los fármacos de los “decoys” en la siguiente 
etapa. 
 
Lógicamente eliminar estos “outliers” significa también que 
nuestro modelo pierde la información biológica contenida en 
los mismos, ya que estos “outliers” también interaccionan 
con la proteína “target”. Una posible mejora futura del 
“script” podría ser añadir al mismo una etapa que permita 
“clusterizar” o agrupar a los fármacos de naturalezas muy 
distintas entre si que interaccionan con la misma proteína 
, para analizarlos en las siguientes etapas como grupos 
distintos, generando varios modelos clasificadores, tantos 
como “clusters” detectados. 
 
Destacar también que para realizar una proyección PCA, es 
necesario que no aparezca en el “dataframe” que 
proyectamos, ningún valor “null” o “NaN”, por lo que en el 
“script” es necesario rellenar o eliminar estos valores 
“null”, este problema aparecerá también cuando 
desarrollemos el modelo clasificador y en ambos casos se ha 
optado por la misma solución. 
La solución óptima es buscar o calcular teóricamente estos 
valores mediante otras librerías como “rdkit”, etc., pero 
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ante la complejidad de la tarea se ha optado por calcular 
el promedio de la columna del “dataframe” que contiene el 
valor “null” y sustituir este “null” por este valor 
promedio. Esta solución, si en una columna del “dataframe” 
con muchos registros solamente tiene uno o dos valores 
“null”, se considera que no tendrá un efecto significativo 
en el test de clasificación. Si por el contrario, en una 
columna de una variable, muchos valores son “null”, 
calcular el promedio no es una buena solución ya que se 
puede llegar a distorsionar bastante el test de 
clasificación. Esto lo veremos en el siguiente apartado, ya 
que concretamente las variable “pka” y “pkb”, presentaban 
muchos valores “null” y al ser sustituidos por un promedio, 
empeoraba la capacidad del test clasificador, por lo que 
finalmente se decidió eliminar estas variables de la matriz 
de interacciones, mejorando esto el modelo clasificador  
final. 
 
Una posible mejora futura del “script” por tanto sería, 
automatizar el cálculo de valores “null” del dataframe 
mediante librerías de python que permitan calcular valores 
teóricos de datos físico-químicos, partiendo del “SMILE” de 
cada molécula. 
 
RECURSOS ADICIONALES EMPLEADOS: 
 
 

 sklearn.decomposition.PCA [15] 
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El sinóptico del “pipeline” es el siguiente: 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
El “SCRIPT 3”, puede consultarse con más detalle en el 
ANEXO 3. 

 

2.1.5 Generación de “decoys”. 
 
OBJETIVO: el proceso de clasificación “machine learning” 
que emplearemos para clasificar a las moléculas problema 
como candidatas a interaccionar con la proteína “target”, 
se lleva a cabo en una primera fase entrenando el modelo 
con un “set” de moléculas que sabemos que sí interaccionan 
con el “target”, con un segundo “set” de moléculas que 
llamamos “decoys” que suponemos que no son activas frente 
al “target”, y que presentan suficientes diferencias con el 
otro “set” , para que el algoritmo de entrenamiento sea 
capaz de establecer una frontera de separación entre los 
dos grupos. Este entrenamiento, y la delimitación de esta 
frontera, permitirá más adelante al modelo clasificador, 
determinar si una nueva molécula es candidata o no a 
interaccionar con nuestra proteína “target”. 
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El objetivo de este “SCRIPT 4” es generar “sets” de 
“decoys” que combinaremos más adelante con el “set” de 
moléculas activas para nuestro “target”, con el objeto de 
entrenar al modelo clasificador en la siguiente etapa. 

Para generar los “decoys”, se emplearán los criterios de 
filtrado utilizados por el programa “Decoy Finder”. 
Buscaremos nuestros decoys dentro de nuestra matriz de 
interacciones, que contiene solamente fármacos de la base 
de datos deDrugbank (dataframe_drugbank.csv). Se buscaran 
“decoys” para cada uno de los fármacos activos contenidos 
en dataframe_farmacos_to_target_manual_filtered_Pxxxx.csv. 
 
El algoritmo de búsqueda que emplearemos para localizar 
“decoys” [16] dentro de dataframe_drugbank.csv , para cada 
fármaco activo individual se basa en: 
 

 Masa molecular (Mw) +/- 25 Da respecto del fármaco de 
referencia. 

 “Rotatable Bound Count” (RBC) +/-1 respecto del 
fármaco de referencia. 

 “Hydrogen Bond Donor” (HBD) +/-1 respecto del fármaco 
de referencia. 

 “Hydrogen Bond Acceptor” (HBA) +/-2 respecto del 
fármaco de referencia. 

 LogP +/-1 respecto del fármaco de referencia. 
 El índice de tanimoto con “fingerprint MACCS” del 

“decoy” respecto del fármaco de referencia debe ser 
menor de 0.75 (lo cual asegura que la estructura 
química de ambos es suficientemente distinta). 

 Lo “decoys” entre si no deben presentar un índice de 
Tanimoto MACCS mayor de 0.9 entre ellos, para evitar 
la incidencia excesiva de estructuras análogas 

 
El “script” permite seleccionar otros valores distintos a 
los óptimos (Mw, RBC, HBD, HBA y logP) si consideramos que 
el número de “decoys” generados no es suficiente. 
 
Es habitual que para fármacos distintos se generen 
cantidades muy diferentes de “decoys”. Con los casos con 
los que he trabajado, estas diferencias pueden oscilar 
entre fármacos para los que solamente se generan entre 2 y 
5  “decoys”, hasta fármacos para los que se generan entre 
90 y 200 “decoys”. Como en la siguiente etapa del 
“pipeline” se generará un dataframe de fármacos y “decoys”, 
donde estos se seleccionarán al azar, existirá un sesgo 
hacia los fármacos que generen cantidades mayores de 
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“decoys”. Para evitar este sesgo, se seleccionará para cada 
fármaco activo, un máximo de 10 “decoys” del total, de este 
modo conseguiremos nivelar las cantidades de “decoys” 
existentes por fármaco activo, a valores muy cercanos entre 
si. 
 
INPUTS: los “inputs” del “SCRIPT 4”son: 
 

 dataframe_farmacos_to_target_manual_filtered_Pxxxx.csv
, generado en el apartado anterior que contiene los 
fármacos activos con el “target” seleccionado. 

 Matriz de interacciones, dataframe_drugbank.csv, en la 
que buscaremos los “decoys”. 

 Valores de Mw, RBC, HBD, HBA y logP, sobre los que 
realizaremos el filtrado de “decoys”. Estos valores 
pueden ser los óptimos, o aquellos que definamos si 
queremos ampliar el número de “decoys” generados. 

 
OUTPUTS: LOS “outputs” del “SCRIPT 4” son: 
 

 Un “dataframe” que contiene un máximo de 10 “decoys” 
por fármaco activo, este dataframe se guarda en el 
archivo total_decoy_list_Pxxxx.csv. 

 
COMENTARIOS ADICIONALES: el motivo que me ha llevado a 
generar un “script” para generar “decoys” a partir de 
fármacos de Drugbank, es que considero evita todo el 
procesado manual que sería necesario llevar a cabo si se 
generasen los “decoys” mediante “Decoy Finder” (ejecución 
del programa, generación y descarga de los archivos de 
“decoys”, parseado de los archivos y selección y filtrado 
de variables). La eliminación de esta laboriosa etapa 
manual permite dotar al programa  de un alto grado de 
automatización, que entiendo puede ser útil si en un 
momento dado se está trabajando con múltiples proteínas 
“target” sobre las que se están buscando candidatos a 
fármacos activos. 
 
Por contra, la desventaja de usar este “script” 
(posiblemente haya más), es que “Decoy Finder” busca 
“decoys” en la base de datos ZINC [17] que contiene unos 35 
millones de registros de todo tipo, fármacos y no fármacos, 
frente a los 8000 de de Drugbank, donde todos sus registros 
son fármacos. 
 
Los fármacos se caracterizan por presentar un espectro de 
propiedades que habitualmente se encuentra dentro de unos 
rangos concretos, The Rule of Five es un claro ejemplo de 
ello ( logP > 5, Molecular weight >500, Number of hydrogen 
donor groups >5, Number of hydrogen acceptor groups 



 

19   

>10)[13]. Si seleccionamos nuestros “decoys” entre 
moléculas clasificadas como fármacos, estas propiedades 
serán similares en todos los “decoys” y en los fármacos 
activos que han generado estos “decoys”, por lo que se 
espera que cuando en las siguientes etapas entrenemos 
nuestro modelo clasificador, tengamos más dificultades para 
separar fármacos activos de “decoys”. Por contra si los 
“decoys” se seleccionan con “Decoy Finder” en ZINC, la 
mayoría de los “decoys” no tendrá propiedades 
farmacológicas, por lo que entiendo el modelo clasificador 
separará unos de otros con mayor facilidad. 
 
RECURSOS ADICIONALES EMPLEADOS:  
 

 librería “pybel” [18] de “Openbabel”, para calcular 
los índices de tanimoto MACCS [19], partiendo de los 
“SMILES” de las moléculas a comparar. 

 
 
El sinóptico del “pipeline” es el siguiente: 

 
 
El “SCRIPT 4”, puede consultarse con más detalle en el 
ANEXO 4. 
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2.1.6 Construcción del “dataset” de aprendizaje, análisis 
de la capacidad de separación de fármacos respecto a 
“decoys” de este “dataset” mediante curvas ROC. 

 
Inicialmente se generaron dos “scripts”, uno para generar 
el dataset de aprendizaje, y otro para realizar la 
clasificación sobre la matriz de interacciones. Finalmente 
estos dos scripts se unificaron en uno cuando se añadío al 
“pipeline” la capacidad de eliminar columnas de “features”, 
ya que reducía la complejidad del “script” y reducía la 
posibilidad de cometer errores. 
 
Por este motivo, estos dos apartados, aunque diferentes 
están integrados en el mismo “SCRIPT 5”, y se designarán 
como PARTE 1 y PARTE 2. 
 
OBJETIVO: el objetivo del “SCRIPT 5, PARTE 1”, es generar 
un “dataframe” de aprendizaje de fármacos activos, y un 
número igual de “decoys” (50% de cada), y testear este 
“dataframe” para determinar su capacidad para clasificar 
moléculas como candidatas o no a ser activas frente a un 
“target” dado. El mejor “dataframe” obtenido (fármacos + 
“decoys”) es el que se empleará en la siguiente etapa del 
“pipeline”, para clasificar todos los registros (fármacos) 
de la matriz de interacciones dentro de la categoría de 
posibles candidatos o no, a ser activos frente a un 
determinado “target”. 

El test de clasificación se realizará empleando un 
algoritmo de clasificación VSM (Support Vector Machines) de 
la librería “Scikit Learn” de python. Se testearán los tres 
“kernels” disponibles, “linear”, “rbf” y “poly” (degree=3). 
 
Los “decoys” y fármacos activos indicados se han generado 
en las etapas anteriores del “pipeline”. Todos los fármacos 
activos generados en el “SCRIPT 2” para un “target” 
determinado, se incluirán en el “dataset” de testeo que 
servirá para entrenar el modelo. 
 
Del total de “decoys” generados (un número siempre mucho 
mayor que el de fármacos activos), el “script” seleccionará 
al azar un número igual que el de los fármacos activos, de 
forma que fármacos y “decoys” se encuentren al 50%. 
 
Dada la gran cantidad de “decoys” generados, es posible que 
diferentes combinaciones de “decoys” presenten en conjunto, 
diferente capacidad de clasificación, por lo que se 
testearán mediante “bootstrap” diferentes combinaciones de 
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“decoys” para cada “set” de fármacos activos. Para valorar 
la capacidad de clasificación de cada una de estas 
combinaciones de “decoys” frente a un “set” dado de 
fármacos activos, el “script”, calculará el área de la 
curva ROC generada en múltiples tests, para cada 
combinación de “decoys” dada. 
 
Un esquema de las acciones llevadas a cabo por el algoritmo 
sería: 
 

 Dados un conjunto de i fármacos que interaccionan con 
un “target” determinado. 

 Selecciona al azar n conjuntos de i “decoys”. 
 Para cada paquete n de i+i (fármacos + “decoys”), 

lleva a cabo m tests de clasificación 
(train_test_split(x, y, train_size= 0.5)). 

 Con los resultados de estos m ensayos se construye una 
curva ROC, que nos india la capacidad de este conjunto 
(fármacos  + “decoys”) para clasificar correctamente 
(esta capacidad viene dada por el área de la curva 
ROC, AUC). 

 Esta secuencia se realiza n veces, y se selecciona la 
combinación de fármacos + “decoys” que presenta un 
área mayor de su curva ROC. 

 
Este “dataframe” óptimo se almacena en el archivo 
training_set_Pxxxx.csv. 
 
Indicar que en el “SCRIPT 5, PARTE 1”, también es posible 
eliminar aquellas columnas de características ,“features”, 
que se determine. Esta opción puede utilizarse por ejemplo 
si en la siguiente etapa se pretende clasificar un paquete 
de fármacos no perteneciente a la matriz de interacciones 
generada a partir de Drugbank, que presenta menos 
“features” que las de la propia matriz de interacciones, o 
por ejemplo puede servir para mejorar los ratios de 
clasificación del modelo, eliminando “features” que 
empeoran la capacidad de clasificación del mismo. 
 
Por ejemplo, tal como se ha comentado co anterioridad, las 
columnas pka y pkb prensentan muchos valores “null” que 
inicialmente se ha rellenado con un valor promedio generado 
en la culumna de este “feature”, por tanto estas dos 
columnas se eliminarán como medida de seguridad. 
 
INPUTS: los “inputs” del “SCRIPT 5”son: 
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 dataframe_farmacos_to_target_manual_filtered_Pxxxx.csv
, contiene los fármacos activos con el “target” 
seleccionado. 

 total_decoy_list_Pxxxx.csv, que contiene todos los 
decoys generados. 

 Si se desea eliminar algunas columnas de 
características (“features”), se indicarán en este 
apartado. Se eliminarán pka y pkb ya que podrían 
distorsionar el modelo. 

 
OUTPUTS: LOS “outputs” del “SCRIPT 5” son: 
 

 El “training set” de fármacos + “decoys” óptimo que se 
empleará en la siguiente etapa (PARTE 2). Se almacenan 
en el archivo training_set_Pxxxx.csv. 

 Los resultados de los tests estadísticos llevados a 
cabo con las diferentes combinaciones de “decoys”, 
incluyendo una curva ROC y AUC del valor óptimo 
conseguido y su proyección PCA. 

 
COMENTARIOS ADICIONALES: destacar que tras realizar varias 
pruebas, se observa que la capacidad de clasificación del 
modelo puede estar ligeramente distorsionada por la 
combinación de “decoys” aleatoria llevada a cabo. 
 
RECURSOS ADICIONALES EMPLEADOS:  
 

 SVM (Support Vectors Machines) de scikit-learn [20] 
 proyección PCA (Principal Component Analisis) de 

sckit-learn [15] 
 sklearn.metrics.roc_curve [21] 

 
 
El sinóptico del “pipeline” se mostrará en el siguiente 
apartado. 
 
2.1.7 Script VSM clasificador,  para un fármaco o grupo de 
fármacos, o para toda  la matriz de interacciones de 
Drugbank. 
 

OBJETIVO Y DESCRIPCIÓN: el objetivo del “SCRIPT 5, PARTE 2” 
es ya finalmente clasificar un “dataset” de moléculas y sus 
descriptores asociados, como candidatos o no, a 
interaccionar con la proteína “target”. 

Para realizar la clasificación se empleará como en la etapa 
anterior VSM (Support Vector Machines) de scikit-learn. 

El “training set” que se empleará es el generado por el 
“SCRIPT 5, PARTE 1”. 
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El “dataset” de moléculas que serán clasificadas, o sea 
donde buscaremos los candidatos a interaccionar con nuestro 
“target”, será nuestra matriz de interacciones 
dataframe_drugbank.CSV, tras  eliminar las columnas de 
“features” que se haya decidido en la etapa anterior. 

También es posible clasificar otros “datasets” distintos a 
nuestra matriz de interacciones, por ejemplo “datasets” 
creados manualmente, siempre y cuando presenten la misma 
colección de “features” y en el mismo orden, tal y como se 
encuentran en el “training dataset” y en la matriz de 
interacciones. 

El “script” generará un “dataframe” de moléculas con su 
código “drugbank-id”, “name” y sus SMILES, de las moléculas 
que SI han sido clasificadas como candidatas a ser fármacos 
activos sobre el “target”. 

 

INPUTS: los “inputs” del “SCRIPT 5, PARTE 2”son: 
 

 El “dataset” de entrenamiento óptimo optenido en la 
PARTE 1. 

 dataframe_drugbank.csv, matriz de interacciones al que 
eliminamos “features” seleccionadas en el “SCRIPT 5, 
PARTE 1”. 

 Si se desea se puede clasificar un “dataset” contenido 
en un archivo dataset_alternativo.csv, siempre sus 
“features” coincidan con el “training set” y el 
“dataframe drugbank”. 

 
OUTPUTS: LOS “outputs” del “SCRIPT 5, PARTE 2” son: 
 

 Un “dataframe” (“drugbank-id, “name” y SMILES)de los 
fármacos que han sido clasificados de forma positiva 
como posibles candidatos a interaccionar con la 
proteína “target”. 

 Un archivo candidatos_activos_Pxxxx.csv que contiene 
estos fármacos. 

 

RECURSOS ADICIONALES EMPLEADOS:  
 

 SVM (Support Vectors Machines) de scikit-learn [20] 
 proyección PCA (Principal Component Analisis) de 

sckit-learn [15] 
 sklearn.metrics.roc_curve [21] 
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El sinóptico del “pipeline” del “SCRIPT 5” completo, 
incluyendo la PARTE 1 Y PARTE 2, es el siguiente: 
 

 

 

El “SCRIPT 5”, puede consultarse con más detalle en el 
ANEXO 5. 

 

 
 
 
 
 
 



 

25   

2.2 Testeo de la herramienta sobre las proteínas target 
HMG-CoA reductasa(P04035) y KAPCA (Uniptrot: P17612) , 
testeo de capacidad de la herramienta, ajuste de la misma 
si procede. 
 
2.2.1 Breve descripción de los “target” seleccionados HMG-
CoA reductasa (P04035)[2], y de la familia de las 
estatinas. Breve descripción de KAPCA (Uniptrot: 
P17612)[3]. 
 

 HMG-CoA reductasa (P04035) [2], glicoproteína de 
transmembrana que limita la velocidad en la 
biosíntesis del colesterol, y la biosíntesis de 
isoprenoides no esteroideos  esenciales para la 
función normal de las células, incluyendo la 
ubiquinona y las proteínas geranylgeranyl. 

 
Su regulación enzimática [22] viene dada por un 
mecanismo de retroalimentación negativa a través de 
los esteroles y los metabolitos no esteroideos 
derivados de mevalonato. Esta enzima es inhibida por 
las estatinas, una clase de agentes hipolipidémicos 
utilizados como productos farmacéuticos para reducir 
los niveles de colesterol en individuos en riesgo de 
enfermedad cardiovascular por hipercolesterolemia. 
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Los fármacos de la familia de las estatinas son: 

-Atorvastatin. 
-Fluvastatin. 
-Lovastatin. 
-Pitavastatin. 
-Pravastatin. 
-Rosuvastatin. 
-Simvastatin. 

  

 KAPCA (Uniptrot: P17612)[3], es la subunidad alfa de 
una quinasa dependiente de cAMP. Fosforila una gran 
cantidad de sustratos en el citoplasma y en el núcleo. 

 
 
2.2.2 Test y evaluación de las herramientas con P04035. 
 
Se ejecuta el “SCRIPT 2” para localizar en la matriz de 
interacciones los fármacos que interaccionan con el target 
P04035. 
 
Se detectan 15 moléculas que interaccionan con P04035, 
entre ellos todas las estatinas indicada en 2.2.1, dos 
estatinas adicionales Cerivastatina y Mevastatina, y una 
serie de fármacos adicionales.La Cerivastatina no aparece 
en los listados oficiales de estatinas, ya que fue retirada 
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del mercado en la década de los 90 ya que tenía efectos 
secundarios adversos. 
 
Como puede verse el “script” funciona correctamente, 
localiza las principales estatinas. 
 
Con este “script” ya estamos llevando a cabo una función de 
“screening” inicial de fármacos activos. 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

Se ejecuta el “SCRIPT 3” y se generan los siguientes 
histogramas y proyección PCA. 
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PROYECCIÓN PCA ANTES DE ELIMINAR “OUTLIERS”: 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Podemos apreciar la presencia de varios “outliers” en los 
histogramas, estos “outliers” distorsionan la proyección 
PCA, y se puede apreciar lo que parece una agrupación en 
tres clústeres de “features” semajentes. 

Estos “outliers” dficultan la clasificación llevada acabo 
en la etapa final, por lo que se procede a eliminarlos, en 
especial el 3-Hydroxy-3-Methyl-Glutaric Acid y el 1,4-
Dithiothreitol, que son moléculas de naturaleza muy 
distinta del resto con un bajo peso molecular. 

Finalmente en totalse procede a eliminar los siguientes 
fármacos: DB0437, DB04447, DB01992, DB03461, DB00157 y 
DB06693. 
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Resultando la proyección PCA tras eliminar estos 
“outliers”: 

 

 
 

 

 

 

 

 

 

 

 

 

 

 

Donde podemos ver que el clúster restante ha quedado mejor 
definido y los valores más extremos que aparecían en la 
anterior proyección PCA han desaparecido. 

Se han llevado a cabo diferentes pruebas eliminando 
diferentes combinaciones de “outliers”, y se ha observado 
una mejoría en el proceso final de clasificación al 
respecto de eliminar “outliers” o no. 

En concreto sin eliminar “outliers”, los resultados de 
clasificación en el “SCRIPT 5”, presentan áreas de curva 
ROC AUC entre 0.5-0.6, y clasifican como positivos(fármacos 
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activos frente al “target”) entre 2000-3500 fármacos 
(dependiendo del kernel empleado) que sobre un total de 
6000 fármacos en la base de datos completa, considero que 
es una cantidad demasiado elevada. Tras eliminar todos los 
“outliers”, los valores AUC siguen oscilando entre 0.5-0.6, 
pero aparecen ya valores máximos e 0.66 y se clasifican 
como positivos a unos 1000 fármacos de la matriz de 
interacciones, lo cual nos indica que el proceso de 
clasificación está más acotado, por lo que considero, esta 
eliminación de “outliers” es positiva. 

 

En el “SCRIPT 4” se lleva a cabo la generación de “decoys”: 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
 
 
 
 
 
 
 
Se generan un total de 232 “decoys”, de los que seleccionan 
82 (10 máximo por fármaco), para nivelar las diferentes 
cantidades generadas y eliminar el sesgo vinculado a  
cantidades muy desporoporcionadas entre unos fármacos y el 
resto. 
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En el “SCRIPT 5” se lleva a cabo el proceso de 
clasificación.  
 
En la PARTE 1 del “script”, se genera el “training set” 
realizándose diferentes combinaciones al azar de los 
fármacos activos con diferentes combinaciones de “decoys”, 
para cada uno de ellos mediante “bootstrap” se realizan 
tests y se genera una curva ROC para cada combinación, 
finalmente se selecciona la mejor combinación de fármacos + 
“decoys”, aquella que presenta mayor curva ROC. En este 
caso se realizan 30 test, como se puede ver los valores de 
área de curva ROC oscilan entre 0.5-0.6, y el mayor valor 
conseguido es de 0.59 con un kernel “poly, degree=3”. 
 
En la PARTE 1 también se lleva a cabo la eliminación de las 
columnas de “features”, pka y pkb, ya que presentan una 
cantidad excesiva de valores “NaN”. 
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La curva ROC y la proyección PCA de la mejor combinación de 
fármacos + “decoys”(0.63) son:   
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La PARTE 2 del “script” lleva a cabo la clasificación SVM 
de todos los fármacos de la matriz de interacciones, 
clasificándolos como candidatos a ser activos frente al 
“target” o no. El modelo se entrena con el set de 
entrenamiento óptimo generado en la PARTE 1, y nos da como 
resultado: 
 
 

 
 
 
 
 
 
 
 
 

 
El modelo clasifica a 1018 fármacos de la matriz de 
interacciones como candidatos positivos para ser activos 
frente al “target”. Los resultados son similares con otros 
kernels 
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2.2.3 Necesidades de ajuste y mejoras. 
 
Como resultado de trabajar con P04035, se añade al 
“pipeline” como mejora, el “SCRIPT 3” de análisis inicial 
de datos, que permite visualizar y eliminar si procede 
“outliers”. 
 
También se decide eliminar las “features” pka y pkb que se 
detecta que contienen demasiados “NaN”. 
 
Como mejora futura del “pipeline”, se podría plantear en el 
“SCRIPT 3” una etapa adicional de clusterización de los 
fármacos activos, para segregar estos clústeres y tratarlos 
de forma individualizada, aplicando el resto del “pipeline” 
a cada uno de ellos. Tiene sentido pensar que fármacos con 
espectros químico-físicos distintos (clústers), pueden 
interaccionar con un mismo “target” de diferentes formas, 
tratar algunos de estos clústers como “outliers” hace que 
perdamos información biológica en el proceso de eliminación 
de estos “outliers”. Esta clusterización y reircorporación 
de clústers al “pipeline” considero permitiría recuperar 
parte de esta información en lugar de perderla. 
 
Los resultados indican que el modelo no diferencia con 
facilidad los fármacos de los “decoys” como puede verse en 
las áreas de las curvas ROC. Como  mejora, se añadió al 
proyecto el estudio de un “target” adicional P17612, que 
presenta un número mayor de fármacos activos para ver si 
este incremento en su número mejoraba el modelo 
clasificador respecto a P04035. 
 
Otra mejora añadida al modelo fruto de los resultados del 
análisis de P04035, es añadir en el “SCRIPT 5” código para 
poder seleccionar y eliminar columnas de “features”, de 
este modo se puede reducir la cantidad de las mismas, o 
buscar la combinación adecuada de ellas que sea óptima para 
el problema que se esté tratando. 
 
 
2.2.4 Coherencia de los resultados. 

 
La conclusión en general del análisis de P04035 es que para 
este caso partiular, “pipeline” no consigue clasificar de 
forma adecuada los fármacos, ya que valores de curva ROC 
promedio entorno a 0.5-0.6 indican que el modelo  tiene 
poca capacidad de clasificación para este caso concreto. 
Una posible causa como ya se ha indicado es la reducida 
cantidad de fármacos activos para el target P04035. Otras 
causas podrían ser: 
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 Los “decoys” seleccionados son también fármacos por lo 
que su espectro químico-físico es cercano al de los 
fármacos activos, y para el modelo es posible que le 
sean más difíciles de separar sin errores. 

 Excesiva cantidad de “features” para llevar a cabo la 
clasificación, o combinación inadecuada de “features”.  

 
Valores AUC entre 0.5-0.6 nos indican que posiblemente 
muchos de los fármacos clasificados como activos, son 
falsos positivos, y que algunos fármacos clasificados como 
no activos frente al “target”, podrían ser falsos 
negativos. 

 
 
 

2.2.5 Test y evaluación de las herramientas con P17612. 
 
 

Se ejecuta el “SCRIPT 2” con los siguientes resultados: 
 
 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

 
 
 
Esta vez se genera una cantidad mayor de fármacos activos, 
43 frente a los 15 del caso anterior. 
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Ejecutamos el “SCRIPT 3”, análisis inicial de datos, se 
generan los histogramas y una proyección PCA del conjunto 
en bruto: 
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En este caso también se aprecian “outliers”, también se 
puede observar que la mayoría de los fármacos se agrupan en 
un gran clúster, esto puede ser que mejore la capacidad de 
clasificación del modelo. 

 
Procedemos a eliminar los “outliers”: 
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En la proyección PCA tras eliminar los “outliers”, podemos 
ver que se ha formado un clúster bastante uniforme, esto 
debería ayudar al modelo clasificdor. 
 
Ejecutamos el “SCRIPT 4” y buscamos los “decoys” para los 
fármacos activos: 
 
  

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

Se han generado un total de 2276 “decoys”, de los cuales 
seleccionamos 346 para la siguiente etapa con el objetivo 
de nivelar. 

 
Se ejecuta el “SCRIPT 5”: 
 
Los mejores resultados se obtienen con un kernel “rbf” o 
“poly, degree=3”, quizás algo mejor este último, los 
valores ROC de los tests están unifórmemente dirtribuidos 
entre 0.75-0.8, lo cual es un buen resultado, este modelo 
clasifica con una tasa de error aceptable.. 

 
En este caso P17612, los resultados son sustancialmente 
mejores al caso anterior. 

 
 



 

43   

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
La curva ROC y proyección PCA, del mejor de los tests 
realizados (0.83) son: 
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El modelo clasifica a 1632 fármacos como candidatos a ser 
activos frente al “target”. 

 
 
 
 
 
 
 
 
 
 

 
2.2.6 Coherencia de los resultados. 

 
En este caso, las mejoras introducidas tras analizar en 
detalle el caso anterior, muestran su utilidad, lo cual se 
observa en una mejora sustancial de los valores AUC ROC. 
Por tanto consideramos que el modelo clasificador es 
aceptable y soporta unas tasas de error tolerables, a 
diferencia del caso anterior. 
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En particular, se considera que en esta mejora son aspectos 
importantes: 

 Disponer de un mayor número de fármacos activos al 
respecto del caso anterior. 

 Los fármacos activos presentan un espectro de 
propiedades químico-físicas bastante bien agrupadas 
dentro de un clúster, no se observan en las 
proyecciones PCA bloques diferenciados. 

 Los “outliers” aparecen bien separados de este clúster 
principal, y no se observan agrupaciones entre ellos, 
por lo que su eliminación compacta aún más el cúster 
principal de fármaos activos restantes.  
 
 

3. Conclusiones. 
 
El “pipeline” resultante de este proyecto, se considera 
funcional, aunque se trata de una primera versión, y por 
tanto requiere de revisiones adicionales para evaluar más 
en detalle su capacidad, su alcance real y otros posibles 
errores conceptuales, así como una revisión más detallada 
del código para detectar y corregir errores de 
programación. 
 
Lecciones aprendidas (lessons learned): 
 
Destacaría la importancia de la preparación inicial, 
mediante amplia revisión bibliográfica previa del “the 
state of the art” del sujeto al que se quiere enfocar el 
proyecto. 
 
Potenciar en lo posible esta preparación inicial, permite 
aclarar y definir de forma más precisa los objetivos que se 
pretenden alcanzar y los recursos necesarios para ello, y 
permite si se da el caso un reenfoque del proyecto en una 
etapa temprana sin que esto afecte de forma significativa 
al avance del mismo. 
 
En mi caso particular, a causa de mis limitaciones de 
tiempo y falta de experiencia en programación de lenguajes 
avanzados como python, esta preparación inicial fue 
limitada y se enfocó sobretodo en las herramientas a 
utilizar en el proyecto (programación y comprensión de las 
herramientas de “machine learning”), lo cual generó la 
necesidad de realizar un reenfoque completo de los 
objetivos iniciales del proyecto (eran excesivamente 
complejos), gracias a las indicaciones realizadas  por el 
tutor en una fase temprana. 
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Un mayor conocimiento del “state of the art”, permite 
también una valoración más objetiva del valor de los 
resultados y alcance obtenidos por la herramienta. 
 
Otra importante lección, tal como he comentado, es la 
necesidad, en mi caso, de dominio de las herramientas que 
se emplearán, ya que de lo contratio, se requiere de un 
proceso de “learning by doing” lo cual implica un gran 
consumo de tiempo, que ha sido en mi caso mi claro “cuello 
de botella”. Si las limitaciones de tiempo son menores, 
este aspecto no lo considero tan significativo. 
 
Consecución de los objetivos: 
 
Los objetivos planteados en el proyecto son: 
 

 Desarrollar una herramienta que permita detectar 
candidatos a fármacos activos dentro de la base de 
datos Drugbank, susceptibles de presentar actividad 
biológica respecto a un “target” determinado. 

 
El objetivo se ha conseguido, ya que la herramienta 
realiza la función designada. Se ha desarrollado una 
matriz de interacciones y mediante “machine learning” 
se conseguide hacer un “screening” de búsqueda de 
fármacos alternativos en la base de datos Drugbank, 
dado un “target” determinado.  
 
Como se ha comentado antes los objetivos iniciales del 
proyecto se ajustaron a los actuales para poder 
ajustarme al plazo de entrega y recursos disponibles. 
Los objetivos iniciales incluían combinar diversas 
bases de datos e incluir información bioquímica 
(dominios proteicos) en los parámetros de búsqueda 
vinculados a la proteína “target”.  

 
 

 Testear la herramienta con targets específicos, en 
concreto, HMG-CoA reductasa (Uniprot: P04035)y KAPCA 
(Uniptrot: P17612).  

 
 

El objetivo también se ha conseguido, se han testeado 
ambos “targets”. En uno P04035 los resultados han sido  
regulares, ya que la herramienta tiene dificultades 
para conseguir separar a los fármacos activos de los 
“decoys” en la fase de entrenamiento, y en el otro 
“target”, los resultados han sido bastante mejores y 
considero se ha conseguido llevar a cabo una búsqueda 
y clasificación mucho más eficiente. 
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Seguimiento de planificación y metodología: 
 
Se ha conseguido seguir la planificación sin retrasos hasta 
el hito de construcción de una matriz de interacciones, a 
partir de este hito se han producido retrasos a causa de la 
reconfiguración de los objetivos principales del proyecto, 
y de dificultades vinculadas a la programación, a pesar de 
ello los retrasos en los hitos finales no han sido 
significativos, y se ha conseguido cumplimentar las metas 
específicas de los dos objetivos planteados. 
 
Al respecto de la metodología, tal como he comentado, 
hubiese sido necesaria una preparación preliminar mayor, 
por lo que fue necesario reajustar en parte los objetivos 
del proyecto, reduciendo la complejidad del mismo para 
poderlo adecuar a los requerimientos de tiempo y recursos 
disponibles por mi parte. 
 
Líneas de trabajo futuras: 
 
Se consideran varias posibles mejoras: 
 

 Ampliar la matriz de interacciones con  la información 
de otras bases de datos además de Drugbank, por 
ejemplo, ZINC, PubChem, que son bases de datos de 
moléculas más generalistas que incluyen una cantidad 
significativamente mayor de registros y un espectro 
químico físico no tan centrado en los fármacos como lo 
es Drugbank. Ampliar los registros de interacciones 
molécula-proteína utilizando la información de otras 
bases de datos de interacciones, por ejemplo Matador. 

 Añadir al “script” de análisis manual (“SCRIPT 3”) la 
posibilidad de clusterizar en diferentes grupos los 
fármacos que interaccionan con un “target” 
determinado, en el caso de que en la etapa de análisis 
inicial de datos se detecte que estos fármacos se 
agrupan en espectros químico-físicos con diferencias 
marcadas. Si se diese este caso, podría ser 
interesante analizar cada uno de estos clústers por 
separado aplicando en resto del “pipeline” a cada uno 
de ellos.  

 Mejorar la herramienta de selección de “features” que 
evalúa el modelo clasificador, de forma que sea más 
sencillo seleccionar y eliminar columnas, e incluso 
añadir columnas de “features” no tenidas en cuenta, 
existentes en una base de datos pero no en otra.  

 Dotar al pipeline de herramientas automáticas de 
cálculo teórico de parámetros químico-físicos , para 
poder rellenar valores “NaN”, e incluso para poder 
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añadir nuevas columnas de “features” a la matriz de 
interacciones. 

 Actualmente la herramienta solamente hace un 
“screening” de clasificación en una matriz de 
interacciones generada a partir de Drugbank, si se 
quieren clasificar otras moléculas o grupos de 
moléculas, es necesario que estas se carguen en un 
archivo .csv aparte, y  que estas tengan el mismo 
número, orden  e igual tipo de features, que tiene la 
matriz de interacciones. Otra mejora derivada de los 
dos puntos anteriores, sería dotar a la herramienta de 
una mayor capacidad y facilidad para cargar archivos 
de otras moléculas. 

 Mejorar y potenciar el análisis estadístico del 
“SCRIPT 5” PARTE 1 de generación y selección del 
“training dataset”. 

 Finalmente otra mejora, sería montar la herramienta en 
un servidor y generar una aplicación web que permita 
ejecutar el pipeline a través de internet sin 
necesidad de cargar el programa en nuestro ordenador.  

 
 

 

4. Glosario 
 

 CPI: Compound Protein Interaction. 
 LBVS: Ligand Based Virtual Screaning. 
 SBVS Structure-Based Virtual Screaning. 
 CGBS Chemical Genomical-Based Screaning. 
 ROC: Receiver Operating Characteristic. 
 AUC: Area Under the Curve. 
 PSA: Polar Surface Area. 
 PCA: Principal Component Analysis. 
 MACCS: Molecular Access System.  
 Mw:  Molecular Weight. 
 RBC: Rotatable Bound Count. 
 HBD: Hydrogen Bond Donor. 
 HBA: Hydrogen Bond Acceptor. 
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6. Anexos 
 
Anexo I. 
 
Consultar los archivos “html” adjuntos siguientes: 
 

 SCRIPT1_generacion_matriz_interacciones.html 
 
Anexo II. 
 
Consultar los archivos “html” adjuntos siguientes: 
 

 SCRIPT2_busqueda_farmacos_proteina_P04035.html 
 SCRIPT2_busqueda_farmacos_proteina_P17612.html 

 
Anexo III. 
 
Consultar los archivos “html” adjuntos siguientes: 
 

 SCRIPT3_analisis_cualitativo_P04035.html 
 SCRIPT3_analisis_cualitativo_P17612.html 

 
Anexo IV. 
 
Consultar los archivos “html” adjuntos siguientes: 
 

 SCRIPT4_generador_decoys_P04035.html 
 SCRIPT4_generador_decoys_P17612.html 

 
Anexo V. 
 
Consultar los archivos “html” adjuntos siguientes: 
 

 SCRIPT5_trainingdataset_clasificacion_P04035.html 
 SCRIPT5_trainingdataset_clasificacion_P17612.html 

 
 
 
 
 
 
 
 
 
 
 
 
 



 

52   

Anexo VI. 
 
Diagrama de Gantt planificación proyecto. 
 
 
 
 
 
 
 
 
 


