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Resumen del Trabajo (maximo 250 palabras): Con la finalidad, contexto de
aplicacion, metodologia, resultados i conclusiones del trabajo.

Las enfermedades mentales son uno de los grandes problemas de salud a nivel
mundial. Segun la OMS, aproximadamente 450 millones de personas en el mundo
sufren algun trastorno mental o de conducta [1]. Aunque cada vez se conoce mas sobre
este tipo de enfermedades y su origen, aun queda mucho por descubrir sobre ellas.
Mediante este trabajo se busca realizar una descripcion de la situacién actual de la
salud mental de los trabajadores tecnolégicos de diferentes paises, con objetivo de
descubrir la prevalencia de enfermedades mentales y los principales indicadores de
salud mental en este grupo de trabajadores.

Abstract (in English, 250 words or less):

Mental illness is one of the world's major health problems. According to WHO,
approximately 450 million people worldwide suffer from some form of mental or
behavioural disorder [1]. Although more and more is known about these types of
diseases and their origins, much remains to be discovered about them. This work seeks
to make a description of the current mental health situation of tech workers in different




countries, with the main objective of discovering the prevalence of mental illnesses and
the main mental health indicators in this group of workers.
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1.Introduccioén

1.1. Contexto y justificacion del Trabajo

Las enfermedades mentales son un problema grave tanto para la sociedad como para
los sistemas sanitarios, ya que son enfermedades complejas para las cuales, a dia de hoy,
Nno se conoce a ciencia cierta su origen [2]. El desconocimiento existente sobre estas
enfermedades provoca una imprecision considerable en los tratamientos aplicados, lo cual
deriva en un gasto enorme para los sistemas sanitarios. Segun un informe de la Unidn
Europea sobre la salud mental en el trabajo [3], solo en Espafia el costo directo de los
trastornos mentales oscil6 entre 150 y 372 millones de euros en 2010. Segun este mismo
informe, el nimero de dias de baja por enfermedad mental este mismo afio ascendieron a
2,78 millones en 2010, lo que supuso un coste de 170,96 millones de euros. Ademas, de las
17970 muertes registradas en 2010 relacionadas con la salud mental, 312 se las atribuye a
las condiciones laborales. Esto ultimo hace pensar que la situacién laboral de las personas
tiene una relacion directa con su salud mental.

El resultado que se pretende obtener con la realizacién de este trabajo es conocer la
situacion actual de los trabajadores tecnoldgicos con respecto a la salud mental y poder
detectar, entre los datos proporcionados sobre la situacion y entorno laboral de las personas
encuestadas, los aspectos que mas influyen en su salud mental. Finalmente, se pretende
visualizar los resultados obtenidos para que el usuario pueda extraer conocimiento sobre los
datos de una forma sencilla e intuitiva.

1.2. Objetivos del Trabajo

El principal objetivo del trabajo es demostrar que existen ciertos factores en la vida
personal y laboral de las personas que trabajan en centros tecnoldgicos que influyen en su
salud mental. Concretamente, mediante la realizacion de este trabajo, se busca:

e Describir los datos de tal forma que se pueda conocer mas sobre la prevalencia de
enfermedades mentales en trabajadores tecnoldgicos

¢ Identificar los factores que mas influyen en la salud mental de este tipo de trabajadores

e Visualizar los resultados obtenidos para poder comprenderlos de forma rapida, facil e
intuitiva

1.2.1. Hipétesis (u objetivo principal)

La hipotesis principal de este trabajo es probar si existen ciertos aspectos de la vida
personal y laboral de los trabajadores tecnologicos que influyen en la salud mental de los
mismos.



1.2.2. Objetivos parciales (o preguntas de investigacion)

Las preguntas de investigacion que a las que se pretende dar respuesta mediante
este trabajo son las siguientes:

e (Cual es la prevalencia de enfermedades mentales entre trabajadores tecnolégicos?
¢, Cudles son las mas comunes?

e (Existen aspectos en la vida de las personas que trabajan en entornos tecnolégicos
gue tienen una influencia significativa en la salud mental de estas personas?

e En caso de que si, ¢cuales son estos aspectos y qué nivel de influencia tienen?
1.3. Enfoque y método seguido

Segun Oates [4] existen seis estrategias distintas para responder a preguntas de
investigacion. En este caso, debido a la naturaleza del proyecto, la estrategia mas adecuada
a seguir es la estrategia experimental. Esta estrategia consiste principalmente en encontrar
relaciones de tipo causa-efecto entre los datos, es decir, relacionar factores con
consecuencias en base a los datos que se disponen.

Para llevar a cabo este trabajo de investigacion, se va a emplear un conjunto de datos
publico formado por respuestas de trabajadores tecnologicos a un cuestionario sobre salud
mental. Estos datos, en su mayoria, al ser respuestas a un cuestionario son datos cualitativos.
El analisis de datos se realizara en el lenguaje programacién Python [5]. En particular, se van
a utilizar las librerias Pandas [6], para la manipulacion de los datos, Scikit Learn [7], para
llevar a cabo los algoritmos de aprendizaje automatico y por altimo Matplotlib [8] para la
visualizacion de los datos.

Finalmente, en cuanto a la metodologia de trabajo, como se ha comentado
anteriormente, se va a emplear un conjunto de datos publico que recoge aproximadamente
1400 respuestas a un cuestionario realizado en 2016 [9] sobre salud mental a trabajadores
tecnolégicos. Las preguntas del cuestionario se detallan en el Anexo I.

1.4. Planificacion del Trabajo

Para poder dar respuesta a las preguntas de investigacion planteadas anteriormente,
se va a llevar a cabo un flujo de trabajo clasico de andlisis de datos [10]:



1. Definicion de la tarea del proyecto de data mining

En esta primera fase se van a concretar cuales son los objetivos que se pretenden
alcanzar con el proyecto de mineria de datos.

2. Seleccion de los datos

En un proyecto de mineria de datos, una vez definidos los objetivos concretos a
alcanzar, se seleccionan los datos a utilizar. En esta fase se seleccionaran de todos los datos
de los que se parte, aquellos que se consideran relevantes para el objetivo del trabajo.

3. Preparacion de los datos

En esta fase se van a corregir y transformar los datos con la finalidad de aumentar la
calidad de los mismos y, por lo tanto, de los resultados obtenidos.

4. Construccion del modelo

Una vez que los datos se encuentren preparados, se comenzard un proceso de
basqueda del modelo que se va a emplear. En esta fase, se exploraran diferentes
metodologias y se probaran con los datos para su posterior evaluacién y seleccién del modelo
gue mejor se adapte a los datos.

5. Evaluacion e interpretacion del resultado

Una vez construido el modelo en cuestién, se procedera a evaluar los resultados
obtenidos en los mismos. La evaluacion del modelo se realizard empleando un conjunto de
datos distinto al utilizado para construirlo (i.e. conjunto de prueba).

6. Analisis visual

Finalmente, se pretende realizar un andlisis visual los resultados que tal forma que se
facilite la compresion de los datos y de los resultados del modelo creado. También se
pretendera analizar la prevalencia de enfermedades mentales mediante visualizaciones de
los datos.

La metodologia de desarrollo que se va a emplear para llevar a cabo este proyecto es
la metodologia agil CRISP-DM (Cross Industry Standard Process for Data Mining). Esta
metodologia consiste principalmente en seguir las fases explicadas anteriormente, pero
plantear algunas de ellas de manera bidireccional, permitiendo en algunos puntos del
proyecto revisar total o parcialmente las fases realizadas anteriormente con el objetivo de
perfeccionarlas y, de esta manera, mejorar los resultados [11].
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Figura 1. Esquema del Modelo CRISP-DM. Adaptacion de [12].

La planificacion de este TFM se ha disefiado entorno a los cinco entregables de la
asignatura. A continuacion, se muestra el diagrama de GANT de este TFM:
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Figura 2. Diagrama de Gantt del TFM

A continuacién de proporciona el link al diagrama de GANTT de mayor calidad: diagrama de GANTT.

12


https://docs.google.com/spreadsheets/d/1NWx08BjaUX_W1USjwQe3JZbNtN2GPPrfowjARovRUqM/edit?usp=sharing

Los hitos de este TFM, por lo tanto, seran los entregables de la propia asignatura:

Tabla 1. Hitos del TFM

. Fecha de
Entregable Titulo

entrega

1 Definicion y planificacién del TFM 03/03

Estado del Arte o andlisis del mercado del
2 24/03
proyecto

3 Disefio e implementacién del trabajo 19/05

4 Redaccion de la memoria 09/06

5 Presentacion y defensa del proyecto 16/06

1.5. Breve sumario de productos obtenidos

Mediante este trabajo ha realizado una descripcién de la situacion actual de la salud
mental de los trabajadores tecnoldgicos de diferentes paises, y se ha creado un sistema de
clasificacién que permite conocer los principales indicadores de salud mental en este grupo
de trabajadores.

1.6. Breve descripcion de los otros capitulos de la memoria
La memoria esta dividida en los siguientes capitulos:

e Capitulo 2. Estado del arte
En este capitulo se exponen los aspectos mas importantes con respecto al estado del
arte de la ciencia de datos en la salud mental. En primer lugar, se hace una introduccion a la
salud mental. A continuacion, se explican los avances mas destacables que se han llevado a
cabo en los ultimos afos en el campo de la ciencia de datos con respecto a la salud mental.
Para finalizar, se destacan algunos estudios de identificacion factores de riesgo y prediccion

de enfermedades mentales mediante cuestionarios.

e Capitulo 3. Disefio e implementacion del trabajo
En este apartado se exponen los materiales y métodos empleados para llevar a cabo
el estudio. A continuacion se explica el proceso seguido para la seleccion y la preparacion de

los datos para, finalmente, presentar la construccion del modelo y su evaluacion e
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interpretacion de los resultados. En este apartado se expone también el andlisis visual de la

prevalencia de enfermedades mentales como el analisis visual del propio modelo.

e Capitulo 4. Conclusiones
En este capitulo se hace un breve resumen de las contribuciones personales al
proyecto y se exponen las conclusiones obtenidas acerca del mismo. Ademas, se hace un
andlisis de las posibles lineas de trabajo futuras.

e Capitulo 5. Glosario
En el capitulo 5 se ofrece una definicién de los términos y acrénimos mas relevantes

utilizados dentro de la memoria.

e Capitulo 6. Bibliografia

En este apartado se muestra la bibliografia consultada para realizacion del trabajo.

e Capitulo 7. Anexos
En este capitulo se adjuntan los siguientes anexos:
o Anexo |. Encuesta OSMI 2016
o Anexo ll. Clasificacién CIE — 10 completa de enfermedades mentales

o Anexo lll. Diccionario de variables
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2.Estado del arte

2.1. Salud Mental
2.1.1. Introduccién

A pesar de no tener una definicion oficial, la Organizacion Mundial de la Salud (OMS)
define la salud mental como “un estado de bienestar en el cual el individuo es consciente de
sus propias capacidades, puede afrontar las tensiones normales de la vida, puede trabajar
de forma productiva y fructifera y es capaz de hacer una contribucion a su comunidad” [13].
El concepto de salud mental se emplea como parte de la definicion de salud propuesta por la
OMS: “La salud es un estado de completo bienestar fisico, mental y social, y no solamente la
ausencia de afecciones o enfermedades” [13].

La falta de salud mental, en sus multiples manifestaciones, es uno de los problemas
mas importantes en las sociedades desarrolladas. Segun la OMS, en Europa el 27% de la
poblacién adulta (18 — 65 afios) ha sufrido por lo menos una vez un trastorno mental en el
tltimo afio, constituyendo de esta manera, junto con los trastornos ligados al consumo de
sustancias, la principal causa de discapacidad del mundo [14]. La consecuencia mas
devastadora de las enfermedades mentales es el suicidio. Cada afio se calcula que se
suicidan mas de 800.000 personas en el mundo, siendo la segunda causa de muerte entre
los jovenes de 15 a 29 afios. Ademas, hay indicios de que por cada adulto que se suicida hay
20 que lo intentan [15].

A pesar de la enorme prevalencia que existe a nivel mundial, segun el Plan de accion
sobre salud mental 2013-2020 de la OMS, los sistemas de salud aun no dan una respuesta
adecuada a las personas con trastornos mentales. Se estima que en los paises de ingresos
bajos y medios, entre un 76% y un 85% de las personas con trastornos mentales graves no
reciben tratamiento; la cifra es alta también en los paises de ingresos elevados: entre un 35%
y un 50% [16]. Ademas, son enfermedades complejas para las cuales, a dia de hoy, no se
conoce a ciencia cierta su origen [17]. El desconocimiento existente sobre estas
enfermedades provoca una imprecisién considerable en los tratamientos aplicados, lo cual
deriva en un gasto enorme para los sistemas sanitarios. Segun un informe de la Union
Europea sobre la salud mental en el trabajo [18], solo en Espafia el costo directo de los
trastornos mentales oscilé entre 150 y 372 millones de euros en 2010. Segln este mismo
informe, el nimero de dias de baja por enfermedad mental este mismo afio en Espafia
ascendi6 a los 2,78 millones en 2010, lo que supuso un coste de 170,96 millones de euros.
Ademas, de las 17970 muertes registradas en 2010 relacionadas con la salud mental, 312 se
las atribuye a las condiciones laborales, lo cual hace pensar que la situacion laboral de las
personas tiene una relacion directa con la salud mental de las personas.
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2.1.2. Clasificacidn de las enfermedades mentales

Existen infinidad de clasificaciones diferentes para las enfermedades mentales.

Actualmente, las mas empleadas por los profesionales médicos son dos:

El capitulo V de la Clasificacion Internacional de las Enfermedades (CIE - 10) creada
por la OMS [19].

El Manual diagnoéstico y estadistico de los trastornos mentales (DSM - 5) producido
por la Asociacibn Americana de Psiquiatria (American Psychiatric Association, APA)
[20].

Debido a su internacionalidad, se explica a continuacion la clasificacion CIE - 10 de

las enfermedades mentales. En el Anexo Il se adjunta la clasificaciéon CIE — 10 completa de
las enfermedades mentales. Esta clasificacion, divide las enfermedades mentales en 11
grupos principales:

FO0-F09: Trastornos mentales organicos, incluidos los trastornos sintomaticos
F10-F19: Trastornos mentales y comportamiento debidos al consumo de psicotrépicos
F20-F29: Esquizofrenia, trastornos esquizotipicos y trastornos delirantes

F30-F39: Trastornos del humor (afectivos)

F40-F48: Trastornos neuroéticos, trastornos relacionados con el estrés y trastornos
somatomorfos

F50-F59: Sindromes del comportamiento asociados con alteraciones fisiol6gicas y
factores fisicos

F6-F69: Trastornos de la personalidad y del comportamiento en adultos

F70-F79: Retraso mental

F80-F89: Trastornos del desarrollo psicol6gico

F90-F98: Trastornos emacionales y del comportamiento que aparecen habitualmente
en la nifiez o en la adolescencia

F99-F99: Trastornos mentales sin especificar

A continuacién, se explican brevemente estos grupos de enfermedades mentales.

FO0-F09: Trastornos mentales organicos, incluidos los trastornos sintomaticos

Esta agrupacion comprende todas aquellas enfermedades mentales cuya etiologia es

demostrable mediante una enfermedad cerebral, una lesion cerebral o cualquier otro dafio
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gue cause una disfuncion cerebral. La demencia (FO0-F03) es un tipo de enfermedad mental
muy extendida que se incluye en este grupo y se caracteriza por ser una perturbaciéon de
multiples funciones de la corte superior del cerebro, incluyendo la memoria, pensamiento,
orientacion, comprension, célculo, capacidad de aprendizaje, lenguaje y juicio.

F10-F19: Trastornos mentales y comportamiento debidos al consumo de psicotrépicos

Las enfermedades mentales que se encuentran en este grupo son todas aquellas
enfermedades mentales que se atribuyen al uso de una o0 mas sustancias psicoactivas, las
cuales puede o no que hayan sido prescritas por un médico. Estas sustancias psicoactivas
pueden ser, por ejemplo, el alcohol, los opioides, los cannabinoides, sustancias hipnoticas e,
incluso, el tabaco.

F20-F29: Esquizofrenia, trastornos esquizotipicos y trastornos delirantes

Este grupo retne la esquizofrenia, como principal enfermedad mental del grupo, el
trastorno esquizotipico, los trastornos delirantes persistentes y un grupo mas grande de
trastornos psicéticos agudos y transitorios. Estas enfermedades se caracterizan
principalmente por provocar una distorsion en la percepcion, el pensamiento y las emociones.

F30-F39: Trastornos del humor (afectivos)

Las enfermedades de trastorno de humor son aquellas que, tal y como indica su
nombre, se caracterizan por un cambio de afecto o estado de &nimo a la depresién o a la
euforia (con o sin ansiedad asociada). Estos trastornos suelen ser recurrentes y el inicio de
estos suele estar provocado por situaciones estresantes. Un ejemplo de enfermedad
perteneciente a este grupo es el trastorno bipolar.

F40-F48: Trastornos neurdéticos, trastornos relacionados con el estrés y trastornos
somatomorfos

Las enfermedades incluidas en esta agrupacion son aquellas provocadas por una
situacion estresante para el paciente y que se manifiestan como una mezcla de sintomas,
generalmente como una coexistencia entre angustia y depresion. Un ejemplo de este tipo de
enfermedad es la agorafobia, es decir, el miedo obsesivo a los lugares abiertos o
descubiertos.
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F50-F59: Sindromes del comportamiento asociados con alteraciones fisiolégicas y
factores fisicos

Tal y como indica su nombre, esta agrupacion incluye todas aquellas enfermedades
mentales que estan relacionadas con alteraciones fisiolégicas y con factores fisicos, como,
por ejemplo, la anorexia o el insomnio.

F60-F69: Trastornos de la personalidad y del comportamiento en adultos

Este bloque de enfermedades incluye una variedad de enfermedades caracterizadas
por un trastorno en las condiciones y patrones de comportamiento de la persona, afectando
a la manera en la que tiene de relacionarse consigo mismo y con los demas. Estos patrones
tienden a ser estables y a abarcar mdultiples dominios de comportamiento y funcionamiento
psicolégico.

F70-F79: Retraso mental

Son enfermedades provocadas por un desarrollo detenido o incompleto de la mente y
se caracterizan principalmente por el deterioro de funciones basicas en la época de desarrollo
y que contribuyen al nivel global de la inteligencia, tales como las habilidades cognitivas, del
lenguaje, motoras y sociales.

F80-F89: Trastornos del desarrollo psicoldgico

Las enfermedades contenidas en esta agrupacion tienen en comun (i) la aparicién
durante la infancia o nifiez; (ii) el deterioro o retraso en el desarrollo de funciones que estan
relacionadas con la maduracion biologica del sistema nervioso central; y (i) siguen un curso
constante sin remisiones ni recaidas. En la mayoria de los casos, las funciones afectadas
incluyen el lenguaje, las habilidades visuoespaciales y la coordinacion motora.

F90-F98: Trastornos emocionales y del comportamiento que aparecen habitualmente
en la nifiez o en la adolescencia

Tal y como indica el nombre de la agrupacion, son enfermedades mentales
caracterizadas por la aparicién en la nifiez o la adolescencia y que se manifiestan como
trastornos en las emociones o en el comportamiento de la persona. Una de las enfermedades
mas comunes de este grupo es el trastorno de la actividad y de la atencion.

F99-F99: Trastornos mentales sin especificar

Es una categoria residual no recomendada, a la cual se recurre cuando no se puede
emplear ninguno de los cddigos anteriores (FOO-F98).

18



2.1.3. Salud mental y trabajadores tecnoldégicos

El trabajo juega un papel fundamental en la salud mental de las personas. Mientras
gue para algunas personas el trabajo es muy beneficioso para su salud mental, para otras es
el origen de muchos problemas fisicos y mentales. Segun la OMS, algunos de los riesgos
mas comunes para la salud mental en el entorno laboral son [21]:

e Politicas inadecuadas de seguridad y proteccion de la salud

e Practicas ineficientes de gestién y comunicacion

e Escaso poder de decision del trabajador o ausencia de control de su area de trabajo
e Bajo nivel de apoyo a los empleados

e Horarios de trabajo rigidos

e Falta de claridad en las areas u objetivos organizativos

e Trabajo no adecuado a las competencias de la persona

e Carga de trabajo elevada

e Acoso psicoldgico y la intimidacion en el trabajo (mobbing)

El Instituto Sindical de Trabajo, Ambiente y Salud (ISTAS) indica que “la salud laboral
se construye en un medio ambiente de trabajo adecuado, con condiciones de trabajo justas,
donde los trabajadores y trabajadoras puedan desarrollar una actividad con dignidad y donde
sea posible su participacién para la mejora de las condiciones de salud y seguridad” [22].

Una de las areas laborales que mas riesgo tiene es la industria tecnolégica. Por lo
general, los trabajadores pertenecientes a esta industria se ven sometidos a altos niveles de
presién para innovar y competir constantemente. Esta industria se caracteriza, no solo porque
los productos tecnoldgicos se encuentran en constante cambio, sino también porque las
herramientas con las que se trabaja evolucionan a una velocidad enorme. Un estudio que
realiz6 la Universidad de California en el 2015 [23] descubrié que el 49% de los
emprendedores de startups tecnoldgicas de Estados Unidos encuestados sufrian algun tipo
de enfermedad mental, donde la depresién constituia la enfermedad mas comun entre ellos
(concretamente, el 30%). Este porcentaje es altisimo teniendo en cuenta que tan solo el 7%
de las personas de Estados Unidos sufren depresion [24].

2.2. Ciencia de datos en salud mental
2.2.1. Introduccidon

En las dos ultimas décadas ha habido un aumento enorme en el uso de la analitica de
datos en multitud de disciplinas [25]. Uno de los campos en los que se ha comenzado a utilizar
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la mineria de datos en los Ultimos afios es la investigacion médica, principalmente en los
ambitos de la neurociencia y la biomedicina [26]. Recientemente, la psiquiatria ha comenzado
a utilizar estas técnicas con el objetivo de entender mejor la composicion genética de las
enfermedades mentales. Por ejemplo, en [27] presentan varios algoritmos de mineria de
datos para analizar la expresion genética de la enfermedad del Alzheimer. Otro tipo de datos
gue se estd empezando a utilizar para analizar las enfermedades mentales es el de las
iméagenes médicas. En [28], se centran en aplicar algoritmos sobre imagenes fMRI del cerebro
para identificar biomarcadores que permitan predecir la enfermedad de la esquizofrenia. Por
otro lado, IBM ha creado un sistema de prediccion de enfermedades mentales, el cual es
capaz de evaluar patrones de habla en grabaciones de personas hablando sobre si mismos
mediante técnicas de Procesamiento del Lenguaje Natural (PLN), alcanzando una precision
del 80% [29].

A pesar de haber obtenido en estos estudios resultados positivos, tanto los datos
genéticos como las imagenes médicas y las grabaciones de voz tienen una desventaja
importante: son datos que requieren un costo y un tiempo elevado para su recoleccion,
ademas de que el procesamiento de este tipo de datos es muy complejo [26].

También existen algunos productos comerciales que aplican la Inteligencia Artificial
(IA) a la salud mental. Un ejemplo de esto es el Alfred Health [30], un software que contiene
un sistema de soporte a la decisién basado en Deep Learning cuyo objetivo principal es
predecir la respuesta a tratamientos de enfermedades mentales para facilitar la toma de
decisiones a los médicos. Actualmente se encuentra en fase de desarrollo, donde se estan
centrando Unicamente en la respuesta a tratamientos para la depresion, pero su idea es
escalar Alfred Health a todas las enfermedades mentales para poder ampliar la utilidad
clinica. Otro ejemplo de caso de éxito es el de Quartet Health [31]; un sistema de IA capaz
de detectar problemas de salud mental en su fase temprana mediante la monitorizacion y
analisis de historias clinicas y patrones de comportamiento de los pacientes. También es
capaz de recomendar un seguimiento preventivo en casos en los que los pacientes hayan
recibido una mala noticia como, por ejemplo, un diagnéstico de una enfermedad fisica grave.

A continuacion, se presentan una seleccién de articulos cientificos enfocados en la
aplicacion de la mineria de datos a la salud mental. Concretamente, se hace un repaso de
estudios de mineria de datos actuales enfocados a la identificacién de factores de riesgo de
enfermedades mentales y a la prediccibn de salud mental mediante cuestionarios.
Finalmente, se presentan un articulo cientifico de mineria de datos en el cual se ha empleado
el conjunto de datos “OSMI Mental Health in Tech Survey 2016” como base del estudio.
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2.2.2. Modelos de identificacion de factores de riesgo y prediccién de enfermedades

mentales mediante cuestionarios

Existen diferentes estudios actuales que se centran en la identificacion de factores de
riesgo y prediccion de enfermedades mentales mediante el analisis de cuestionarios.

En [32] crearon dos modelos predictivos capaces de calcular el riesgo de padecer una
enfermedad mental. Los datos empleados para generar los modelos fueron respuestas a un
cuestionario de 30 pacientes diferentes. Este cuestionario estaba dividido en 4 secciones
principales: informacién demogréfica (12 preguntas), factores biol6gicos (4 preguntas),
factores psicolégicos (5 preguntas) y, finalmente, factores medioambientales (5 preguntas).
Para generar los modelos predictivos de enfermedad mental utilizaron, por un lado, el
clasificador de Naive Bayes y, por otro lado, un arbol de decision generado por el algoritmo
C4.5. Los modelos predictivos disefiados fueron formulados y simulados mediante el software
WEKA [33]. Se observd que el arbol de decision ofrecia una mayor precision que el
clasificador de Naive Bayes; el modelo creado con el arbol de decisién era capaz de predecir
el riesgo de salud mental con una precision del 83,3%, mientras que el clasificador de Naive
Bayes con una precision del 76,6%.

El autor del articulo [34] analiz6 los factores de riesgo de ideacién e intento de suicidio
entre la comunidad filipinoamericana (i.e. americanos de ascendencia filipina) mediante la
técnica de Random Forest. Los datos empleados procedian de un estudio epidemioldgico
sobre la comunidad filipinoamericana, titulado Filipino American Community Epidemiological
Study (FACES) [35], el cual contenia informacién sobre la salud, el consumo de alcohol, el
estado animico, los sintomas fisicos, el origen cultural e informacién sociodemogréfica de las
personas. Los resultados mostraron que los predictores mas importantes para la ideacion de
suicidio eran el padecer un trastorno depresivo, el sufrir un trastorno por abuso de sustancias
y los afios vividos en Estados Unidos. En cuanto a los factores mas relevantes para el intento
de suicidio se obtuvieron dos principales: el nimero de familiares y la existencia de conflictos
familiares.

En [36] crearon un modelo de clasificacion para enfermedades cronicas y demostrd la
aplicacion de este método utilizando como caso de uso la enfermedad de la depresién. Los
datos utilizados para la creacion del modelo fueron la encuesta “U.S. Behavioral Risk Factor
Surveillance System (BRFSS)”; una encuesta telefonica que se realiza cada afno en Estados
Unidos y que pretende recoger informacion sobre conductas y condiciones de salud de los
ciudadanos [37]. Construyeron varios modelos de clasificacién sobre estos datos, incluyendo
un Arbol de Decisién C4.5, un Random Forest, un modelo de Perceptron Multicapa, un
clasificador de tipo Adaboost y otro mediante el algoritmo de Support Vector Machines. De
estos modelos, se seleccion6 como modelo final el Arbol de Decisién debido a la facilidad de
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interpretacion que ofrece. Con este modelo se obtuvo una precision de clasificacion del 80%-
82% y un AUC (Area Under the Curve, es decir, el &rea bajo la curva ROC) del 0,70-0,72.
Este modelo seleccioné la variable “childhood experience living with mentally ill” (haber vivido
con enfermos mentales en la infancia) como la variable mas determinante a la hora de sufrir
una enfermedad mental. Con menor relevancia, en el arbol se incluian también las variables
“Limited Usual Activity” (actividad -fisica- habitual limitada) y “Childhood sexually touched”
(tocamientos sexuales en la infancia).

Por ultimo, en [38] se analiz6 el conjunto de datos “OSMI Mental Health in Tech Survey
2016” con el objetivo de identificar los principales factores predictivos que hacen que un
trabajador tecnoldgico recurra a los servicios sanitarios de salud mental en busca de
tratamiento. Para ello, se llevaron a cabo varios contrastes de hipotesis utilizando el test de
Chi-cuadrado y calculos de probabilidades mediante el calculo de Odds Ratio (OR) para cada
uno de los posibles predictores y los enfrentd contra el tratamiento aplicado. Las variables
predictoras que resultaron tener una asociacion significativa con el tratamiento aplicado se
seleccionaron para llevar a cabo un modelo de regresion de tipo probit. Los resultados de
este analisis mostraron que los predictores mas importantes son (i) tener familiares con
enfermedades mentales; (i) tener interferencia laboral; (iii) disponer de programas en la
empresa de cuidado de la salud mental; (iv) tener consecuencias negativas en el trabajo por
tener una enfermedad mental y (v) la edad avanzada. El modelo generado obtuvo como indice
AUC de 0,9.

A continuacion, se muestra una tabla de resumen de los estudios analizados.

Tabla 2. Comparacién de los estudios analizados

Autor(es) Afo de publicacién Método Resultado obtenido
Arbol de Decisién C4.5:
Arbol de Decisién C4.5
Idowu et al. 2018 i y 83,3%
Naive Bayes Naive Bayes: 76,6%
Kuroki, Y. 2015 Random Forest No indicado
Precision clasificacion del
Sunmoo YOON " L
ot al 2014 Arbol de Decision 80%-82% y AUC del 0,70-
' 0,72
Modelo probit
Patel, P. 2018 (Regresién Logistica) AUC de 0,9
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3.Disefo e implementacion del trabajo

3.1. Materiales y métodos

En este apartado se va a describir, en primer lugar, el conjunto de datos que se va a
emplear como punto de partida del estudio. A continuacion, se describen las herramientas
gue se van a emplear para llevar a cabo dicho estudio: lenguaje de programacion, librerias y
softwares.

3.1.1. Conjunto de datos

Para llevar a cabo este estudio, se va a utilizar un conjunto de datos publico formado
por respuestas de trabajadores tecnol6gicos a un cuestionario sobre salud mental.
Concretamente, es un cuestionario que lleva a cabo anualmente la organizacién sin &nimo
de lucro OSMI (Open Sourcing Mental liness) [39] con el objetivo de facilitar datos acerca de
este tema para analizar la salud mental dentro de lugares de trabajo tecnoldgicos y la
prevalencia de trastornos de salud mental dentro de la industria tecnoldgica. Estos datos se
encuentran disponibles en Kaggle [40] y los andlisis de datos llevados a cabo mediante esta
plataforma los emplea esta organizacion para concienciar a la poblacién sobre esta
problematica y mejorar las condiciones de los trabajadores tecnoldgicos con trastornos
mentales [9]. En concreto, los datos del cuestionario con el que se va a trabajar corresponden
al cuestionario llevado a cabo en el afio 2016. En el Anexo | se adjunta dicho cuestionario.

Este conjunto de datos esta formado por 63 variables, donde cada una de ellas se
refiere a una de las preguntas del cuestionario, y 1433 observaciones, es decir, trabajadores
del @mbito tecnoldgico que han respondido a estas preguntas.

3.1.2. Lenguaje de programacion, librerias y softwares

Para llevar a cabo este estudio, se va a utilizar el lenguaje de programaciéon Python
[5], concretamente la versién 3.7.2. El motivo por el que se ha elegido este lenguaje de
programacion es porque actualmente Python es uno de los lenguajes mas empleados en el
mundo del andlisis de datos [41]. Los principales motivos por los que la comunidad cientifica
esta eligiendo este lenguaje para llevar a cabo proyectos de analisis de datos son [41]:
e Esunlenguaje facil y rapido de aprender y entender

e Es unlenguaje de programacion escalable
e Ofrece multitud de librerias enfocadas al analisis de datos

e Dispone de una variedad de opciones para la visualizacién de datos
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En cuanto a las librerias empleadas, a continuacion, se presenta una tabla con el
nombre de la libreria, la version utilizada y en qué punto del estudio se emplea.

Tabla 3 . Librerias empleadas, version y motivo

Libreria Versién Utilidad
Pandas 0.24.2 Manipulacién de datos
Scikit Learn 0.20.3 Aprendizaje automéatico
Matplotlib 3.0.3 Visualizacién de gréficas

Visualizacion de arboles de

Pydotplus 2.0.2
yaow decision

El desarrollo del cédigo se ha realizado en Jupyter Notebook [42]. Jupyter es un
entorno de trabajo interactivo que permite crear cédigo de manera dinamica... Las principales
caracteristicas de Juypter son las siguientes [43]:

e Posee una avanzada interfaz web que permite combinar cédigo fuente, textos,

férmulas, figuras y multimedia en un Unico documento.

e Aungue el lenguaje de programacion fundamental en Jupyter Notebook es Python,
esta aplicacién también es compatible con mas de 40 lenguajes.

e Los documentos realizados en Jupyter Notebook se pueden exportar a diferentes
formatos estaticos como, por ejemplo, HTML.

e Permite el acceso desde cualquier lugar sin necesidad de instalacion de otros

servicios, ya que funciona como cliente servidor.

3.1.3. Modelo de mineria de datos

3.1.3.1. Introduccion

En el ambito del aprendizaje automatico existen principalmente dos tipos de
algoritmos: los algoritmos de aprendizaje supervisado y los algoritmos de aprendizaje no
supervisado. Por un lado, el aprendizaje supervisado se emplea cuando los datos de los que
se parte estan formados por variables de entrada (x) y una variable de salida o resultado (Y).
Cuando se tiene este tipo de variable en los datos, normalmente se dice que los datos se
encuentran etiquetados. Este tipo de algoritmo se utiliza con el objetivo de crear una funcién
gue indique la relacion entre la variable de salida y las diferentes variables de entrada [44].
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Es por esto, que en estadistica a las variables de entrada se les suele denominar variables
independientes y a la variable de salida, la variable dependiente.

Dependiendo de la tipologia de la variable de salida, los problemas de aprendizaje
supervisado se pueden dividir a su vez en dos tipos: problemas de clasificacién -cuando la
variable de salida es una categoria- y de regresion -cuando la variable de salida de tipo
numeérico-.

Por otro lado, el aprendizaje no supervisado se da cuando Unicamente se dispone de
variables de entrada (x) en el conjunto de datos y no variables de salida. Es decir, los datos
no se encuentran etiquetados. El objetivo principal de los algoritmos de aprendizaje no
supervisado es modelar la distribucién de los datos, por lo que tiene un caracter exploratorio.
Los problemas de aprendizaje no supervisado se pueden dividir en grupos: problemas de
clustering -permite descubrir agrupaciones de registros entre los datos- y de asociacién -
cuando el objetivo es identificar reglas que describen los datos- [45].

Aprendizaje
supervisado

Cla5|f|caC|on

Aprendizaje
automatico

Clustering
Aprendizaje no
supervisado

Asouamon

Figura 3. Tipos de aprendizaje automatico
3.1.3.2. Aprendizaje supervisado: problemas de clasificacion

Dada la naturaleza de los datos de partida y el objetivo del estudio, el método de
aprendizaje automatico mas conveniente es el de tipo supervisado, ya que disponemos en el
conjunto de datos la variable que queremos predecir: si el trabajador ha sido diagnosticado
de alguna enfermedad mental por un profesional. Concretamente, se trata de un problema de
clasificacién binaria, ya que la variable respuesta puede tomar unicamente los valores “Yes”
y “No”.

Existen multitud de métodos de clasificaciébn en el aprendizaje supervisado. A
continuacion, se proporciona una breve introduccion a algunos de los algoritmos de
clasificacion mas comunes [44], [46], [47].
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Regresién logistica

Tal y como se ha explicado anteriormente, la regresion se emplea para tareas de
aprendizaje supervisado cuando la variable dependiente es de tipo numeérico. Existen
diferentes tipos de regresion. Uno de los criterios de clasificacion de los algoritmos de
regresion es segun el tipo de funcion f(X) generada mediante el algoritmo; regresion lineal, si
la funcién f(X) es lineal y regresion no lineal, si la f(X) es no lineal. La regresion logistica es el
equivalente de la regresion lineal para problemas de clasificacion. La idea detras de la
regresion logistica es la de encontrar la relacion entre las variables de entrada y la
probabilidad de pertenecer a una clase. Mediante este algoritmo, se pretende encontrar la
funcién logistica que modela la probabilidad de que una observacion pertenezca a una clase
o0 a la otra.

Figura 4 . Representacién gréafica de la regresién logistica [48]

Naive Bayes

El algoritmo de Naive Bayes se basa en el teorema de Bayes asumiendo la
independencia entre las variables predictoras y que la contribucion de las variables
predictoras es igual. El teorema de Bayes proporciona una manera de calcular la probabilidad
posterior P(c|x) teniendo en cuenta P(c), P(x) y P(x|c). El teorema de Bayes se puede resumir
pendiente la siguiente férmula:

P(x|c)P(c)

P(clx) = P()
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donde:
e P(c|x): probabilidad posterior de una clase (c) dado una variable (x). Esto es lo que se

busca calcular.
e P(x|c): probabilidad posterior de la variable predictora dada la clase.
e P(c): probabilidad previa de la clase.

e P(x): probabilidad previa de la variable predictora.

Aunque el algoritmo de clasificacion de Naive Bayes se basa en este teorema, el

algoritmo de clasificacién es mucho méas complejo.

K vecinos mas cercanos

Este algoritmo separa los elementos del conjunto de datos en grupos segun la
distancia que los separa y clasifica cada dato nuevo en el grupo que le corresponde segun
tenga k vecinos mas cerca de un grupo o de otro. Es un algoritmo no paramétrico y de
aprendizaje vago (i.e. el uso de los datos de entrenamiento se pospone hasta el momento en
el que se hace la consulta, no tiene tiempo de entrenamiento pero requiere mas tiempo en la
prediccion), y se puede emplear también en tareas que requieran técnicas de regresion.

New example
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Figura 5. Representacién del algoritmo K vecinos mas cercanos [49]

Arbol de decision

El algoritmo de arbol de decisiéon construye modelos de clasificacion o regresion en
forma de arbol. El algoritmo descompone el conjunto de datos en subconjuntos mas pequefios
en base a ciertas caracteristicas creando una estructura de decision en base a las variables
mas relevantes para la clasificacion de resultados. Una de sus mayores ventajas de este
algoritmo es la interpretabilidad.
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Existe también un algoritmo denominado bosques aleatorios (Random Forest, en
inglés) que selecciona de manera aleatoria una cantidad de variables con las cuales se
construyen arboles de decision individuales y los fusiona para obtener una prediccion mas
precisa y estable.

Magquinas de vectores de soporte (Support Vector Machine)

Es un algoritmo de aprendizaje supervisado que se utiliza tanto en problemas de
regresion como de clasificacién. Se basa en el concepto de planos de decision (hiperplanos)
gue separan los objetos pertenecientes a diferentes clases.

X
* % 4
* *:k * ge oo
i 4 ,/,I / .. .... °
/' . .
Clasjs 1 CIasTs 2

Figura 6. Representacién del algoritmo Support Vector Machine [50]

3.1.3.3. Modelo seleccionado

Tras analizar los algoritmos mas comunes de aprendizaje supervisado para la
clasificacién, se ha seleccionado el arbol de decisiobn como modelo para llevar a cabo este
estudio. Los motivos principales por los que se ha elegido este algoritmo son los siguientes
[51]:

¢ Ofrece una alta interpretabilidad y los resultados son faciles de entender, lo cual es
muy interesante en este caso porque un posible usuario final de esta herramienta
puede ser una persona con un perfil no técnico (e.g. psicélogos, salud publica,
recursos humanos, etc.).

e Es muy robusto frente a los valores atipicos u outliers, en inglés.

¢ No requiere un preprocesado exhaustivo de los datos.

e El coste de prediccion de los datos sigue una funcién logaritmica con respecto al
namero de variables necesarias para entrenar el modelo, lo cual va a proporcionar un

coste de prediccion menor que otros modelos.
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Existen diferentes métodos de construccion de arboles de decision, siendo los mas
comunes ID3, C4.5, CART (Classification And Regression Trees), CHAID (Chi Square
Automatic Interaction Detector) y LMDT (Linear Machine Decision Tree) [52]. De estos
algoritmos se ha seleccionado CART para llevar a cabo el estudio principalmente por los
siguientes dos motivos:

e CART puede utilizar las mismas variables en diferentes partes del arbol, lo cual
permite revelar interdependencias complejas entre las variables. Esto es muy
interesante en este caso ya que las variables del conjunto de datos de partida, al
recoger datos personales y laborales de una misma persona, pueden estar muy
relacionadas entre si [53].

e CART no requiere una seleccioén previa de variables, sino que identifica las variables
mas significativas del conjunto de datos por si mismo y descarta las que lo son menos
[54].

Como se ha comentado anteriormente, una de las principales ventajas del modelo de
arbol de decision es su facil entendimiento y su interpretabilidad, ya que permite mostrar el
modelo en forma de arbol de tal forma que se puede facilmente extraer conocimiento de él.
Este tipo de diagramas tienen una estructura de arbol similar a un diagrama de flujo donde
cada uno de sus nodos representa una variable y cada rama una regla de decisidén sobre esa
variable. Estos nodos, siguiendo estas reglas de decision dividen los datos en diferentes
subconjuntos [55]. En la representacion del arbol de decisién de la libreria que se va a
emplear, cada uno de los nodos muestra la siguiente informacion:

e Criterio (i.e. variable y valor de la variable) por el cual se esta dividiendo el conjunto

de datos en dos.

¢ Gini: indice de Gini. Mide el grado de “pureza” del nodo con respecto a las clases, es
decir, la proporcion de datos de cada clase que se encuentra en el conjunto de datos
del nodo. Cuanto mayor es el indice de Gini menor es la pureza del nodo. La
intensidad de los colores de los nodos se determina siguiendo el valor de indice de
Gini; cuando mas intenso es el color, menor es el indice de Gini y, por lo tanto, mayor
es la pureza del nodo. Por el contrario, a menor intensidad del color del nodo, mayor
es el indice de Giniy menor es su pureza.

e Samples: niumero de observaciones que se encuentran en el nodo.

e Value: probabilidades de cada categoria. Es decir, del nimero de observaciones (i.e.
samples) que se encuentran en el nodo, cuantas pertenecen a cada una de las

categorias.
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e Class: muestra la predicciéon que el nodo va a realizar en ese punto. La clase se puede
obtener del listado de valores (i.e. Value); el valor de la clase que mas se da entre las
observaciones de ese nodo se elige como clase del nodo. Los nodos se colorean con

un color u otro segun este criterio.

A pesar de las ventajas de este modelo, existen también ciertas desventajas
asociadas a este tipo de modelo. La principal desventaja que presenta es la facilidad que
tiene de realizar un sobreajuste de los datos (overfitting, en inglés). Mediante este término se
hace referencia a la incapacidad de un modelo de aprendizaje automatico de generalizar
correctamente. Un algoritmo de aprendizaje automatico debe ser capaz de predecir
resultados de un conjunto de datos no vistos anteriormente. Sin embargo, cuando un modelo
se sobreentrena, el algoritmo se ajusta perfectamente a las caracteristicas de los datos de
entrenamiento, pero es incapaz de predecir correctamente un conjunto de datos no visto
previamente.

Existen principalmente dos técnicas para evitar el sobreajuste de los datos en los
arboles de decision [56]. En primer lugar, la denominada técnica de pre-pruning consiste en
parar el crecimiento del arbol antes de que haya crecido completamente. Por otro lado, la
técnica de post-pruning permite al arbol que crezca en su totalidad sin ninguna restriccién de
tamafo para, una vez completado, podarlo [57]. La poda consiste en reducir el tamafio del
arbol de decision mediante la eliminacion de hojas que proporcionan poca capacidad de
clasificar instancias [58].

Aunque la libreria que se va a emplear para la generacién de los arboles de decisién
no permite aplicar estas técnicas como tal, se puede evitar el sobreajuste de los datos
modificando el nimero minimo de muestras requeridas para que un nodo sea un nodo final y
la profundidad maxima del arbol [51]. De hecho, en la propia documentacion de los arboles
de decision (DecisionTreeClassifier) de la libreria se ofrecen una serie de consejos para evitar
gue esto ocurra. Los principales consejos que se ofrecen son [51]:

1. Tener una proporcidon correcta entre las observaciones y el nimero de variables, ya

gue este tipo de algoritmo tiende a sobreajustar los datos si dispone de pocas
muestras en un espacio de dimensionalidad elevada.

2. Limitar la profundidad del arbol (parametro max_depth), lo cual para el crecimiento del
arbol en el punto especificado evitando que el sobreajuste del modelo. Se recomienda
comenzar limitando la profundidad del arbol a 3 y aumentarla para ver como se
comporta el arbol.

3. Usar los pardmetros de la funcion del modelo que indican el nUmero minimo de

muestras para dividir un nodo interno del arbol (pardmetro min_samples_split) y el del
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namero minimo de muestras requeridas para que un nodo sea un nodo final o también
conocido como nodo hoja (parametro min_samples_leaf). El efecto generalmente que
causa en el arbol el aumento de estos dos pardmetros es que puede aumentar el
indice de Gini en cada nodo (i.e. disminuir su pureza) ya que tiene que considerar mas
muestras en cada uno de los nodos. Pero al tener que considerar mas muestras es
capaz de generalizar mejor. Normalmente en modelos de clasificacién se suelen
obtener buenos resultados estipulando el parametro min_samples_leaf a 1 aunque se

recomienda comenzar con min_samples_leaf igual a 5.

Ademas, tal y como se explica en la documentacion de esta funcion [51], los datos
gue se empleen para crear el modelo deben cumplir dos condiciones:
1. No deben tener missing values.

2. No admite variables categéricas directamente, sino que tienen que ser codificadas

antes de su uso.

Los resultados obtenidos en los modelos generados de arboles de decision se van a
contrastar con modelos generados mediante Random Forest. Este algoritmo, tal y como se
ha explicado anteriormente, crea multiples de arboles de decision y los fusiona para mejorar
la precisidbn del modelo. Los motivos por los cuales se ha decidido complementar los
resultados obtenidos con los arboles de decision con el método de Random Forest es porque
este método es una version avanzada de los arboles de decisién y, puesto que combinan los
resultados obtenidos con mas de un arbol, normalmente tiende a ser mas preciso [59].

Al igual que en el caso de los arboles de decision, se va a tratar de crear el modelo
mas adecuado mediante el ajuste de parametros. Para crear los modelos se va a emplear la
funcion RandomForest de Scikit Learn. Los criterios que se van a seguir para el ajuste de
pardmetros son los siguientes [60], [61]:

e Los principales pardmetros a modificar deben ser el nimero de estimadores

(parametro n_estimators), es decir, el nimero de arboles del bosque y el tamafio de
los subconjuntos aleatorios a considerar cuando se divide un nodo (parametro
max_features). Cuanto mayor es el primer parAmetro, mejores resultados se obtienen
ya que tiene en cuenta los resultados de mas arboles, pero el coste computacional
aumenta también. En cuanto al segundo, cuanto menor es este parametro, mayor es
la reduccidn de la varianza pero también aumenta el sesgo.

¢ Normalmente se obtienen buenos resultados estipulando el tamafio de los
subconjuntos (parametro max_features) a la raiz cuadrada del nimero de clases. En

este caso, como el nimero de clases a predecir es igual a dos (“Yes” / “No”), se va a
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probar a estipular este pardmetro a la raiz cuadrada de 2. Este es el valor
predeterminado que presenta la funcion de la libreria que se va a emplear, por lo que
no se va a modificar.

e También se suelen obtener buenos resultados no limitando la profundidad maxima del
arbol (parametro max_depth) y estipulando el parametro que hace referencia al
namero minimo de muestras requeridas para dividir un nodo interno a 2 (parametro
min_samples_split). Este es el valor predeterminado que presenta la funcién, por lo

gque tampoco se va a modificar.

La base de la medida de la calidad de un modelo de clasificacion es saber si el modelo
etiquetara correctamente objetos nuevos [62]. Para ello, los modelos se van a evaluar
utilizando la medida de la precisién del modelo, es decir, la proporcion de éxitos (i.e.
operaciones de clasificacion correctas) que ha sido capaz de obtener el modelo. Esta

precision se calcula de la siguiente manera [62]:

N? casos de éxito

Precision =
N2 casos totales

Para realizar esta evaluacion, se va a dividir el conjunto de datos en dos subconjuntos:
el de entrenamiento, con el cual se construira el modelo de clasificacion, y el de prueba, el
cual se empleara para calcular la precision del modelo. Normalmente, cuanto mayor es el
conjunto de entrenamiento, mejor es el clasificador y cuanto mayor es el conjunto de prueba,
mas cerca de la realidad se encuentra la precisién que obtenemos [62]. La proporcidén entre
el conjunto de datos de entrenamiento y test que se ha seleccionado va a ser una de las mas

comunes empleadas en algoritmos de aprendizaje automatico [63]; 80:20.

3.1.3.4. Alternativa a la libreria Scikit Learn

El hecho de que la libreria Scikit Learn no permita trabajar variables categéricas
directamente es una limitacibn muy importante. EI mayor problema de esto es que la
codificaciéon de las variables categoricas, bien por empleando la técnica de Label Encoder o
la de One Hot Encoding, puede llegar a dificultar enormemente la interpretabilidad del arbol
de decision.

Al buscar una alternativa para esta libreria, se ha detectado una falta de librerias en
Python que permitan crear arboles de decisién con variables categoricas. La mayoria de las
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librerias encontradas o bien no admiten datos categéricos directamente como ocurre con
Scikit Learn o bien aceptan datos categoricos pero la propia funcién de codificacion los
transforma a numéricos.

Sin embargo, tras detectar esta limitacion, se ha encontrado una libreria que si que
permite crear arboles de decision con variables categoéricas directamente. Esta libreria se
llama Orange [64] y ademés de ser una libreria de Python es un programa informatico que
permite llevar a cabo procesos completos de andlisis de datos sin tener que programar. De
hecho, lo que la libreria Orange permite es manipular los componentes de este programa
utilizando Python. Cabe destacar que la Ultima version de esta libreria (la versién 3), la cual
utiliza Python 3, no tiene implementada la funcién de graficar arboles de decision, por lo que
en caso de que se quisiese emplear esta libreria para mostrar arboles de decisién se tendria
que utilizar la version 2, la cual utiliza Python 2.

Por lo tanto, ademas de crear los modelos mediante la libreria Scikit Learn, se van a
crear los mismos modelos utilizando el software Orange y se van a contrastar los resultados
obtenidos.

3.2. Seleccion de los datos

Analizando las preguntas del cuestionario, se puede observar que existen multitud de
preguntas de diferente indole. Muchas de las respuestas no aportan informacién relevante o
son subjetivas (i.e. dos personas en la misma situacion puede que respondan a la misma
pregunta de forma distinta), por lo que no se van a emplear en el modelo. Los criterios por los
gue se van a descartar variables son los siguientes:

¢ Respuestas al cuestionario que sean opiniones o sentimientos.

e Respuestas al cuestionario que sean texto libore (menos la variable del sexo. A
continuacion se detallara el motivo).

¢ Respuestas al cuestionario que puedan tomar mas de un valor.

e Repuestas al cuestionario que, por su contexto y contenido, se considera que no
pueden ser predictoras de enfermedades mentales (e.g. el tipo de baja que elegiria el
trabajador en caso de que se le diagnosticase una enfermedad mental no tiene

caracter predictivo).

A continuacién, se muestra una tabla con el listado de las respuestas al cuestionario
seleccionadas a priori y si se va a emplear en el estudio o no.
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Tabla 4. Seleccion de variables para el estudio

¢Incluida
Pregunta del cuestionario en el Motivo de exclusion
analisis?
1 | Are you self-employed? Si
5 How many employees does your company or organization Si
have?
3 | Is your employer primarily a tech company/organization? Si
Is your primary role within your company related to Si
4
tech/IT?
5 Does your employer provide mental health benefits as part Si
of healthcare coverage?
6 Do you know the options for mental health care available Si
under your employer-provided coverage?
Has your employer ever formally discussed mental health Si
7 | (for example, as part of a wellness campaign or other official
communication)?
Does your employer offer resources to learn more about Si
8 ) .
mental health concerns and options for seeking help?
Is your anonymity protected if you choose to take advantage Si
9 | of mental health or substance abuse treatment resources
provided by your employer?
If a mental health issue prompted you to request a medical No Se considera que no
10 | leave from work, asking for that leave would be: tiene caracter
predictivo
11 Do you think that discussing a mental health disorder with No Es una opinion
your employer would have negative consequences?
12 Do you think that discussing a physical health issue with No Es una opinion
your employer would have negative consequences?
13 Would you feel comfortable discussing a mental health No Es un sentimiento
disorder with your coworkers?
14 Would you feel comfortable discussing a mental health No Es un sentimiento
disorder with your direct supervisor(s)?
15 Do you feel that your employer takes mental health as No Es un sentimiento
seriously as physical health?
Have you heard of or observed negative consequences for No Se considera que no
16 | co-workers who have been open about mental health issues tiene caracter
in your workplace? predictivo
Do you have medical coverage (private insurance or state- Si
17 . . .
provided) which includes treatment of mental health issues?
Do you know local or online resources to seek help for a Si
18 )
mental health disorder?
If you have been diagnosed or treated for a mental health No Se considera que no
19 | disorder, do you ever reveal this to clients or business tiene caracter
contacts? predictivo
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If you have revealed a mental health issue to a client or No Es una opinién
20 | business contact, do you believe this has impacted you
negatively?
If you have been diagnosed or treated for a mental health No Se considera que no
21 | disorder, do you ever reveal this to coworkers or tiene caracter
employees? predictivo
29 If you have revealed a mental health issue to a coworker or No Es una opinién
employee, do you believe this has impacted you negatively?
23 Do you believe your productivity is ever affected by a mental No Es una opinién
health issue?
If yes, what percentage of your work time (time performing No Se considera que no
24 | primary or secondary job functions) is affected by a mental tiene caracter
health issue? predictivo
25 | Do you have previous employers? Si
26 Have your previous employers provided mental health Si
benefits?
27 Were you aware of the options for mental health care Si
provided by your previous employers?
Did your previous employers ever formally discuss mental Si
28 | health (as part of a wellness campaign or other official
communication)?
29 Did your previous employers provide resources to learn Si
more about mental health issues and how to seek help?
Was your anonymity protected if you chose to take Si
30 | advantage of mental health or substance abuse treatment
resources with previous employers?
31 Do you think that discussing a mental health disorder with No Es una opinion
previous employers would have negative consequences?
32 Do you think that discussing a physical health issue with No Es una opinion
previous employers would have negative consequences?
Would you have been willing to discuss a mental health No Se considera que no
33 | issue with your previous co-workers? tiene caracter
predictivo
Would you have been willing to discuss a mental health No Se considera que no
34 | issue with your direct supervisor(s)? tiene caracter
predictivo
35 Did you feel that your previous employers took mental No Es un sentimiento
health as seriously as physical health?
Did you hear of or observe negative consequences for co- No Se considera que no
36 | workers with mental health issues in your previous tiene caracter
workplaces? predictivo
Would you be willing to bring up a physical health issue with No Se considera que no
37 | a potential employer in an interview? tiene caracter
predictivo
38 | Why or why not? No Texto libre
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Would you bring up a mental health issue with a potential No Se considera que no
39 | employer in an interview? tiene caracter
predictivo
40 | Why or why not? No Texto libre
a1 Do you feel that being identified as a person with a mental No Es un sentimiento
health issue would hurt your career?
Do you think that team members/co-workers would view you No Es una opinién
42 | more negatively if they knew you suffered from a mental
health issue?
How willing would you be to share with friends and family No Se considera que no
43 | that you have a mental illness? tiene caracter
predictivo
Have you observed or experienced an unsupportive or badly No Se considera que no
44 | handled response to a mental health issue in your current or tiene caracter
previous workplace? predictivo
Have your observations of how another individual who No Se considera que no
45 discussed a mental health disorder made you less likely to tiene caracter
reveal a mental health issue yourself in your current predictivo
workplace?
46 | Do you have a family history of mental illness? Si
47 | Have you had a mental health disorder in the past? Si
Do you currently have a mental health disorder? No Es mas bien una
opinion. Es mejor
48 utilizar la variable de
diagnéstico por un
profesional.
49 If yes, what condition(s) have you been diagnosed with? No Puede tomar mas de
un valor
50 | If maybe, what condition(s) do you believe you have? No Es una opinion
51 Have you been diagnosed with a mental health condition by Si
a medical professional?
50 If so, what condition(s) were you diagnosed with? No Puede tomar mas de
un valor
Have you ever sought treatment for a mental health issue No Se considera que no
53 | from a mental health professional? tiene caracter
predictivo
If you have a mental health issue, do you feel that it No Es una opinion
54 | . ) . )
interferes with your work when being treated effectively?
If you have a mental health issue, do you feel that it No Es una opinion
55 | interferes with your work when NOT being treated
effectively?
56 | What is your age? Si
57 | What is your gender? Si
58 | What country do you live in? Si
59 | What US state or territory do you live in? Si
60 | What country do you work in? Si
61 | What US state or territory do you work in? Si
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62

Which of the following best describes your work position? No Puede tomar mas de

un valor

63

Do you work remotely? Si

3.3.  Preparacion de los datos

En esta fase se van a preprocesar los datos con la finalidad de, por un lado, aumentar
su calidad y, por lo tanto, de los resultados obtenidos en el estudio (e.g. correccion de valores
erroneos, tratamiento de datos faltantes, etc.). Por otro lado, se van a transformar los datos
para que se encuentren en el formato adecuado para poder emplearlos en el modelo. Para
poder elegir los tipos de correcciones y transformaciones requeridas es necesario conocer
los datos de los que se parte. Para ello, se va a llevar a cabo un analisis exploratorio de las
variables o Exploratory Data Analysis (EDA) en inglés. El analisis exploratorio de las variables
en un proceso critico en cualquier andlisis de datos ya que permite explorar los datos con los
gue se va a trabajar con el objetivo de familiarizarse con ellos, descubrir patrones, encontrar
anomalias, entre otras cosas, con la ayuda de resimenes estadisticos y representaciones
gréficas [65].

A pesar de que este andlisis se realice antes -y también después- de llevar a cabo el
preprocesamiento de los datos para identificar las correcciones pertinentes, en la memoria se
va a mostrar Unicamente este analisis con los datos preprocesados ya que son los que
definitivamente se van a emplear en el modelo y, por lo tanto, los que puedan ser de interés
para el lector.

3.3.1. Correccidn de datos y tratamiento de missing values

La correccion de datos consiste en procesar los datos para eliminar aquellos que sean
erréneos o redundantes [10]. Este es un paso fundamental en el proceso de la analitica de
los datos puesto que este tipo de datos pueden suponer un gran problema no solo en el
desarrollo del estudio sino también en los resultados obtenidos, dando lugar a conclusiones
erroneas.

En este caso, las variables que requieren una correccion son las siguientes:
e What is your gender?

Esta variable toma valores muy distintos, puesto que es una respuesta de tipo texto
libre. Existen algunas respuestas distintas que se refieren a lo mismo (e.g. “Male” y
“M”), por lo que se van a homogeneizar este tipo de respuestas en “Male” y “Female”.
Por otro lado, todas aquellas respuestas distintas de hombre y mujer se van a agrupar

bajo la categoria “Others”.
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e What is your age?
Esta variable puede tomar los siguientes valores: [3, 15, 17, 19, 20, 21, 22, 23, 24, 25,
26, 27, 28, 29, 30, 31, 32, 33, 34, 35, 36, 37, 38, 39, 40, 41, 42, 43, 44, 45, 46, 47, 48,
49, 50, 51, 52, 53, 54, 55, 56, 57, 58, 59, 61, 62, 63, 65, 66, 70, 74, 99, 323]. Los
valores 3, 99 y 323 se deben I6gicamente a un error, puesto que es imposible que
existan trabajadores con esas edades. Puesto que la funcion que se va a emplear
para crear el modelo no admite missing values en el conjunto de datos y tan solo hay
una observacién por cada uno de estos valores, se van a excluir a estos tres

trabajadores del estudio.

Como se ha podido observar en el analisis exploratorio de las variables, existen
bastantes variables que tienen datos faltantes (o0 missing values, en inglés). Se van a tratar
los datos de tal forma que no haya ningun dato faltante en el conjunto de datos ya que el
modelo que se va a emplear lo requiere. En cada uno de los casos se va a valorar si la mejor
opcién es eliminar las observaciones o la imputacién de los valores. A continuacion, se
muestra el listado de variables con su correspondiente nimero de datos faltantes:

celf _employed a
n_employees 287
tech_company 287
tech_it_role 1178
employer mental_health benefits 287
employer mental health options 424
employer discussed mental health 287
employer _offer_resources 287
employer_anonymity protected 287
medical_coverage 1146
know_local or_online_resources 1146
previous _employers a
previous _employers_mental_health_benefits 169
previous _employers_aware_mental health options 169
previous _employer discussed mental health 169
previous_employers provide resources 169
previous _employer anonymity protected 169
family history mental_illness a
past_mental_health_disorder a
diasgnosed by medical_professional a
age a
gender a
country a
us_state 593
country_work a
us_state work ca2
work_remotely a

Figura 7. Missing values de las variables
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En primer lugar, se puede observar que algunas variables tienen exactamente 287
datos faltantes. Revisando las preguntas del cuestionario a las que pertenecen dichas
respuestas se llega a la conclusién de que se tratan de respuestas al cuestionario de
trabajadores autbnomos a preguntas sobre la empresa en la que trabaja (e.g. si la empresa
donde trabaja ofrece ayudas para cuidar la salud mental). Para evitar que haya datos faltantes
en estas variables se van a rellenar estos missing values con un “SE” (Self Employed) para
indicar de que se trata de un trabajador autonomo.

Una vez corregida la situacién de estas observaciones, se aprecia que existen 5
variables con relacion a trabajos anteriores que tienen exactamente 169 datos incompletos.
Estos datos incompletos corresponden a los trabajadores que no han tenido previamente un
trabajo. Al igual que en el caso anterior, estos missing values se van a rellenar con un “NPE”
(No Previous Employer) para los trabajadores que no han tenido previamente un trabajo.

Hasta ahora, se tiene un conjunto de datos con 1420 observaciones (i.e. trabajadores)
y 27 variables (i.e. preguntas del cuestionario). Llegados a este punto, se detectan dos
variables que no tienen practicamente ningin dato (1143 datos faltantes de 1420
observaciones). Estas variables son las correspondientes a las preguntas del cuestionario
“Do you have medical coverage (private insurance or state-provided) which includes treatment
of mental health issues” y “Do you know local or online resources to seek help for a mental
health disorder?”. Debido al elevado nimero de datos faltantes que contienen estas variables
se van a eliminar del conjunto de datos.

Por otro lado, puesto que el enfoque del estudio es global, no es necesario que el
participante viva en Estados Unidos ni que trabaje ahi, por lo que las variables “What US state
or territory do you live in?” y “What US state or territory do you work in?” se van a eliminar
también.

En este punto, las variables que tienen algun dato faltante son las correspondientes a
las siguientes preguntas del cuestionario:
¢ ‘“Is your primary role within your company related to tech/IT?”
e “Do you know the options for mental health care available under your employer-

provided coverage?”

Con respecto a la pregunta “Is your primary role within your company related to
tech/IT?”, el porcentaje de datos faltantes de esta variable es muy elevado; 1167 de 1430
observaciones, es decir, casi el 82% de los registros no tienen un valor. Por este motivo, no
se va a tener en cuenta esta variable en el modelo.

Finalmente, con respecto a la variable de la pregunta del cuestionario “Do you know
the options for mental health care available under your employer-provided coverage?” puesto
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gue el porcentaje de datos faltantes es bastante bajo (9,3%) se van a eliminar estas
observaciones del conjunto de datos.

Por lo tanto, el conjunto de datos resultante no tiene ningun dato faltante y esta
formado por 1297 observaciones y 22 variables.

3.3.2. Andlisis exploratorio de las variables

En este apartado se va a mostrar un analisis exploratorio de las variables del conjunto
de datos tras la correccion de los datos y el tratamiento de los missing values.

El analisis exploratorio sera distinto para las variables numéricas y para las
categoricas o dicotdmicas. En el caso de las variables numéricas (en este caso, Gnicamente
se tiene la edad) se va a mostrar una descripcién general de los valores numéricos que toma,
para a continuacién, mostrar su histograma y diagrama de caja. En el caso de las variables
categoricas y dicotdmicas se van a mostrar sus posibles valores y su diagrama de barras. En
el Anexo lll se ofrece un diccionario con los nombres de las variables y sus correspondientes
preguntas del cuestionario para facilitar la comprensién del analisis.

e Variables numéricas (edad)

A continuacion, se muestra una descripcion sobre los valores que toma la variable de la
edad. En esta tabla se ofrece la siguiente informacion:
e count: cantidad de valores excluyendo los valores vacios

¢ mean: media de los valores

e std: desviacion estandar de los valores

e min: valor minimo

o 25%: percertil 25 de los valores

o 50%: percertil 25 o0 mediana de los valores
e 75%: percertil 75 de los valores

e max: valor maximo
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Tabla 5 . Descripcion de la variable edad

Indicador Valor
count 1297
mean 34,3
std 8,2
min 15
25% 29
50% 33
75% 39
max 74
age
140 4 o
70 [s]
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Figura 8. Diagrama de barras y boxplot de la variable “edad”

A continuacion, se muestra una tabla donde se resumen las posibles categorias de

las variables categdricas:
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Tabla 6. Posibles categorias de las variables categoricas

Nombre de la variable

self_employed

Categorias

“YeS", “Nou

n_employees

“1-5", “6-25", “26-100”, “100-500", “500-
10007, “More than 1000”, “SE”

tech_company

“YeS”, “NO”

employer_mental_health_benefits

“Yes”, “l don’t know”, “No”, “Not eligible for
coverage / N/A”, “SE”

employer_mental_health_options

“Yes”, “No”, “l am not sure”, “SE”

employer_discussed_mental_health

“YeS”, “NO”, “I don’t knOW”, “SE”

employer_offer_resources

“YeS”, “NO”, “I donlt knOW”, “SE”

employer_anonymity_ protected

“YeS”, “NO”, “I donlt knOW”, “SE”

previous_employers

“YeS", “Nou

previous_employers_mental_health _benefits

“Yes, they all did”, “No, none did”, “Some
did”, “l don’t know”, “NPE”

previous_employers_aware-

_mental_health_options

, “No, | only
| was aware of

“Yes, | was aware of all of them

became aware later”,

some”, “N/A (not currently aware)”, “NPE”

previous_employer_discussed_mental_health

“Yes, they all did”, “None did”, “Some did”,
“l don’t know”, “NPE”

previous_employers_provide_resources

“Yes, they all did”, “None did”, “Some did”,
“NPE”
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previous_employer_anonymity_protected

“Yes, always”, “No”, “Sometimes”, “l don’t
know”, “NPE”

family_history_mental_illness

“Yes”, “No”, “l don’t know”

past_mental_health_disorder

“Yes”, “No”, “Maybe”

diagnosed_by medical_professional

“YeS”, uNou

gender

“Male”, “Female”, “Others”

work_remotely

“Always”, “Never”, “Sometimes”

country

“United Kingdom”, “United States of
America”, “Canada’, “Germany”,
“Netherlands”, “Czech Republic”,
“Lithuania”, “Australia”, “France”,

“Venezuela”, “Poland”, “Belgium”, “Brazil”,
“‘Denmark”, “Sweden”, “Russia”, “Spain”,

“India”, “Mexico”, “Switzerland”, “Norway”,

“Argentina”, “Ireland”, “Italy”, “Finland”,

“Colombia”, “Costa Rica”, “Vietnam”,

“Bulgaria”, “New Zealand”, “South Africa”,

“Slovakia”, “Austria”, “Bangladesh”,

“Algeria”, “Pakistan”, ©

“Greece”,

Afghanistan”,
Romania”, “Other”, “Brunei”,

LT LT

“Japan’, “Iran”, “Hungary”, “Israel”,

LN

“Ecuador”, “Bosnia and Herzegovina”,
“China”, “Chile”, “Guatemala”, “Taiwan”,

“Serbia”, “Estonia”

country_work

“United Kingdom”, “United States of
America”, “Canada”, “Germany”,
“Netherlands”, “Czech Republic”,

LT

“Lithuania”, “Australia”, “France",

[ T]

“Venezuela”, “Poland”, “Belgium”, “Brazil”,

” W

“Denmark”, “Sweden”, “Russia”, “Spain”,
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“India”, “United Arab Emirates”, “Mexico”,
“Switzerland”, “Norway"Argentina”,
“Ireland”, “Italy”, “Finland”, “Turkey”,
“Colombia”, “Costa Rica"Vietnam”,

“Bulgaria”, “New Zealand”, “South Africa”,

“Slovakia”, “Austria"Bangladesh”,
“Pakistan”, “Afghanistan”, “Greece”, “Other”,
“‘Romania”, “Brunei”, “Iran”, “Hungary”,
“Israel”’, “Japan”, “Ecuador”, “Bosnia and
Herzegovina”, “China”, “Chile”,
“Guatemala”, “Serbia”, “Estonia”

Finalmente, se muestran

diagrama de barras.
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Figura 9. Diagramas de barras de las variables categ6ricas
3.3.3. Transformacion de datos

La transformacion de los datos consiste en modificar los datos de tal forma que se
encuentren en el formato adecuado para poder emplearlos en el modelo. Existen diferentes
tipos de transformaciones, dependiendo de los datos de origen y de los modelos a emplear.

En este caso concreto, la funcién de la libreria que se va a emplear para crear el
modelo requiere que los valores de las variables sean numeéricos, por lo que es necesario
realizar una transformacion de valores categ6ricos a numéricos en todas las variables
categoricas.

Existen diferentes técnicas para la transformaciéon de variables categoéricas a
numeéricas. La mas comun, es asignar a cada una de las categorias posibles un nimero
comenzando desde el 1. Esta técnica se suele conocer como Label Encoder. Sin embargo,
aungue es muy comun utilizarla, existen ciertas fuentes [66], [67] que indican que este método
de transformacién de variables categéricas puede dar resultados erréneos, ya que asume
gue los valores numéricos asignados a cada categoria indican un orden, cuando esto no es
asi. Por este motivo, se acostumbra a emplear la técnica One Hot Encoding [68], la cual
consiste en dividir cada una de las columnas categéricas del conjunto de datos en tantas
columnas como posibles categorias tiene. En cada una de estas columnas se le asigna un 1
en caso de que el valor que tome la observacion sea el correspondiente a esa columna y un
0 en caso de que no. Veamos un ejemplo: imaginemos que tenemos una tabla con los
siguientes datos y que queremos codificar la columna de “Pais de origen”:
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Tabla 7. Datos de ejemplo para la codificacién de variables

Pais de origen NUumero de habitantes (millones)

Espana 46,72
Reino Unido 66,04
Francia 66,99

Si empleasemos la primera técnica descrita, obtendriamos lo siguiente:

Tabla 8. Datos de ejemplo codificados mediante Label Encoder

NUumero de habitantes

Pais de origen Pais_encoded
(millones)
Espana 1 46,72
Reino Unido 2 66,04
Francia 3 66,99

Mientras que si utilizasemos la técnica de One Hot Encoding, obtendriamos el siguiente
resultado:

Tabla 9. Datos de ejemplo codificados mediante One Hot Encoding

) NUmero de
Pais de . - . . . . . .
origen Pais_Espafa Pais_Reino_Unido Pais_Francia habitantes

J (millones)
Esparfa 1 0 0 46,72

Reino Unido 0 1 0 66,04
Francia 0 0 1 66,99

En este estudio se van a emplear las dos técnicas para codificar las variables
categoricas y se van a comparar los resultados para analizar si efectivamente hay una
diferencia significativa en los resultados del modelo.
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A continuacién, se muestra el diccionario de categorias obtenido mediante la primera técnica:

Tabla 10. Diccionario de categorias (Label Encoder)

Nombre de la variable Codificacion de las categorias

self_employed “‘No” =0, “Yes’=1

“1-5" = 0, “100-500" = 1, “26-100” = 2, “500-1000" = 3, “6-25”

|
n-employees = 4, “More than 1000 = 5, “SE" = 6

tech_company “No” =0, “Yes” =1

"l don”t know" = 0, “No” = 1, “Not eligible for coverage / N/A” =

employer mental health benefits
p y —_— — — 2, HSE” = 3’ HYeS" = 4

employer_mental_health_options “I'am not sure” =0, “No” =1, “SE” = 2, “Yes” = 3
employer_discussed_mental_health "l don”t know" = 0, “No” =1, “SE” = 2, “Yes” =3
employer_offer_resources "l don”t know" = 0, “No” =1, “SE” = 2, “Yes” =3
employer_anonymity protected "l don”t know" = 0, “No” =1, “SE” = 2, “Yes”" =3
previous_employers “No” =0, “Yes"=1

"I don”t know" = 0, “NPE” = 1, “No, none did” = 2, “Some did”

i I tal_health_benefit
previous_employers_mental_health_benefits | _ 3. “Yes, they all did” = 4

“l was aware of some” = 0, “N/A (not currently aware)” = 1,
“NPE” = 2, “No, | only became aware later” = 3, “Yes, | was
aware of all of them” = 4

previous_employers_aware-
_mental_health_options

||| donnt known - 0, “NPE” = 1, “None didu = 2’ “Some didu = 3,

previous_employer_discussed_mental_health |
Yes, they all did” =

“NPE” = 0, “None did” = 1, “Some did” = 2, “Yes, they all did”

previous_employers_provide_resources _3

. . "l don”t know" =0, “NPE” =1, “No” = 2, “Sometimes” = 3, “Yes,
previous_employer_anonymity protected

always” = 4
family_history_mental_illness "l don”t know" = 0, “No” = 1, “Yes” = 2
past_mental_health_disorder “Maybe” =0, “No” = 1, “Yes” = 2
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diagnosed_by medical_professional

“No” =0, “Yes” = 1

gender

“‘Female” = 0, “Male” = 1, “Other” = 2

work_remotely

“‘Always” = 0, “Never” = 1, “Sometimes” = 2

country

“Afghanistan” = 0, “Algeria” = 1, “Argentina” = 2, “Australia” =
3, “Austria” = 4, “Bangladesh” = 5, “Belgium” = 6, “Bosnia and

Herzegovina” = 7, “Brazil” = 8, “Brunei” = 9, “Bulgaria” = 10,
“Canada” = 11, “Chile” = 12, “China” = 13, “Colombia” = 14,
“Costa Rica” = 15, “Czech Republic’ = 16, “Denmark” = 17,

“Ecuador” = 18, “Estonia” = 19, “Finland” = 20, “France” = 21,
“Germany” = 22, “Greece” = 23, “Guatemala” = 24, “Hungary”
= 25, “India” = 26, “lreland” = 27, “Israel” = 28, “Italy” = 29,
“Japan” = 30, “Lithuania” = 31, “Mexico” = 32, “Netherlands” =
33, “New Zealand” = 34, “Norway” = 35, “Other” = 36,
“Pakistan” = 37, “Poland” = 38, “Romania” = 39, “Russia” = 40,
“Serbia” = 41, “Slovakia” = 42, “Spain” = 43, “Sweden” = 44,
“Switzerland” = 45, “Taiwan” = 46, “United Kingdom” = 47,
“United States of America” = 48, “Venezuela” = 49, “Vietham”
=50

country_work

“Afghanistan” = 0, “Argentina” = 1, “Australia” = 2, “Austria” =
3, “Bangladesh” = 4, “Belgium” = 5, “Bosnia and Herzegovina”
= 6, “Brazil” = 7, “Brunei” = 8, “Bulgaria” = 9, “Canada” = 10,
“Chile” = 11, “China” = 12, “Colombia” = 13, “Costa Rica” = 14,
“Czech Republic’ = 15, “Denmark” = 16, “Ecuador’ = 17,
“Estonia” = 18, “Finland” = 19, “France” = 20, “Germany” = 21,
“Greece” = 22, “Guatemala” = 23, “Hungary” = 24, “India” = 25,
“Ireland” = 26, “Israel” = 27, “ltaly” = 28, “Japan” = 29,
“Lithuania” = 30, “Mexico” = 31, “Netherlands” = 32, “New
Zealand” = 33, “Norway” = 34, “Other” = 35, “Pakistan” = 36,
“Poland” = 37, “Romania” = 38, “Russia” = 39, “Serbia” = 40,
“Slovakia” = 41, “Spain” = 42, “Sweden” = 43, “Switzerland” =
44, “Turkey” = 45, “United Arab Emirates” = 46, “United
Kingdom” = 47, “United States of America” = 48, “Venezuela”
=49, “Vietnam” = 50

3.4. Construccion del modelo

Cuando se lleva a cabo un modelo de clasificacion, es importante que el conjunto de
datos se encuentre balanceado, es decir, que la proporcion entre observaciones de cada
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clase de la variable dependiente en el conjunto de datos esté igualada. En este caso, se ha
seleccionado como variable dependiente del modelo la variable “Have you been diagnosed
with a mental health condition by a medical professional?”. Puesto que el numero de
observaciones tras el tratamiento de missing values de la categoria “Yes” de esta variable es
de 657 y de la categoria “No” de 640, no se considera que es necesario llevar a cabo un
proceso de balanceo. Existen diferentes técnicas para balancear conjuntos de datos como,
por ejemplo, el submuestreo que consiste en eliminar observaciones de la clase mayoritaria
con el objetivo de igualar los tamafios de las clases [69].

Puesto que existen multitud de combinaciones de parametros, se van a crear varios
arboles de decision con parametros distintos de tal forma que nos permita conocer cual es la
mejor combinacién. Estos pardmetros han sido explicados anteriormente en el apartado
3.1.3.3. Ademas, cada uno de estos arboles se va a modelar con los dos conjuntos de datos
codificados que se han creado. A continuacién, se muestra una tabla de resumen de los
diferentes arboles de decision creados con sus correspondientes parametros.

Tabla 11. Arboles de decision creados y sus parametros

o Minimo de
z _ Minimo de
Numero Limite de muestras
. muestras para !
de profundidad o : requeridas para
dividir nodo interno _
modelo  (max_depth) . _ nodo final
(min_samples_split) _
(min_samples_leaf)
1 Sin limite 2 (predet.) 1 (predet.)
(predet.) P ' P '
5 Sin limite 2 (predet.) .
(predet.) P '
3 Sin limite 5 1 (predet.)
(predet.) P '
4 Sin limite 5 .
(predet.)
5 3 2 (predet.) 1 (predet.)
6 3 2 (predet.) 5
7 3 5 1 (predet.)
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8 3 5 5
9 5 2 (predet.) 1 (predet.)
10 5 2 (predet.) 5
11 5 5 1 (predet.)
12 5 5 5

Ademas de crear estos 12 arboles, se van a crear también modelos de aprendizaje
supervisado mediante Random Forest, cuyos resultados se contrastaran con los obtenidos
con los arboles de decision. A continuacién, se muestra una tabla de resumen de los
diferentes modelos Random Forest creados con sus correspondientes parametros. El
parametro que seleccionado se explica en el apartado 3.1.3.3.

Tabla 12. Modelos Random Forest credos y sus parametros

NUmero de
NUumero de modelo estimadores
(n_estimators)
13 10 (predet.)
14 50
15 100
16 200

3.5. Evaluacion e interpretacion del resultado del modelo

A continuacion, se muestra una tabla de resumen de diferentes arboles de decisién
creados con sus correspondientes caracteristicas y la precision obtenida con cada uno de
ellos. En el apartado 3.1.3.3 se ha explicado qué es la precision en este contexto.
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Tabla 13. Precision obtenida con los arboles de decision

Minimo de  Minimo de
NUumero o muestras muestras Precision Precision con o
Limite de o . Precision
de . para dividir requeridas con Label One Hot _
profundidad : media
modelo nodo para nodo Encoder Encoding
interno final
Sin limite
1 2 (predet.) | 1 (predet.) 0.8 0.7846
(predet.) 0.7923
Sin limite
2 2 (predet.) 5 0.8692 0.8192
(predet.) 0.8442
Sin limite
3 5 1 (predet.) 0.7962 0.7731
(predet.) 0.7846
Sin limite
4 5 5 0.8692 0.8192
(predet.) 0.8442
5 3 2 (predet.) | 1 (predet.) 0.8769 0.8808 0.8788
6 3 2 (predet.) 5 0.8808 0.8808 0.8808
7 3 5 1 (predet.) 0.8769 0.8808 0.8788
8 3 5 5 0.8808 0.8808 0.8808
9 5 2 (predet.) | 1 (predet.) 0.8615 0.8769 0.8692
10 5 2 (predet.) 5 0.8692 0.8731 0.8711
11 5 5 1 (predet.) 0.8615 0.8731 0.8673
12 5 5 5 0.8692 0.8731 0.8711
0.8592 0.8512 0.8552

No existe un criterio universal para determinar la bondad de la precision de un modelo
ya que es algo completamente dependiente de la aplicacion para la cual se esta empleando
el modelo [70]. En este caso, se puede considerar que la precision obtenida con los modelos
creados es buena: todas ellas se encuentran entre 0.7846 y 0.8808. Es decir, el modelo que
menor precision ha conseguido ha clasificado correctamente el 78% de las muestras del
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conjunto de datos de prueba, mientras que el mejor modelo ha clasificado correctamente el
88% de las muestras.

En cuanto a la diferencia entre los modelos creados los diferentes métodos de
codificacién, se puede observar que practicamente se ha obtenido la misma precision con
cada uno de ellos: 0.8592 con el conjunto de datos codificado mediante Label Encoder y
0.8512 con el codificado por One Hot Encoding. Tampoco hay una diferencia significativa en
la precision con respecto a los parametros del modelo escogido, aunque se puede apreciar
gue se obtiene una precisién ligeramente mayor cuando la profundidad del arbol de decisién
es igual a 3.

Como se ha comentado anteriormente, se han creado también modelos mediante
Random Forest. A continuacién, se muestra una tabla de resumen de diferentes modelos
creados con sus correspondientes caracteristicas y la precision obtenida con cada uno de
ellos.

Tabla 14. Precision obtenida con Random Forest

Precisién con

. NUumero de Precision con L _
NUumero de modelo . One Hot Precision media
estimadores Label Encoder .

Encoding
13 10 (predet.) 0.8615 0.85 0.8557
14 50 0.8769 0.8885 0.8827
15 100 0.8769 0.8846 0.8807
16 200 0.8769 0.8808 0.8788
0.8730 0.8759 0.8745

Se puede observar que la precision obtenida en los modelos de Random Forest es
elevada también; la precision de todos los modelos se encuentra entre 0.85 y 0.8846. Si se
compara la precision media de todos los modelos de Random Forest generados, se puede
apreciar que es ligeramente mayor que la media de la precision de los arboles de decision
(0.8745 frente 0.8552) pero no es una diferencia notable. En cuanto a la diferencia entre los
modelos generados mediante las dos técnicas de codificacion, ocurre como en el caso de los
arboles de decision; la diferencia es minima. Finalmente, en cuanto a la diferencia entre
modelos teniendo en cuenta el nimero de estimadores, se puede observar que el mejor
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resultado se obtiene cuando el nimero de estimadores es igual a 200, aunque en este caso
tampoco hay grandes diferencias.

Analizando las precisiones obtenidas con los diferentes parametros, se va a
seleccionar el modelo nimero 6 para analizar los resultados obtenidos con él. EI motivo por
el que se ha seleccionado este modelo es porque, aunque no existen grandes diferencias
entre los modelos creados, presenta una de las precisiones mas altas (0.8808) con los dos
tipos de codificaciones. Ademas, es de los modelos méas simples que se ha construido: es un
arbol de decisién con profundidad de 3 nodos, el minimo de muestras para dividir un nodo
interno es de 2 y el minimo de muestras requeridas para nodo final es de 5.

A continuacion, se muestran las variables que, segun este modelo, tienen mas efecto
sobre la variable dependiente. Se muestran unicamente aquellas que el modelo ha decidido
gue tienen una importancia mayor que 0. La importancia de una variable se calcula como la
media de descenso en la impuridad con respecto a la clase a predecir que provoca esa
variable en el conjunto de datos.

e Modelo creado con datos codificados mediante Label Encoder

importance

past_mental_health_disorder 0.873347
employer_mental_health_options 0.012178
gender 0.006155

age 0.004472

family_history_mental_illness 0.003850

¢ Modelo creado con datos codificados mediante One Hot Encoding

importance

past_mental_health_disorder_Yes 0.940189
past_mental_health_disorder_No 0.028453
gender_Male 0.009558
employer_mental_health_options_Yes 0.006749
family_history_mental_illness_No 0.0058905
employer_mental_health_options_No 0.005580

previous_employers_mental_health_benefits_Yes, they all did 0.002601
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Tal y como se puede apreciar, ambos modelos consideran de mayor impacto
practicamente las mismas variables. En ambos casos, la mas importante es, con diferencia,
si el trabajador ha sufrido anteriormente una enfermedad mental. Por otro lado, el primer
modelo considera que el conocimiento de cuidados mentales ofrecidos por la empresa donde
trabaja es la segunda mas importante, mientras que el segundo modelo considera haber
respondido “Si” o “No” a esta pregunta en 4° y 6° lugar, respectivamente. Por otro lado, el
primer modelo considera el sexo del trabajador el tercer factor mas importante y el segundo
modelo también, concretamente el ser hombre. En el 5° de ambos modelos, se encuentra la
pregunta del cuestionario que hace referencia a si el trabajador tiene o no familiares con
enfermedades mentales. En el segundo modelo concretamente haber respondido “No” a esta
pregunta. Los Unicos factores donde no coindicen ambos modelos son, en la edad del
trabajador (el primer modelo lo considera importante en 4° lugar) y en el hecho de que
empresas de trabajos previos hayan ofrecido al trabajador ayudas con relacion a la salud
mental. Concretamente, el haber respondido que todas sus anteriores empresas ofrecian
ayudas, el segundo modelo lo considera importante en el 7° y Ultimo lugar, mientras que el
primero no lo considera importante. En el siguiente apartado se analizaran estas conclusiones
en mas detalle mediante el analisis visual de los arboles obtenidos.

3.6. Andlisis visual

Se denomina Visualizacién Analitica (o0 Visual Analytics, en inglés) a “la ciencia del
razonamiento analitico facilitada por interfaces visuales” [71]. El razonamiento analitico es la
capacidad de detectar patrones dentro de los datos y de comprenderlos en detalle
observando representaciones visuales de grandes cantidades de los mismos.

Uno de los criterios mas extendidos para clasificar los tipos de visualizaciones es la
dimensionalidad de la visualizacién, es decir, el nimero de variables que la visualizacion es
capaz de mostrar. La visualizacion univariada -una Unica dimension- es la forma mas simple
de analisis visual de los datos y su objetivo principal es el de conocer la distribucion, la
tendencia central y la extension de una Unica variable. Por otro lado, el objetivo principal de
la visualizaciébn multivariada -dos o mas dimensiones- es el de permitir el analisis de la
relacion y/o interaccion entre diferentes variables [23], [72].

A continuacion, se muestran dos representaciones visuales de los datos. Por un lado,
se analiza la prevalencia de enfermedades mentales en trabajadores tecnolégicos mediante
diferentes representaciones visuales de los datos. Por otro lado, se analiza visualmente el
modelo creado.
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3.6.1. Andlisis de la prevalencia de enfermedades mentales en trabajadores

tecnoldgicos

En este apartado, se va a analizar la prevalencia de enfermedades mentales mediante
gréficas univariables para, a continuacion, comparar algunas variables de interés mediante
visualizaciones multivariables. Para ello, se va a utilizar el conjunto de datos preprocesado
antes de la codificacion de los datos (ver apartado 3.3).

En primer lugar, se va a estudiar la prevalencia de enfermedades mentales entre los
trabajadores tecnolégicos mediante un gréafico de barras que va a permitir conocer la cantidad
de trabajadores que sufren alguna enfermedad mental. Concretamente, si han sido
diagnosticados o no por un profesional.

200 1
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400 1

300 4

200 1

100 ~
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2

Figura 10. Cantidad de trabajadores diagnosticados por un profesional

Como se puede observar, 657 de los trabajadores encuestados han sido
diagnosticados de alguna enfermedad mental por un profesional, mientras que 640 no han
sido diagnosticados de ninguna enfermedad mental (bien porque han sido atendidos por un
especialista y éste ha determinado que la persona no tenia una enfermedad mental o bien
porque directamente no han sido nunca atendidos por un profesional).

A continuacion, se va a entrar mas en detalle en la tipologia de las enfermedades
mentales sufridas por estos trabajadores y, para ello, se va a presentar un diagrama de barras
gue muestra la cantidad de veces que se ha diagnosticado cada una de las enfermedades
entre este grupo de personas. Aungque una misma persona haya podido ser diagnosticada de
mas de una enfermedad mental, estas enfermedades se van a contabilizar por separado para
poder detectar cuales son las mas comunes. A continuacién, se muestra un diagrama de
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barras horizontal con las 10 enfermedades mentales diagnosticadas por profesionales mas
comunes y el numero de veces que han sido diagnosticadas, ordenadas de mayor a menor.

Mood Disorder (Depression, Bipelar Disorder, etc)
Anxiety Disorder (Generalized, Social, Phobia, etc)
Attention Deficit Hyperactivity Disorder

Post-traumatic Stress Disorder

Obsessive-Compulsive Disorder

Stress Response Syndromes

Personality Disorder (Borderline, Antisocial, Paranoid, etc)
Substance Use Disorder

Eating Disorder (Anorexia, Bulimia, etc)

Addictive Disorder

0 100 200 300 400 500

Figura 11. Las 10 enfermedades mentales mas comunes

Como se puede observar en la gréfica, las enfermedades mentales mas comunes
diagnosticadas entre los trabajadores tecnoldgicos son el trastorno emocional y el trastorno
de ansiedad, con 536 y 373 diagndsticos respectivamente. Le siguen el déficit de atencién e
hiperactividad (134 diagndsticos), el trastorno de estrés postraumatico (70 diagndsticos), el
sindrome de estrés postraumatico (40 diagndsticos), el trastorno de la personalidad (31
diagnésticos), los trastornos por consumo de sustancias (26 diagnosticos), los trastornos
alimenticios (18 diagnésticos) y, finalmente, los trastornos adictivos (15 diagndsticos).

A continuacién se van a analizar el nimero de enfermedades mentales distintas que
ha podido tener un mismo trabajador para conocer qué es lo mas comun entre este perfil de
personas. Estas enfermedades se han podido dar a la vez o no.
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Figura 12. Nimero de enfermedades mentales por trabajador

Se puede apreciar que lo mas comun es haber sido diagnosticado Unicamente de una
enfermedad mental, aunque una gran cantidad de los trabajadores encuestados ha tenido
dos enfermedades mentales. Se puede observar que el nimero maximo de enfermedades
de las que ha sido diagnosticado un mismo trabajador son 8.

Finalmente, se va a analizar la prevalencia de enfermedades mentales desde el punto
de vista sociodemografico. Es decir, se va a representar la prevalencia de estas
enfermedades mediante graficas diferentes graficas organizadas por sexo, edad y pais.

A continuacion, se muestra la prevalencia de enfermedades mentales por sexo. Tal y
como se ha explicado en el apartado 3.3, los datos en relacion al sexo del trabajador se han
reorganizado en tres categorias: “Male”, “Female” y “Others”. La grafica seleccionada para
este tipo de visualizaciébn es una grafica circular donde se muestra, para cada sexo, el
porcentaje de personas que han sido diagnosticadas de alguna enfermedad mental por un
profesional y las que no.
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Figura 13 . Prevalencia de enfermedades mentales en hombres, mujeres y otros

En el caso de los hombres, una mayor parte de ellos no han sido diagnosticados de
alguna enfermedad mental (426 lo han sido frente a 525 que no). Sin embargo, en el caso de
las mujeres la prevalencia es mucho mayor; el nimero de mujeres diagnosticadas de alguna
enfermedad mental practicamente duplica a las que no lo han sido. Finalmente, en el caso de
las personas bajo la categoria de sexo “Others” la proporcién es mayor aun; 25 personas han
sido diagnosticadas, mientras que tan solo 6 no lo han sido.

Por otro lado, se va a analizar el impacto de la edad en el padecimiento de alguna
enfermedad mental mediante dos graficas de boxplot; una que muestra la distribucién de la
edad los trabajadores diagnosticados de alguna enfermedad mental y otra para los que no
han digo diagnosticados nunca de alguna enfermedad mental.
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Figura 14. Diagnostico de enfermedades mentales por edad

Se puede apreciar que la distribucién es muy similar en ambos casos. La mediana de
edad se encuentra alrededor de los 33 afios tanto en los pacientes que han sido
diagnosticados de una enfermedad mental como en los que no. Se puede apreciar que la
mitad intermedia en el caso de los trabajadores diagnosticados de alguna enfermedad mental
tiene una edad ligeramente superior a los que no, pero no existen grandes diferencias. Por
otro lado, se observa que tanto el valor minimo como el maximo en el caso de los trabajadores
no diagnosticados toma valores menores que en el caso de los diagnosticados.

Finalmente, se analiza la prevalencia de enfermedades mentales por pais de
residencia y pais donde se trabaja para poder comparar cuales son los paises donde existe
mas problema de enfermedades mentales. Tal y como se ha visto en el andlisis exploratorio
de las variables (apartado 3.3.2), el nimero de trabajadores que han respondido a la encuesta
no es el mismo para cada uno de los paises, ni de residencia ni de trabajo. De hecho, existen
grandes diferencias.

Por este motivo, Unicamente se van a analizar la prevalencia de enfermedades
mentales en los paises en los que tienen un minimo de participantes de ese pais. Ya que, Si
por ejemplo se tiene una Unica persona de un pais y esta persona ha respondido que si ha
sido diagnosticado de una enfermedad mental, no es representativo decir que la prevalencia
de enfermedades mentales en ese pais es del 100%. Aunque existen diferentes teorias, una
muy comun es la [73], donde se calcula que el minimo de muestras necesarias para que la
prevalencia calculada sea representativa es de 30, por lo que se van a analizar la prevalencia
de los paises donde por lo menos tienen 30 participantes de dicho pais.
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Figura 15. Prevalencia de enfermedades mentales por pais de residencia
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Figura 16. Prevalencia de enfermedades mentales por pais de trabajo

Se puede observar que los paises con mayor proporcion de trabajadores tecnologicos
con enfermedades mentales residiendo en ellos son, descendentemente: Estados Unidos,
Holanda, Reino Unido, Canada y Alemania. Por pais de trabajo, todos los paises se
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mantienen en sus puestos y la prevalencia obtenida en ellos es practicamente igual, lo cual
hace pensar que la mayor parte de los trabajadores encuestados viven y trabajan en el mismo
pais.

3.6.2. Analisis visual del modelo

En esta seccion se va a mostrar la representacion gréfica del arbol de decision
seleccionado en el apartado 3.5. En primer lugar, se va a mostrar el arbol generado con el
conjunto de datos codificados mediante Label Encoder y, a continuacion, el arbol creado con
los datos codificados con la técnica One Hot Encoding.

3.6.2.1. Analisis visual del modelo generado con datos codificados mediante

Label Encoder

La representacion gréafica del arbol de decision seleccionado creado con los datos
codificados mediante la técnica Label Encoder se muestra a continuacion.

past_mental_health_disorder= 1.5
gini = 0.499
samples = 1037
value = [499, 538]

class = No
Tru‘V Qa‘lse
past_mental_health_disorder < 0.5 employer_mental_health_options < 1.5
gini = 0.235 gini = 0.235
samples = 492 samples = 545
value = [425, 67] value = [74, 471]
class = Yes class = No
l J
employer_mental_health_options < 2.5 /famiIy_history_mental_illness =15 gender<0.5 age<215
gini = 0.386 gini = 0.124 gini = 0.298 gini=0.17
samples = 176 samples = 316 samples = 258 samples = 287
value =[130, 46] value =[295, 21] value = [47, 211] value = [27, 260]
class = Yes L class = Yes class = No class = No
gini = 0.355 gini= 0.478 gini = 0.089 gini = 0.262 gini = 0.157 gini = 0.341 gini = 0.469 gini = 0.157
samples = 143 samples = 33 samples = 258 samples = 58 samples = 70 samples = 188 samples =8 samples = 279
value = [110, 33] value = [20, 13] value = [246, 12] value = [49, 9] value = [6, 64] value = [41, 147] value = [3, 5] value = [24, 255]
class = Yes class = Yes class = Yes class = Yes class = No class = No class = No class = No

Figura 17. Arbol de decisién con datos codificados mediante Label Encoder

Con el objetivo de reducir la explicacion del arbol, se van a seleccionar dos ramas del
arbol que llevan a un nodo final con mayor indice de Gini para cada caso (i.e. diagnosticado
por un profesional si/ no) y se van a explicar. Para poder interpretar este arbol, es necesario
recurrir al diccionario de categorias del apartado 3.3.3. Las ramas seleccionadas son las que
se muestran a continuacion:
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A

past_mental_health_disorder= 1.5

gini =0.499
samples = 1037
value = [499, 538]

class = No
Bl TrLV False B2
past_mental_health_disorder < 0.5 employer_mental_health_options < 1.5
gini = 0.235 gini = 0.235
samples = 492 samples = 545
value = [425, 67] value = [74, 471]
L class = Yes J class = No
" c1 I\, C2
employer_mental_health_options = 2.5 amily_history_mental_illness = 1.5 gender=0.5 ages215
gini = 0.386 gini =0.124 gini = 0.298 gini=0.17
samples = 176 samples =316 samples = 258 samples = 287
value = [130, 46] value = [295, 21] value = [47, 211] value = [27, 260]
class = Yes class = Yes class = No class = No
I DL | |, D2
gini = 0.355 gini= 0.478 gini = 0.089 gini = 0.262 gini = 0.157 gini = 0.341 gini = 0.469 gini = 0.157
samples = 143 samples = 33 samples = 258 samples = 58 samples =70 samples = 188 samples =8 samples = 279
value = [110, 33] value = [20, 13] value = [246, 12] value = [49, 9] value = [6, 64] value = [41, 147] value =[3, 5] value = [24, 255]
class = Yes class = Yes class = Yes class = Yes class = No class = No Y, class = No class = No
Rama 1 Rama 2

Figura 18. Arbol de decisién con datos codificados mediante Label Encoder (seleccion)

Se puede observar que el nodo raiz (nodo A) contiene 1037 muestras. Estas muestras
son todas las del conjunto de entrenamiento (ver apartado 3.1.3.3). El hecho de que la clase
(parametro Class) de este nodo sea “No” indica que hay una mayoria de trabajadores en el
conjunto de entrenamiento que no han sido diagnosticados de una enfermedad mental. Sin
embargo, el indice de Gini es bastante elevado (0.499), lo cual indica que en este primer nodo
no hay muchos mas trabajadores que no han sido diagnosticados de una enfermedad mental
gue los que si lo han sido. Esto lo podemos comprobar analizando el parAmetro Value, el
cual nos indica que en este nodo hay 499 trabajadores no diagnosticados y 538 que si.

La rama numero 1, corresponde a una decision de la clase “Yes” (i.e. haber sido
diagnosticado de alguna enfermedad mental). Esta rama de decision se podria interpretar de
la siguiente manera: “si el trabajador no ha tenido una enfermedad mental en el pasado (nodo
A), no sabe si ha tenido o no ha tenido familiares con enfermedades mentales (nodos B1 y
C1), entonces es muy probable que tenga una enfermedad mental (nodo D1)”.

Por otro lado, la rama nimero 2, se podria interpretar tal que asi: “si el trabajador ha
sufrido anteriormente una enfermedad mental (nodo A), si dispone en la empresa de ayuda
con respecto a la salud mental o es autbnomo (nodo B2) y es mayor de 21 afios y medio
(nodo C2), lo mas probable es que no tenga una enfermedad mental (hodo D2)”.

Como se puede apreciar, la interpretacion de este arbol de decision es bastante dificil
e imprecisa puesto que las variables categdricas se encuentran codificadas.
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3.6.2.2. Anadlisis visual del modelo generado con datos codificados mediante

One Hot Encoding

Por otro lado, la representacion gréafica obtenida del arbol de decision seleccionado creado
con los datos codificados mediante la técnica One Hot Encoding es la siguiente:

past_mental_health_disorder_Yes = 0.5
gini = 0.499
samples = 1037
value =[499, 538]
class = No

gini = 0.386
samples = 176
value = [130, 46]

employer_mental_health_options_No = 0.5
class = Yes

gini = 0.422
samples = 129

value =[90, 39]
class = Yes

Figura 19. Arbol de decision con datos codificados mediante One Hot Encoding

A continuacion, se va a analizar el modelo creado con los datos codificados mediante
la técnica de One Hot Encoding. Al igual que en el caso anterior, se van a seleccionar dos

ramas.
A

past_mental_health_disorder_Yes <0.5
gini = 0.499
samples = 1037
value = [499, 538]
class = No

False

ini = 0.38!
samples = 176
value = [130, 48]

employer_mental_health_optiens_No < 0.5
class = Yes J

gini = 0422

samples = 129
value =[90, 39]
class = Yes

Ramal Rama 2

Figura 20. Arbol de decisién con datos codificados mediante One Hot Encoding (seleccion)

Al igual que en el caso anterior, el nodo raiz (nodo A) contiene 1037 muestras
correspondientes a todas las muestras del conjunto de entrenamiento del modelo (ver
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apartado 3.1.3.3). Puesto que los datos de los que se parte para generar ambos modelos son
los mismos, la clase del nodo raiz en este caso también es “No” y el indice de Gini es
exactamente el mismo.

En este caso, debido al tipo de codificacion que se ha llevado a cabo en las variables
categoricas, los valores de todas estas variables pueden tomar valores de 0 o 1. Por lo tanto,
gue por ejemplo un nodo tenga un criterio de que una variable sea <0.5 significara que la
variable sea igual a 0.

La rama nuamero 1, corresponde a una decisién de la clase “Yes” (i.e. haber sido
diagnosticado de alguna enfermedad mental). Esta rama de decision se podria interpretar de
la siguiente manera: “si el trabajador no ha tenido anteriormente una enfermedad de salud
mental en el pasado (nodo A y B1) y no ha tenido familiares con enfermedades mentales
(nodo C1), es muy probable que sufra una enfermedad mental (nodo D1)”.

Por otro lado, la rama numero 2, se podria interpretar tal que asi: “si el trabajador ha
sufrido anteriormente una enfermedad mental (nodo A), si dispone en la empresa de ayuda
con respecto a la salud mental (nodo B2), las empresas donde ha trabajado anteriormente no
ofrecian ayudas con respecto a la salud mental (nodo C2), lo mas probable es que no tenga
una enfermedad mental (hodo D2)".

Al igual que en el caso anterior, la interpretacién de este arbol es muy complicada e inexacta
debido a la codificacion de las variables categoéricas.

3.7. Resultados utilizando el software Orange

Tal y como se ha explicado en el apartado 3.1.3.4, se va a crear el mismo modelo
mediante el software Orange con el objetivo de ver como hubiese quedado utilizando esta
libreria. Este arbol tendrd las mismas caracteristicas que el arbol seleccionado en el apartado
3.5 (max_depth = 3, min_samples_split = 2 y min_samples_leaf = 5). La precisién obtenida
con este modelo en Orange es de 0.84, muy similar a los resultados obtenidos con Scikit
Learn (0.88).
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Figura 21. Arbol de decisién creado con Orange
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https://drive.google.com/file/d/1AjT5C0uOX8Tk_HGlIFF-dCtz0_TAzeVE/view?usp=sharing

El arbol de decision creado con Orange clasifica a los trabajadores tecnologicos
teniendo en cuenta las siguientes variables:
e Siha tenido anteriormente una enfermedad mental

e El pais en el que vive

e Sila empresa donde trabaja ofrece ayudas con respecto a la salud mental

e Si el trabajador conoce las opciones de cuidado de salud mental que ofrece la
empresa donde trabaja

e Silas empresas donde ha trabajado anteriormente protegian la anonimidad de
aquellos que recurrian a ayudas sobre la salud mental

e Silas empresas donde ha trabajado anteriormente ofrecian ayudas con respecto
a la salud mental

e Laedad del trabajador

e El sexo del trabajador

e Sitiene familiares con enfermedades mentales

Se puede apreciar que muchas de las variables consideradas de alto impacto
coinciden con las detectadas mediante la libreria Scikit Learn.

Este arbol, al tener en cuenta las variables categoricas sin necesidad de
codificarlas, es mucho mas facil interpretar los resultados obtenidos. Ademas, la
interpretacion se convierte mas exacta puesto que las decisiones se toman en base a
las categorias y no a rangos de valores numeéricos asignados a las categorias.
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4.Conclusiones

A lo largo de este trabajo se han llevado a cabo diferentes tareas con el propésito
de contribuir a la investigacion de la salud mental de los trabajadores tecnoldgicos,
concretamente en el andlisis de la prevalencia de enfermedades mentales y en la
deteccion de los principales factores de riesgo para el padecimiento de enfermedades
mentales —tanto personales como laborales- de este tipo de trabajadores. A
continuacion, se detallan las principales contribuciones.

En primer lugar, se ha llevado a cabo un andlisis del estado del arte de la ciencia
de datos en la salud mental. Para ello, se han analizado los siguientes aspectos: (i) la
salud mental: una introduccion, clasificacion de las principales enfermedades mentales
y una breve explicacion de cada una de ellas; (ii) los avances mas destacables que se
han llevado a cabo en los ultimos afios en el campo de la ciencia de datos con respecto
a la salud mental; (iii) estudios recientes de identificacion de factores de riesgo y
prediccion de enfermedades mediante cuestionarios.

Una vez analizado el estado del arte, se ha construido un modelo de clasificacion
con el objetivo de detectar los factores tanto personales como laborales de los
trabajadores tecnolégicos que mayor impacto tienen en el padecimiento de alguna
enfermedad mental. Para ello, en primer lugar, se ha analizado el conjunto de datos
empleado en la realizacion del trabajo y diferentes modelos de aprendizaje supervisado
para tareas de clasificacion. Una vez seleccionado el modelo que mas se adecua a los
objetivos del trabajo, se ha hecho una seleccién y una preparacién de los datos.
Concretamente, se han corregido algunas variables del conjunto de datos, se ha hecho
un tratamiento de missing values vy, finalmente, se ha llevado a cabo una tarea de
transformacion de los datos para poder emplearlos en el modelo escogido.

Una vez tratados los datos, se ha construido el modelo seleccionado. Mas
especificamente, tras haber analizado en la seleccion del modelo los parametros méas
comunes a modificar y haber estudiado el efecto que causa su modificacion, se han
creado varios modelos con diferentes pardmetros para detectar el que mejores
resultados proporciona. Para ello, se ha llevado a cabo una evaluacién e interpretacion
de los resultados.

Finalmente, se realizado un andlisis visual de la prevalencia de enfermedades
mentales entre trabajadores tecnoldgicos desde diferentes puntos de vista y, por otro
lado, un andlisis visual del modelo creado anteriormente. El resultado obtenido se ha
contrastado con un modelo creado mediante el software Orange.

En cuanto a los logros de los objetivos planteados al comienzo del trabajo, se
considera que se han logrado parcialmente. Por un lado, el andlisis de la prevalencia de
enfermedades mentales en trabajadores tecnolégicos ha sido satisfactorio y se ha
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llegado a conclusiones relevantes. Por otro lado, en la tarea de deteccion de factores de
riesgo, a pesar de haber tenido que codificar las variables categoéricas, con ambas
técnicas de codificacion se ha llegado a conclusiones similares. Sin embargo, la
interpretacion visual del modelo ha sido muy compleja como consecuencia de la
codificacién de las variables y no se ha podido llegar unas conclusiones claras.

Esto ha sido una consecuencia del hecho de que la libreria empleada para llevar
a cabo el trabajo (Scikit Learn) no permitia trabajar con datos categéricos directamente,
sino que han tenido que ser codificados. Puesto que la mayoria de las variables del
conjunto de datos de partida eran variables categéricas por ser respuestas a un
cuestionario, se han tenido que codificar la mayoria de ellas.

El mayor error en este trabajo ha sido suponer que una de las librerias mas
comunes en la programacion de modelos de aprendizaje automatico de Python iba a
ser lo suficientemente flexible y completa como para poder llevar a cabo el trabajo
planteado inicialmente. En relacion con esto, la principal leccion aprendida mediante la
realizacion de este trabajo es que no se debe dar nada por hecho y, antes de comenzar
a programar es necesario cerciorarse que las herramientas seleccionadas cumplen con
los requisitos necesarios.

Independientemente de esto, se ha detectado una carencia de librerias de
Python que permitan crear arboles de decision con variable categdricas. La mayoria de
las librerias encontradas o bien no admiten datos categdricos directamente como ocurre
con Scikit Learn, o bien no aceptan datos categoricos pero la propia funcién de
codificacién los transforma a numéricos tal y como se ha hecho manualmente en este
trabajo.

Sin embargo, si que se ha encontrado una libreria que Python que permite crear
arboles de decision con variables categéricas directamente: Orange. Ademas de ser
una libreria de Python es un programa informatico que permite llevar a cabo procesos
completos de andlisis de datos sin tener que programar. De hecho, lo que la libreria
Orange permite es manipular los componentes de este programa utilizando Python.
Cabe destacar que la dltima versiéon de esta libreria (la version 3), la cual utiliza Python
3, no tiene implementada la funcién de graficar arboles de decisién, por lo que en caso
de que se quisiese emplear esta libreria para mostrar arboles de decisién se tendria que
utilizar la versién 2, la cual utiliza Python 2.

En cuanto a la planificacion planteada inicialmente, se habia propuesto
desarrollar el trabajo siguiendo el flujo de trabajo clasico de un proyecto de analisis de
datos y se ha cumplido fielmente. Con respecto a la metodologia, se propuso seguir la
metodologia &gil CRISP-DM, enfocado principalmente en crear un flujo de trabajo
bidireccional en el paso de la preparacion de los datos al modelado de los mismos. Esta
bidireccionalidad se ha dado en el trabajo y ha sido completamente necesario, ya que
una vez seleccionado el modelo mas adecuado a las necesidades del trabajo y
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analizadas las limitaciones de la libreria seleccionada, ha sido necesario retroceder a la
preparacion de los datos para modificarlos de tal forma que estuviesen en el formato
correcto.

Finalmente, en cuanto a las lineas futuras del trabajo, una de ellas puede ser
incluir en el modelo predictivo todas las variables subjetivas para analizar el problema
también desde el punto de vista de la subjetividad de los trabajadores. Con el objetivo de
simplificar el trabajo, se descartaron también todas aquellas variables recogian datos en
formato de texto libre, por lo que podria ser interesante también procesar estas variables
mediante técnicas de Procesamiento del Lenguaje Natural (PLN) e incluirlas en el
modelo. También podria ser enriqueceros realizar los modelos separando las variables
en factores personales y factores laborales. Para terminar, de cara a crear un producto
final que lo puedan utilizar diferentes usuarios para extraer conocimiento sobre este
tema, se podria crear una aplicacion web con, por un lado, el analisis visual de
prevalencia de enfermedades mentales y, por otro lado, los resultados del modelo.
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5.Glosario

Analisis de datos: proceso de inspeccion, limpieza, transformacién y modelado de
los datos con el objetivo de descubrir informacion util, extraer conclusiones y dar
soporte a la toma de decisiones.

Analisis visual: la ciencia del razonamiento analitico facilitada por interfaces
visuales.

Aprendizaje automatico: método de andlisis de datos que automatiza la
construccion de modelos analiticos. Es una rama de la inteligencia artificial basada
en la idea de que los sistemas pueden aprender de datos, identificar patrones y
tomar decisiones con minima intervencion humana.

Aprendizaje no supervisado: técnica de aprendizaje automatico empleada cuando
Unicamente se dispone de variables de entrada (x) en el conjunto de datos y no
variables de salida y cuyo objetivo principal es modelar la distribucion de los datos.
Aprendizaje supervisado: técnica de aprendizaje automatico empleada cuando los
datos estdn formados por variables de entrada (x) y una variable de salida o
resultado (Y) y cuyo objetivo principal es crear una funcion que indique la relacion
entre la variable de salida y las diferentes variables de entrada.

Arbol de decisién: modelo de prediccion de aprendizaje supervisado en el cual
dado un conjunto de datos se fabrican diagramas de construcciones légicas que
sirven para representar y categorizar una serie de condiciones que ocurren de forma
sucesiva, para la resolucion de un problema.

Bosques aleatorios: algoritmo de aprendizaje supervisado en el cual se selecciona
de manera aleatoria una cantidad de variables con las cuales se construyen arboles
de decision individuales y se fusionan para obtener una prediccion mas precisa y
estable.

Ciencia de datos: campo interdisciplinario que involucra métodos cientificos,
procesos y sistemas para extraer conocimiento o un mejor entendimiento de datos
en sus diferentes formas, ya sea estructurados o no estructurados.

Conjunto de entrenamiento: subconjunto de datos empleado para construir el
modelo.

Conjunto de prueba: subconjunto de los datos utilizado para probar el modelo
creado con el conjunto de entrenamiento.

Enfermedad mental: alteracion de tipo emocional, cognitivo y/o comportamiento,
en que quedan afectados procesos psicolégicos basicos como son la emocion, la

motivacion, la cognicion, la conciencia, la conducta, la percepcion, la sensacion, el
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aprendizaje, el lenguaje, etc. Lo que dificulta a la persona su adaptacion al entorno
cultural y social en que vive y crea alguna forma de malestar subjetivo.

Factor de riesgo: toda circunstancia o situacion que aumenta las probabilidades de
una persona de contraer una enfermedad o cualquier otro problema de salud.
Label Encoder: técnica de codificacion de variables categoricas que consiste en
asignar a cada una de las categorias posibles un numero comenzando desde el 1.
Mineria de datos: proceso de descubrimiento patrones y relaciones en grandes
cantidades de datos.

One Hot Encoding: técnica de codificacién de variables categdricas que consiste
en dividir cada una de las columnas categoéricas del conjunto de datos en tantas
columnas como posibles categorias y a cada una de estas columnas, asignarle un
1 en caso de que el valor que tome la observacion sea el correspondiente a esa
columna y un 0 en caso de gque no.

Poda: técnica de reduccion del tamafio del arbol de decisién mediante la eliminacion
de hojas que proporcionan poca capacidad de clasificar instancias.

Post-prunning: técnica empleada para evitar el sobreajuste de los datos en los
arboles de decisidén y que consiste en permitir al arbol que crezca en su totalidad sin
ninguna restriccién de tamafio para, una vez completado, podarlo.

Precision: medida de calidad de un modelo de clasificacion calculado como la
proporcion de operaciones de clasificacién correctas que ha sido capaz de obtener
el modelo.

Prevalencia: proporcion de individuos de un grupo o una poblacion que presentan
una caracteristica o evento determinado en un momento o0 en un periodo
determinado.

Pre-prunning: técnica empleada para evitar el sobreajuste de los datos en los
arboles de decision y que consiste en parar el crecimiento del arbol antes de que
haya crecido completamente.

Salud mental: estado de bienestar en el cual el individuo es consciente de sus
propias capacidades, puede afrontar las tensiones normales de la vida, puede
trabajar de forma productiva y fructifera y es capaz de hacer una contribucién a su
comunidad.

Sobreajuste: incapacidad de un modelo de aprendizaje automatico de generalizar
correctamente.

Trabajador tecnoldgico: persona que desarrolla su trabajo en la industria

tecnoldgica.
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/.Anexos

Anexo |. Encuesta OSMI 2016

1. Are you self-employed?
[l Yes
[ No

1. How many employees does your company or organization have?
b 1-5
b 6-25
[ 26-100
[J 100 - 500
7 500 - 1000
71 More than 1000

2. Is your employer primarily a tech company/organization?
0 Yes
0 No

3. Is your primary role within your company related to tech/IT?
0 Yes
0 No

4. Does your employer provide mental health benefits as part of healthcare
coverage?
0 Yes
0 No

[1 |don’t know

5. Do you know the options for mental health care available under your employer-
provided coverage?
0 Yes
0 No

[1 | am not sure
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10.

11.

Has your employer ever formally discussed mental health (for example, as part
of a wellness campaign or other official communication)?

1 Yes

[0 No

[1 | don’t know

Does your employer offer resources to learn more about mental health concerns
and options for seeking help?

[1 Yes

[ No

[1 | don’t know

Is your anonymity protected if you choose to take advantage of mental health or
substance abuse treatment resources provided by your employer?

[J Yes

0 No

(1 |don’t know

If a mental health issue prompted you to request a medical leave from work,
asking for that leave would be:
[J Veryeasy
Somewhat easy
Neither easy nor difficult
Somewhat difficult

Very difficult

O O

| don’t know

Do you think that discussing a mental health disorder with your employer would

have negative consequences?

[1 Yes
[1 No
[l Maybe

Do you think that discussing a physical health issue with your employer would
have negative consequences?

[l Yes
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12.

13.

14.

15.

16.

17.

7 No
[1 Maybe

Would you feel comfortable discussing a mental health disorder with your
coworkers?

1 Yes

[ No

[1 Maybe

Would you feel comfortable discussing a mental health disorder with your direct
supervisor(s)?

(1 Yes

1 No

[J Maybe

Do you feel that your employer takes mental health as seriously as physical
health?

[l Yes
[l No

[] |don’t know

Have you heard of or observed negative consequences for co-workers who have
been open about mental health issues in your workplace?

0 Yes

0 No

Do you have medical coverage (private insurance or state-provided) which
includes treatment of mental health issues?

0 Yes

0 No

Do you know local or online resources to seek help for a mental health disorder?
[0 Yes, | know several
[1 No, I don’t know any

[0 | know some
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18. If you have been diagnosed or treated for a mental health disorder, do you ever
reveal this to clients or business contacts?

[] Yes, always
Sometimes, if it comes up
No, because it doesn’t matter

No, because it would impact me negatively

I R

Not applicable to me

19. If you have revealed a mental health issue to a client or business contact, do you
believe this has impacted you negatively?
[0 Yes
7 No

[J Iam not sure

20. If you have been diagnosed or treated for a mental health disorder, do you ever
reveal this to coworkers or employees?
[J Yes, always
Sometimes, if it comes up
No, because it doesn’t matter

No, because it would impact me negatively

O 0o 0o o

Not applicable to me

21.If you have revealed a mental health issue to a coworker or employee, do you
believe this has impacted you negatively?
0 Yes
0 No
71 I'm not sure
]

Not applicable to me

22. Do you believe your productivity is ever affected by a mental health issue?

0 Yes

0 No

[0 Unsure

[1 Not applicable to me
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23.

24.

25.

26.

27.

28.

If yes, what percentage of your work time (time performing primary or secondary
job functions) is affected by a mental health issue?
0 1-25%
[ 26 -50%
1 51-75%
[ 76 —100%

Do you have previous employers?
[1 Yes
[ No
Have your previous employers provided mental health benefits?
[J Yes, they all did
[J Some did
[J  No, none did

[1 | don’t know

Were you aware of the options for mental health care provided by your previous
employers?

1 Yes, | was aware of all of them

[l lwas aware of some

J No, I only became aware later

Did your previous employers ever formally discuss mental health (as part of a
wellness campaign or other official communication)?

[ Yes, they all did

1 Some did
71 None did
0

| don’t know

Did your previous employers provide resources to learn more about mental health
issues and how to seek help?

[l Yes, they all did

[l Some did

1 None did
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29. Was your anonymity protected if you chose to take advantage of mental health
or substance abuse treatment resources with previous employers?
[] Yes, always
[l Sometimes
[0 No
[J ldon’t know
30. Do you think that discussing a mental health disorder with previous employers
would have negative consequences?
[1 Yes, all of them
[l Some of them

[1 None of them

[1 | don’t know

31. Do you think that discussing a physical health issue with previous employers
would have negative consequences?
71 Yes, all of them
1 Some of them

[1 None of them

32. Would you have been willing to discuss a mental health issue with your previous
co-workers?
[J Yes, at all of my previous employers
[J Some of my previous employers

J No, at none of my previous employers

33. Would you have been willing to discuss a mental health issue with your direct
supervisor(s)?
[J Yes, at all of my previous employers
[J Some of my previous employers
[J No, at none of my previous employers
]

| don’t know
34. Did you feel that your previous employers took mental health as seriously as

physical health?
[1 Yes, they all did
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35.

36.

37.
38.

39.
40.

41.

0O Some did
[0 None did

[1 | don’t know

Did you hear of or observe negative consequences for co-workers with mental
health issues in your previous workplaces?

[l Yes, all of them

[l Some of them

[1 None of them

Would you be willing to bring up a physical health issue with a potential employer
in an interview?

(1 Yes

1 No

[J Maybe

Whyorwhynot? ...,
Would you bring up a mental health issue with a potential employer in an
interview?

0 Yes

0 No

J Maybe

Whyorwhy not? ...,

Do you feel that being identified as a person with a mental health issue would
hurt your career?

Yes, it has

Yes, | think it would

Maybe

No, | don’t think it would

e O O o .

No, it has not

Do you think that team members/co-workers would view you more negatively if
they knew you suffered from a mental health issue?

O Yes, | think they would

[1 Yes, they do
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U
U
U

Maybe
No, | don’t think they would
No, they do not

42. How willing would you be to share with friends and family that you have a mental

illness?

0

O o o o

Somewhat open

Very open

Somewhat not open

Neutral

Not applicable to me (I do not have a mental illness)

Not open at all

43. Have you observed or experienced an unsupportive or badly handled response

to a mental health issue in your current or previous workplace?

O 0o 0o O

Yes, | observed
Yes, | experienced
Maybe/Not sure
No

44, Have your observations of how another individual who discussed a mental health

disorder made you less likely to reveal a mental health issue yourself in your

current workplace?

U
U
U

Yes
Maybe
No

45. Do you have a family history of mental iliness?

U
U
U

Yes
No

| don’t know

46. Have you had a mental health disorder in the past?

U
U
U

Yes
Maybe
No
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47. Do you currently have a mental health disorder?

U
U
U

Yes
Maybe
No

48. If yes, what condition(s) have you been diagnosed with?

0

O o o o o

Mood Disorder (Depression, Bipolar Disorder, etc)
Anxiety Disorder (Generalized, Social, Phobia, etc)
Attention Deficit Hyperactivity Disorder

Post-traumatic Stress Disorder

Obsessive-Compulsive Disorder

Substance Use Disorder

Personality Disorder (Borderline, Antisocial, Paranoid, etc)
Stress Response Syndromes

Addictive Disorder

Eating Disorder (Anorexia, Bulimia, etc)

Dissociative Disorder

Psychotic Disorder (Schizophrenia, Schizoaffective, etc)
Other

49. If maybe, what condition(s) do you believe you have?

U

O 4o 4O 4O 4o 4o 4o 4O 4o &0 &0 -

Mood Disorder (Depression, Bipolar Disorder, etc)
Anxiety Disorder (Generalized, Social, Phobia, etc)
Attention Deficit Hyperactivity Disorder

Post-traumatic Stress Disorder

Obsessive-Compulsive Disorder

Substance Use Disorder

Personality Disorder (Borderline, Antisocial, Paranoid, etc)
Stress Response Syndromes

Addictive Disorder

Eating Disorder (Anorexia, Bulimia, etc)

Dissociative Disorder

Psychotic Disorder (Schizophrenia, Schizoaffective, etc)
Other
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50. Have you been diagnosed with a mental health condition by a medical
professional?
1 Yes
[0 No

51. If so, what condition(s) were you diagnosed with?

[1 Mood Disorder (Depression, Bipolar Disorder, etc)
Anxiety Disorder (Generalized, Social, Phobia, etc)
Attention Deficit Hyperactivity Disorder

Post-traumatic Stress Disorder

O o o o

Obsessive-Compulsive Disorder

[l Substance Use Disorder

[l Personality Disorder (Borderline, Antisocial, Paranoid, etc)
[] Stress Response Syndromes

[J Addictive Disorder

Eating Disorder (Anorexia, Bulimia, etc)

Dissociative Disorder

Psychotic Disorder (Schizophrenia, Schizoaffective, etc)
Other

O o o o

52. Have you ever sought treatment for a mental health issue from a mental health
professional?
0 Yes
0 No

53. If you have a mental health issue, do you feel that it interferes with your work
when being treated effectively?
[J Not applicable to me
Sometimes
Rarely
Never
Ofter

I A

54.1f you have a mental health issue, do you feel that it interferes with your work
when NOT being treated effectively?

[1 Not applicable to me
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Sometimes
Rarely
Never
Ofter

I A

55. What iS your age? .........ccoovviviiiiiiiiiiiiiinnen,
56. What is your gender? ...........ccoviiiiiiiiiiienn,
57. What country do you live in? ..o,
58. What US state or territory do you live in? ...
59. What country do you Work in? ...........cooiiiiiiiiiinieen,
60. What US state or territory do you work in? ..o,
61. Which of the following best describes your work position?
[J Back-end Developer

[J  Front-end Developer

Supervisor/Team Lead
DevOps/SysAdmin
Other

Support

One-person shop
Designer

Dev Evangelist/Advocate

Executive Leadership

e e e

Sales
0 HR

62. Do you work remotely?
71 Sometimes
0 Never

0 Always
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Anexo Il. Clasificacion CIE - 10 completa de
enfermedades mentales

(FOO-F09) Trastornos mentales organicos, incluidos los trastornos sintomaticos

e (FOO) Demencia en la enfermedad de Alzheimer
e (FO1) Demencia vascular
e (FO01.1) Demencia multi-infartica
e (F02) Demencia en otras enfermedades clasificadas

e (F02.0) Demencia en la enfermedad de Pick

(F02.1) Demencia en la enfermedad de Creutzfeldt-Jakob

(F02.2) Demencia en la enfermedad de Huntington

° (FO2.3) Demencia en la enfermedad de Parkinson

(FO2.4) Demencia en el VIH
e (FO3) Demencia sin especificar

e (FO04) Sindrome amnésico organico, no inducido por alcohol o por otros
psicotrépicos

e (FO5) Delirium, no inducido por alcohol o por otros psicotrépicos

e (FO06) Otros trastornos mentales debidos a dafios neuronales, disfunciones y
enfermedades fisicas

e (F06.0) Alucinosis Organica

e (F06.1) Trastorno catatonico, Organico

e (F06.2) Trastorno delirante [ esquizofreniforme], Orgéanico.
e (F06.3) Trastornos del humor [afectivos], Organico

e (F06.4) Trastorno de ansiedad, Organico

e (F06.5) Trastorno disociativo, Organico

e (FO7) Trastornos de personalidad y comportamiento debido a enfermedades
neuronales, dafos y disfunciones

e (FO8) Trastorno narcisista de la personalidad.
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e (F09) Trastornos mentales orgéanicos o sintomaticos sin especificar

(F10-F19) Trastornos mentales y de comportamiento debidos al consumo de
psicotropicos

e Nota: las siguientes condiciones son subtipos de cada codigo en el intervalo
F10-19:

e (F1x.0) Intoxicacion aguda

(F1x.1) Uso perjudicial

e (F1x.2) Sindrome de dependencia

e (F1x.3) Sindrome de abstinencia

e (F1x.4) sindrome de abstinencia con delirium

e (F1x.5) Trastorno psicético

e (F1x.6) Trastorno Amnésico

e (F1x.7) Trastorno psicotico residual

e (F1x.8) Otro trastorno mental del comportamiento.

e (F1x.9) Trastorno mental o del comportamiento no especificado.

e (F10) Trastornos mentales y de comportamiento debidos al consumo de
alcohol

e (F11) Trastornos mentales y de comportamiento debidos al consumo de
opioides

e (F12) Trastornos mentales y de comportamiento debidos al consumo de
cannabinoides

e (F13) Trastornos mentales y de comportamiento debidos al consumo de
sedantes o hipndéticos

e (F14) Trastornos mentales y de comportamiento debidos al consumo de
cocaina

e (F15) Trastornos mentales y de comportamiento debidos al consumo de otros
estimulantes, incluyendo la cafeina

e (F16) Trastornos mentales y de comportamiento debidos al consumo de
alucinégenos

e (F17) Trastornos mentales y de comportamiento debidos al consumo de tabaco
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e (F18) Trastornos mentales y de comportamiento debidos al consumo de
disolventes volatiles

e (F19) Trastornos mentales y de comportamiento debidos al consumo de
multiples drogas y otros psicotrépicos

(F20-29) Esquizofrenia, trastornos esquizotipicos y trastornos delirantes

e (F20) Esquizofrenia

(F20.0) Esquizofrenia paranoide
(F20.1) Esquizofrenia hebefrénica
(F20.2) Esquizofrenia cataténica
(F20.3) Esquizofrenia indiferenciada
(F20.4) Depresion post-esquizofrénica
(F20.5) Esquizofrenia residual

(F20.6) Esquizofrenia simple

(F20.8) Otras esquizofrenias

(F20.9) Esquizofrenia no especificada

e (F21) Trastorno esquizotipico

e (F22) Trastornos delirantes persistentes

(F22.0) Trastorno delirante

e (F23) Trastornos psicoticos agudos y transitorios

(F23.0) Trastorno psicotico polimérfico agudo sin sintomas de
esquizofrenia

(F23.1) Trastorno psicotico polimérfico agudo con sintomas de
esquizofrenia

(F23.2) Trastorno psicotico agudo estilo esquizofrenia

(F23.3) Otros trastornos psicéticos agudos predominantemente
delirantes

(F23.8) Otros trastornos psicéticos agudos y transitorios

(F23.9) Trastornos psicoticos agudo y transitorios sin especificar

e (F24) Trastorno de ideas delirantes inducidas
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e (F25) Trastornos esquizoafectivos

(F25.0) Trastorno esquizoafectivo, tipo maniaco
(F25.1) Trastorno esquizoafectivo, tipo depresivo
(F25.2) Trastorno esquizoafectivo, tipo mixto
(F25.8) Otros trastornos esquizoafectivos

(F25.9) Trastorno esquizoafectivo sin especificar

e (F28) Otros trastornos psicéticos no organicos

e (F29) Psicosis no organica sin especificar

(F30-39) Trastornos del humor (afectivos)

(F30) Episodio maniaco

(F30.0) Hipomania

(F31) Trastorno bipolar afectivo

(F32) Episodio depresivo

(F32.0) Episodio depresivo leve

(F32.1) Episodio depresivo moderado

(F33) Trastorno depresivo recurrente

(F33.0) Trastorno depresivo recurrente, episodio actual leve
(F33.1) Trastorno depresivo recurrente, episodio actual moderado

(F33.2) Trastorno depresivo recurrente, episodio actual grave sin
sintomas psicaticos

(F33.3) Trastorno depresivo recurrente, episodio actual grave con
sintomas psicéticos

(F33.4) Trastorno depresivo recurrente actualmente en remision

e (F34) Trastornos afectivos persistentes

(F34.0) Ciclotimia

(F34.1) Distimia

e (F38) Otros trastornos afectivos
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e (F39) Trastorno afectivo sin especificar

(F40-49) Trastornos neuréticos, trastornos relacionados con el estrés y trastornos
somatomorfos

e (F40) Trastornos fobicos de ansiedad
e (F40.0) Agorafobia
e (F41) Otros trastornos de ansiedad
e (F41.0) Trastorno de péanico (ansiedad episédica paroxismal)
e (F41.1) Trastorno de ansiedad generalizada
o (F41.2) Trastorno mixto ansioso-depresivo
e (F42) Trastorno obsesivo-compulsivo
e (F43) Reaccion al stress grave y trastornos de adaptacion
e (F43.0) Reaccion al stress agudo
e (F43.1) Trastorno post-traumatico del stress
e (F43.2) Trastorno de adaptacion
e (F44) Trastorno de conversion disociativo
e (F44.0) Amnesia disociativa
e (F44.1) Fuga disociativa
e (F45) Trastorno somatomorfo

e (F45.0) Trastorno de somatizacion

(F48) Otras neurosis
e (F48.0) Neurastenia

(F50-59) Sindromes del comportamiento asociados con alteraciones fisiolégicas
y factores fisicos

e (F50) Trastornos de la ingestion de alimentos
e (F50.0) Anorexia nerviosa
e (F50.2) Bulimia nerviosa

e (F50.3) Bulimia nerviosa atipica

96



e (F50.4) Hiperfagia asociada a otros trastornos psicolégicos

e (F50.5) Vémitos asociados a otros trastornos psicologicos

e (F50.8) Otros trastornos de la conducta alimentaria

e (F50.9) Trastornos de la conducta alimentaria no especificado
(F51) Trastornos del suefio no organicos

e (F51.0) Insomnio no organico

e (F51.1) Hipersomnio no organico

e (F51.2) Trastorno del reloj biolégico no orgénico

e (F51.3) Sonambulismo

e (F51.4) Terror nocturno

e (F51.5) Pesadillas

(F52) Disfuncion sexual no ocasionada por trastornos ni enfermedades
organicas

e (F52.4) Eyaculacion precoz
e (F52.8) Hipersexualidad

(F53) Trastornos mentales y de comportamiento asociados con el puerperio no
clasificados

e (F53.0) Trastornos mentales suaves y de comportamiento asociados
con el puerperio no clasificados

e (F53.1) Trastornos mentales severos y de comportamiento asociados
con el puerperio no clasificados

(F54) Factores psicoldgicos y de comportamiento asociados con los
desordenes o enfermedades clasificados

(F55) Abuso de sustancias que no producen dependencia

(F59) Sindromes de comportamiento sin especificar asociados con
perturbaciones psicologicas y factores fisicos

(F60-69) Trastornos de la personalidad y del comportamiento en adultos

(F60) Trastorno de personalidad especifico

e (F60.0) Trastorno paranoide de la personalidad
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e (F60.1) Trastorno esquizoide de la personalidad
e (F60.2) Trastorno disocial de la personalidad
e (F60.3) Trastorno de inestabilidad emocional de la personalidad
e (F60.4) Trastorno histrionico de la personalidad
e (F60.5) Trastorno anancastico de la personalidad
e (F60.6) Trastorno ansioso o por evitacion de la personalidad
e (F60.7) Trastorno dependiente de la personalidad
e (F60.8) Otros trastornos de personalidad especificos
e (F60.9) Trastorno de personalidad, sin especificar
e (F61) Trastornos de personalidad mixtos y otros

e (F62) Cambios de personalidad duraderos, no atribuibles a enfermedades o
dafos cerebrales

e (F63) Trastornos impulsivos y de habito
e (F63.0) Ludopatia patologica
e (F63.1) Piromania patoldgica
e (F63.2) Cleptomania patologica
e (F63.3) Tricotilomania
e (F65.0) Fetichismo
e (F65.2) Exhibicionismo
e (F65.3) Voyeurismo
e (F65.4) Pedofilia
e (F65.5) Sadomasoquismo
e (F65.6) Multiples trastornos de preferencia sexual
e (F65.8) Otros trastornos de preferencia sexual

e (F66) Trastornos psicolégicos y de comportamiento asociados con el desarrollo
y la orientacion sexual

e (F66.0) Trastorno de maduracion sexual
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(F66.1) Orientacion sexual egodisténica
(F66.2) Trastorno relacional sexual
(F66.8) Otros trastornos de la pulsiéon

(F66.9) Trastornos de la pulsion, sin especificar

(F68) Otros trastornos de la personalidad y el comportamiento en adultos

(F68.0) Elaboracion de sintomas fisicos por razones psicolégicas

(F68.1) Produccion intencionada o ficcion de sintomas o incapacidades,
fisicas o psicoldgicas

(F68.8) Otros trastornos especificos de personalidad o comportamiento
en adultos

(F69) Trastornos de la personalidad y el comportamiento en adultos sin
especificar

(F70-79) Retraso mental

(F70) Retraso mental leve

(F71) Retraso mental moderado

(F72) Retraso mental severo

(F73) Retraso mental profundo

(F78) Otros retrasos mentales

(F79) Retrasos mentales sin especificar

(F80-89) Trastornos del desarrollo psicoldgico

(F80) Trastornos especificos del lenguaje y del habla

(F80.0) Trastorno especifico de la articulacién del habla
(F80.1) Trastorno expresivo del lenguaje

(F80.2) Trastorno receptivo del lenguaje

(F80.3) Afasia adquirida con epilepsia (Landau-Kleffner)
(F80.8) Otros trastornos del desarrollo del lenguaje y el habla

(F80.9) Trastornos del desarrollo del lenguaje y el habla sin especificar
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e (F81) Trastornos de desarrollo especificos de habilidades académicas

(F81.0) Trastorno especifico de la lectura

(F81.1) Agrafia

(F81.2) Trastornos especificos de habilidades aritméticas

(F81.3) Trastornos mixtos de habilidades escolares

(F81.8) Otros desordenes del desarrollo de habilidades escolares

(F81.9) Trastorno de desarrollo de habilidades escolares sin especificar

e (F82) Trastornos de desarrollo especificos de funciones motoras

e (F83) Trastornos de desarrollo especificos mixtos

e (F84) Trastorno generalizado del desarrollo

(F84.0) Autismo en la nifiez
(F84.1) Autismo atipico
(F84.2) Sindrome de Rett

(F84.4) Trastorno asociado a hiperactividad con retraso mental y
movimientos estereotipados

(F84.5) Sindrome de Asperger

e (F88) Otros trastornos del desarrollo psicolégico

e (F89) Trastornos del desarrollo psicoldgico sin especificar

(F90-F98) Trastornos emocionales y del comportamiento que aparecen
habitualmente en la nifiez o en la adolescencia

e (F90) Trastornos hipercinéticos

(F90.0) Trastorno de la actividad y la atencion

(F90.1) Trastorno hiperquinético de la conducta

e (F91) Trastornos de conducta

(F91.0) Trastorno de conducta confinado al entorno familiar
(F91.1) Trastorno de conducta dessocializado

(F91.2) Trastorno de conducta socializado
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e (F91.3) Trastorno negativista desafiante
(F92) Trastornos mixtos de conducta y emociones
e (F92.0) Trastornos de conducta depresivos
(F93) Trastornos emocionales especificos en el comienzo de la nifiez
e (F93.0) Trastorno de ansiedad por separacion de la nifiez
e (F93.1) Trastorno de ansiedad fdbica de la nifiez
e (F93.2) Trastorno de ansiedad social de la nifiez

e (F93.3) Trastorno de rivalidad fraternal

(F94) Trastornos de funciones sociales especificos del comienzo de la nifiez y

la adolescencia
e (F94.0) Mutismo selectivo
e (F94.1) Trastorno del vinculo reactivo de la nifiez
e (F94.2) Trastorno del vinculo desinhibido de la nifiez
(F95) Tics
e (F95.0) Tic transitorio
e (F95.1) Tic cronico motor o vocal
e (F95.2) Tic combinado vocal y multiple motor (Gilles de la Tourette)

(F98) Otros trastornos emocionales y de comportamiento iniciados
normalmente en la nifiez y en la adolescencia

e (F98.0) Enuresis nocturna

e (F98.1) Encopresis

e (F98.2) Trastorno de la alimentacion de la infancia y la nifiez
e (F98.3) Pica de la infancia y la nifiez

e (F98.4) Trastornos del movimiento estereotipados

e (F98.5) Tartamudez

e (F98.6) Desorden lingtistico

(F99) Trastornos mentales sin especificar
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e (F99) Trastorno mental no especificado en otra parte
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Anexo lll. Diccionario de las variables

Pregunta del cuestionario Nombre de la variable

Are you self-employed? self_employed

How many employees does your company or
o n_employees
organization have?

Is your employer primarily a tech
L tech_company
company/organization?

Is your primary role within your company related

to tech/IT? tech_it_role

Does your employer provide mental health

) employer _mental_health benefits
benefits as part of healthcare coverage? PIoyer_ - -

Do you know the options for mental health care
available under your employer-provided employer_mental_health_options
coverage?

Has your employer ever formally discussed
mental health (for example, as part of a wellness employer_discussed _mental_health
campaign or other official communication)?

Does your employer offer resources to learn
more about mental health concerns and options employer_offer_resources
for seeking help?

Is your anonymity protected if you choose to

take advantage of mental health or substance

abuse treatment resources provided by your
employer?

employer_anonymity protected

Do you have medical coverage (private
insurance or state-provided) which includes medical_coverage
treatment of \xaOmental health issues?

Do you know local or online resources to seek

) know_local_or_online_resources
help for a mental health disorder?

Do you have previous employers? previous_employers
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Have your previous employers provided mental
health benefits?

previous_employers_mental_health_benefits

Were you aware of the options for mental health
care provided by your previous employers?

previous_employers_aware_mental_health_options

Did your previous employers ever formally
discuss mental health (as part of a wellness
campaign or other official communication)?

previous_employer_discussed_mental_health

Did your previous employers provide resources
to learn more about mental health issues and
how to seek help?

previous_employers_provide_resources

Was your anonymity protected if you chose to
take advantage of mental health or substance
abuse treatment resources with previous
employers?

previous_employer_anonymity protected

Do you have a family history of mental illness?

family_history_mental_illness

Have you had a mental health disorder in the
past?

past_mental_health_disorder

Have you been diagnosed with a mental health
condition by a medical professional?

diagnosed_by medical professional

What is your age? age
What is your gender? gender
What country do you live in? country
us_state

What US state or territory do you live in?

What country do you work in?

country_work

What US state or territory do you work in?

us_state_work

Do you work remotely?

work_remotely




