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Resumen del Trabajo:

Es habitual entre los aficionados al running, buscar rutas en alguna zona de interés.
Hay herramientas que permiten hacer este tipo de busquedas, filtrando por distancia,
locacion, etc. No obstante, una vez aplicados todos los filtros aparecen rutas
duplicados o muy similares, creando asi mucha entropia y dificultando el proceso de
busqueda.

En este trabajo se propone hacer un agrupamiento de rutas para identificar aquellas
gue son Unicas en una zona determinada. Se propone usar un algoritmo basado en k-
means incremental que agrupe las rutas disponibles, y posteriormente en un
momento indeterminado en el tiempo, dada una nueva ruta ingresada al sistema,
decide si esta debe ser asignada a un cluster ya creado debido a su similitud con las
rutas que lo conformen, o se debe crear un nuevo cluster ya la ruta es lo
suficientemente distante a las demas.

En este trabajo se estudiard la mejor manera de representar las variables de una ruta,
considerando feature engineering y técnicas de reduccion de dimensionalidad que
facilite y mejore los resultados del algoritmo de agrupamiento. Asi mismo, se
estudiardn los efectos sobre el rendimiento y las medidas de error intra e Inter grupos
al considerar diferentes valores de threshold.

Al final se espera entregar un aplicativo que permita visualizar las rutas Unicas,
filtrarlas, introducir nuevas rutas y ver informacién relacionada como: duracién,
elevacion, distancia, velocidad promedio, entre otras.




Abstract:

It is common among running fans look for trails in some location of interest. There are
tools that allow runners to do this kind of searches, filtering by distance, location, etc.
However, once all the filters are applied, the result is duplicated trails or very similar
ones, creating a lot of entropy and hindering the process.

In this work it is proposed to make a grouping of trails to identify those that are unique
in a given area. It is proposed to use an algorithm based on incremental k-means that
clusters the available running trails, and later at some moment in time, given a new
trail entered into the system, decides whether it should be assigned to a cluster
already created due to its similarity with the trails that make it up, or a new cluster
must be created since the trail is distant enough from the others.

In this work it is studied the best way to represent the variables of a running trail,
considering feature engineering and dimensionality reduction techniques that
facilitate and improve the results of the clustering algorithm. Likewise, the effects on
performance and intra and intergroup error measures will be studied when
considering different threshold values.

In the end, it is expected to deploy an application that allows viewing the unique
routes, filtering them, introducing new routes and seeing related information such as:
duration, elevation, distance, average speed, among others.
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1. Introduccidon

1.1 Descripcion y justificacion del trabajo

En los ultimos afios las personas han empezado a practicar diferentes deportes como
alternativa para mantenerse en forma, no solo indoor como puede ser el crossfit, sino
outdoor como lo son el running o el cycling. Es habitual ver que se promocionan
maratones o medias maratones para apoyar alguna causa, o simplemente para
competir a diferentes niveles.

Las personas en el caso del running, siempre estan buscando nuevas rutas cerca a sus
hogares o trabajo, para realizar entrenamiento que los prepare para las diferentes
competencias. Sin embargo, no es facil encontrarlas, asi que para ello utilizan
herramientas de busqueda de rutas gratuitas, que permiten buscarlas filtrando por
distancia, tipo de deporte, velocidad, locacidon etc. No obstante, una vez aplicados
todos los filtros se obtienen rutas duplicados o muy similares, creando asi mucha
entropia y dificultando el proceso de busqueda.

Con este trabajo se pretende atacar este problema, por medio de la aplicacion de un
algoritmo de clustering, que permita identificar las rutas que son similares entre ellas,
crear un clister y sélo mostrarle al usuario las rutas que son verdaderamente
diferentes. Sin embargo, esto no es posible realizarse por medio de los métodos
tradicionales de agrupamiento por dos razones: la primera es que no es posible saber a
priori cuantos clusters se van a realizar, porque no se sabe cuantas rutas podrian
existir en una zona determinada, o cuantas nuevas pudieran crearse a futuro, y la
segunda (muy de la mano con la primera), es que es un proceso incremental, es decir,
no se tienen todas las posibles rutas dispuestas en el tiempo t=0, porque a medida que
un usuario vaya creando rutas, estas seran agrupadas, pero esto puede ocurrir en
cualquier momento indeterminado en el tiempo, asi que se debe utilizar un modelo
gue permita realizar diferentes procesos de agrupamiento, que permita conservar la
informacién de los clusters ya creados y cuando aparezca una nueva ruta, decida si se
asigna a un cluster existente o si se debe crear otro completamente nuevo. Para esto
se hara uso del método de aprendizaje incremental, mas especificamente del
algoritmo incremental K-means.

En la siguiente figura se expone un ejemplo sencillo del resultado esperado de un
algoritmo de aprendizaje incremental, aplicado a la clasificacidon de imagenes[11]:

Additional classes Updated Network

cluster1 — cluster 0

Base Network cluster 2

cluster 1

cluste:(l l
[

cluster 1 cluster 2

Incremental Learning

Figura 1: Ejemplo de incremental learning. Fuente:[11]

1



En la figura 1 se observa como partiendo de dos clusters, uno de perros y otro de
aviones, se le pide al algoritmo que en un segundo paso agrupe nuevas imagenes, que
son de gatos y gallos. El algoritmo decide que hay similitud entre perros y gatos,
seguramente por ser mamiferos y mascotas, pero el gallo no es un mamifero y
tampoco es un medio de transporte como el avidn, asi que se crea un nuevo cluister de
gallos.

En este trabajo se estudiara la mejor manera de representar las variables de una ruta,
considerando feature engineering y técnicas de reduccidn de dimensionalidad que
facilite y mejore los resultados del algoritmo de agrupamiento. Asi mismo, se
estudiardn los efectos sobre el rendimiento y las medidas de error intra e Inter grupos
al considerar diferentes valores de threshold.

Al final se espera entregar un aplicativo que permita visualizar las rutas Unicas,
filtrarlas, introducir nuevas rutas, graficar mapas y ver informacién relacionada como:
duracidn, elevacidn, distancia, velocidad, entre otros.

1.2 Motivacidon

La ciencia de datos se piensa que sdlo estd para solucionar problemas en ambitos de la
ciencia o los negocios, pero la verdad es, que la ciencia de datos tiene aplicaciones en
cualquier ambito de la vida humana. Es por esto por lo que con este trabajo se quiere
hacer una aproximacion del uso de la ciencia de datos, para mejorar la experiencia de
practicantes de deportes de exterior, pero a su vez avanzar un poco mas en el estudio
de modelos de machine learning no supervisados y de aprendizaje incremental que
permita resolver muchos mas problemas de la vida cotidiana.

2. Objetivos del Trabajo

En este apartado se detallan los objetivos que guian este trabajo de investigacion.
Desde el punto de vista mas general, pasando por los pasos a seguir para alcanzar ese
objetivo y finalmente planteando la hipdtesis que con este trabajo se desea
comprobar.

2.1 Objetivo general

Desarrollar un algoritmo de aprendizaje incremental que sea capaz de identificar de
forma automatica nuevas rutas cuando estas son introducidas en el sistema y a la vez
identificar todos los trails que son iguales o similares para que estos sean mostrados al
usuario de forma Unica.

2.2 Objetivos especificos
e Encontrar la mejor manera de representar variables de los tracks para ser
usados por el algoritmo de agrupamiento.
e Comparar las metodologias de busqueda de threshold adecuado, y encontrar el
mejor threshold para el caso especifico.
e Realizar analisis de sensibilidad sobre el algoritmo desarrollado para comprobar
su robustez.



e Desarrollar un aplicativo que permita: visualizar las rutas y su informacion
completa, filtrar rutas, introducir rutas nuevas.

2.3 Preguntas de investigacion
Establecidos los objetivos generales y especificos, se pretende resolver las siguientes
preguntas para alcanzarlos:

- ¢éQué transformacién o configuracién de variables de las rutas se requieren
para que un buen funcionamiento del algoritmo de agrupamiento?

- ¢Es posible encontrar un threshold “optimo” que maximice el resultado del
algoritmo?

- ¢Cual estrategia de seleccidn de threshold resulta ser mds apropiada para elegir
dicho parametro?

3. Metodologia

En este apartado se detallan las metodologias a utilizar, desde un punto de vista
general, hasta el mds especifico donde se tocan temas como: algoritmos, software,
ambientes de desarrollo y herramientas.

3.1 Metodologia general

Para la metodologia general se piensa hacer uso de la metodologia CRISP [32],
considerando que este es un proyecto en el fondo de desarrollo de software, que
permite cumplir los requerimientos de un cliente y necesidades de unos usuarios que
en este caso son los usuarios de deportes de exterior.

Entendimiento del problema: La primera parte es la de entender a profundidad el
problema a resolver, por lo que se requiere documentarse sobre diferentes temas
como: manejo de archivos .gpx que son como estan almacenados los datos GPS de las
rutas, técnicas de agrupamiento, medidas de rendimiento de agrupamiento, ejemplos
de algoritmos de aprendizaje incremental, software disponible para resolver
problemas similares y herramientas de visualizacion.

Entendimiento de la data y preparacion: como se mencionaba es una data en formato
.px que debe ser explotada de cierta manera ya que es un formato semiestructurado.
Asi mismo se requiere entender las variables que se tienen de cada una de las rutas y
estas como pueden ser representadas para alimentar el modelo.

Modelado: En esta fase se hara uso de diferentes prototipos que se iran desarrollando
de manera incremental para poder corregir desviaciones tempranas y perder la menor
cantidad de tiempo posible. Se evaluardn diferentes técnicas de programacion y
configuracion de pardmetros para saber cudl tiene mejor rendimiento. En este punto
se empieza un proceso iterativo con el procesamiento de la data, ya que el tipo de
variables y cantidad deben ir en sintonia con el modelo.



Evaluacidon: Se probaran diferentes
indicadores de rendimiento para medir
la eficiencia del modelo, entre ellos:
tiempo de procesamiento, error entre
los grupos, error dentro de los grupos,
entre otros. Dependiendo de los
resultados que se obtengan de las
primeras evaluaciones se decidira si se
inicia 0 no una nueva iteracién desde el
principio, es decir desde el
entendimiento del problema, pasando
por el entendimiento y procesamiento
de la data, hasta ajustes en el modelo.
Este es precisamente el poder que tiene
esta metodologia de no esperar hasta
que se tenga todo el producto
terminado para hacer ajustes de
manera rapida y 4agil. Este ciclo es
posible observarse en la figura 2.
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Figura 2: Metodologia CRISP-dm. Fuente:[31]

Despliegue de solucion: Finalmente cuando se ha comprobado que la formulacion del
algoritmo resuelve el problema planteado y responde a las preguntas de investigacion,
se procederd a desarrollar el artefacto empaquetado que podra ser usado por el
usuario. Este se espera que sea un software on-premise, desarrollado principalmente
en Python, con librerias de creacién de interfaces como por ejemplo tkinter.

3.2 Metodologia especifica

La metodologia especifica corresponde a la estrategia de desarrollo del artefacto final.
Lo cual incluye algoritmos, lenguaje, estrategia de programaciéon y ambiente de
desarrollo.

3.2.1 Lenguaje y ambiente de programacion

El lenguaje seleccionado es Python 3.7, con el cual se piensa desarrollar el algoritmo
desde cero. Se evaluard si una programacién orientada a objetos es la mds adecuada o
si se requiere una programacién estructurada o una estrategia de programacién
modular. Para el IDLE se hara uso de Spyder, el cual hace parte de la plataforma
integradora de desarrollo ANACONDA. Se escoge esta alternativa porque se considera
gue es la mas profesional entre todas las demas y por su facilidad para visualizar los
datos, variables y diagramas.

3.2.2 Algoritmos

El algoritmo de referencia sera el expuesto en [12], donde se ilustra de manera clara
como opera el algoritmo de k-means incremental. No se pretende hacer uso de
librerias como puede ser scikitlearn, sino programarlo desde cero, de tal manera que
permita la maxima flexibilidad posible en términos de: manipulacion de variables,



control parametros y persistencia de resultados. Sin embargo, se hard uso de otras
librerias como numpy, pandas, math y las relacionadas con el manejo de datos .gpx.

Se pretende desarrollar el artefacto por medio de la programacién de 5 prototipos de
manera incremental, donde en cada uno de los releases sea posible reproducir lo del
prototipo anterior, mas el objetivo del prototipo actual. En la seccidn de planificacion
de programa se detalla cada uno de estos prototipos y su resultado.

4. Planificacion del trabajo

El trabajo de fin de master esta dividido en 5 grandes entregas que brindan una
estructura clara del camino a seguir, asi como agrupan las actividades que cada una de
ellas conlleva:

PEC1 Definicion y planificacion de trabajo final de master
PEC2 Estado del arte o analisis del mercado del proyecto
PEC3 Disefio e implementacion del trabajo

PEC4 Redaccion de la memoria

PECS Presentaciéon y defensa del proyecto

A continuacion, se detalla cada una de las tareas a realizar en cada una de las entregas,
el tiempo de trabajo que conlleva, asi como el producto o los entregables que se hardn
a lo largo del plan de trabajo. Asi mismo, se detallan aspectos del software a
desarrollar.

4.1 Tareasy cargas de trabajo

PEC1:

Tarea: ‘ Seleccion de linea de investigacion

Descripcion: Dentro de las posibilidades de lineas de investigacién de machine
learning, se escoge la que vaya acorde a las asignaturas tomadas y a las motivaciones
personales.

Inicio Fin Horas trabajo | Tipo: Planificacion

19/02/2020 19/20/2020 2

Tarea: ‘ Documentacion general sobre el tema elegido

Descripcion: Después de elegir el tema, se requiere conocer un poco mas sobre el
problema especifico, y sobre las técnicas posibles a usar para su resolucion.

Inicio Fin Horas trabajo | Tipo: Documentacion

20/02/2020 23/02/2020 5

Tarea: ‘ Escritura del plan de trabajo

Descripcidon: Se plasman las ideas de metodologia para resolver el problema
planteado en la linea de investigacion tomando como base los formatos de TFM vy lo
encontrado en la documentacidn general.

Inicio Fin Horas trabajo | Tipo: Planificacion.

24/02/2020 01/03/2020 13




PEC2:

Tarea: \ Documentacidn especifica

Descripcion: Se deben leer articulos sobre el estado del arte de: clustering,
aprendizaje incremental, k-means, procesamiento de datos en streaming, reduccion
dimensionalidad, librerias para aprendizaje incremental.

Inicio Fin Horas trabajo Tipo: Documentacion

02/03/2020 20/03/2020 40

Tarea: ‘ Investigacion sobre herramientas

Descripcion: Los datos en formato .gpx son datos semi estructurados que deben ser
explotados de la manera adecuada. Se exploraran las librerias, APls y desarrollos
disponibles para ser integrados con Python.

Inicio Fin Horas trabajo | Tipo: Documentacién

06/03/2020 08/03/2020 8

Tarea: ‘ Realizacidn de pruebas preliminares

Descripcidn: Con base en lo encontrado en las dos tareas pasadas, se procederd a
hacer las pruebas del caso para comprobar el funcionamiento de las diferentes
librerias o desarrollos encontrados que serviran como ejemplo para el despliegue del
proyecto.

Inicio Fin Horas trabajo | Tipo: Codificacion

09/03/2020 13/03/2020 2

Tarea: \ Escritura y entrega preliminar de PEC2

Descripcidn: Se procederd a plasmar en documento lo encontrado en las tareas
pasadas con el propdsito de brindar un contexto mucho mds amplio del problema a
resolver y los enfoques que se han utilizado para resolver problemas similares. Se
espera recibir feedback y hacer los ajustes requeridos.

Inicio Fin Horas trabajo | Tipo: Documentacién

14/03/2020 16/03/2020 10

Tarea: ‘ Ajustes de la entrega de la PEC2

Descripcion: Después del feedback recibido se ajustara el documento, afiadiendo o
removiendo las referencias que sean necesarias. Cumplir con el formato establecido
para este fin.

Inicio Fin Horas trabajo | Tipo: Documentacién

17/03/2020 22/03/2020 5

PEC3:

Tarea: ‘ Procesamiento de data en formato .gpx

Descripcion: Se escribira el cédigo requerido para poder extraer de cada uno de los
datasets de rutas: elevacién, distancia, puntos del recorrido, tiempo, y que sea
graficada.

Inicio Fin Horas trabajo | Tipo: Codificacion

23/03/2020 29/03/2020 20




Tarea: \ Prototipo No.1 del modelo — agrupamiento sencillo

Descripcidon: En esta primera versidon se espera que el algoritmo pueda agrupar un
conjunto de datos establecidos que pueden ser de ejemplo. No se espera que lo haga
con nueva informacidn, sino en forma de batch.

Inicio Fin Horas trabajo | Tipo: Codificacion

30/03/2020 05/04/2020 20

Tarea: ‘ Prototipo No.2 del modelo — seleccion de variables

Descripcidon: Se obtendra la manera de representar las variables de las rutas,
posiblemente con técnicas de reduccién de dimensionalidad. Se probaran con el
modelo desarrollado en el prototipo No.1

Inicio Fin Horas trabajo | Tipo: Codificacion

06/04/2020 12/04/2020 20

Tarea: ‘ Prototipo No.3 del modelo — persistencia de parametros previos

Descripcidn: Para esta fase no solo se querrd que agrupe en batch, sino que ademas
agrupe nueva data. Por esto, se requerird encontrar la manera de hacer que el
modelo persista o almacene los parametros de la ultima ejecucidn y asi no empezar
de cero cuando llega una nueva informacion.

Inicio Fin Horas trabajo | Tipo: Codificacion

13/04/2020 19/04/2020 20

Tarea: \ Prototipo No.4 del modelo —threshold éptimo

Descripcion: Para este punto el modelo debe estar en capacidad de agrupar rutas
existentes y nuevas rutas, pero ahora se debera elegir el threshold “optimo”, por lo
gue se probara con: threshold constante, threshold incremental y threshold dindamico.
Se hara uso de indicadores de rendimiento para establecer el mejor y se hara andlisis
de sensibilidad de los parametros del algoritmo.

Inicio Fin Horas trabajo | Tipo: Codificacién

20/04/2020 29/04/2020 30

Tarea: ‘ Video llamada con directora de tesis

Descripcion: En esta llamada se espera presentar en vivo el trabajo ya realizado, para
ver el algoritmo operando y discutir sobre los puntos a mejorar y poder aclarar temas
gue hayan quedado durante el intercambio de correros que se dan periédicamente
entre estudiante y directora.

Inicio Fin Horas trabajo | Tipo: Presentacion

30/04/2020 30/04/2020 2

Tarea: ‘ Prototipo No.5 del modelo — Interfaz grafica — Entrega preliminar

Descripcion: En esta fase lo que se busca es introducir el modelo de ML a una interfaz
grafica que le permita al usuario filtras, visualizar y agregar nuevas rutas. En esta fase
habra trabajo de disefio también.

Inicio Fin Horas trabajo | Tipo: Codificacion

01/05/2020 16/05/2020 30




Tarea: ‘ Entrega definitiva PEC3

Descripcion: Con el feeedback recibido se espera hacer los ajustes del caso vy
completar la entrega establecida, considerando posibles cambios o modificacion de
codigo.

Inicio Fin Horas trabajo | Tipo: Codificacion

17/05/2020 23/05/2020 5

PEC4:

Tarea: ‘ Escritura y presentacién preliminar de la memoria

Descripcion: En esta fase se busca recoger todo lo que se ha hecho en las demas
entregas y ordenarlas de manera comprensible, siguiente un hilo conductor claro bajo
el formato establecido.

Inicio Fin Horas trabajo | Tipo: Presentacion

24/05/2020 04/06/2020 30

Tarea: ‘ Entrega definitiva de la PEC4

Descripcidn: Se espera entregar la memoria completa, considerando el feedback de la
directora de tesis, el formato establecido y las normas para citar.

Inicio Fin Horas trabajo Tipo: Presentacién

05/06/2020 10/06/2020 10

PEC5:

Tarea: ‘ Realizacion de la ppt

Descripcion: Se presentard en menos de 30 diapositivas el contenido del proyecto,
desde el contexto, pasando por el marco tedrico, algoritmo planteado,
experimentacién hasta llegar a los resultados. Se espera sea una presentacion para
todo tipo de publico, técnico y no técnico.

Inicio Fin Horas trabajo | Tipo: Presentacion

11/06/2020 15/06/2020 22

Tarea: ‘ Realizacion de video de presentacion

Descripcidn: Después de construida la pptx, esta sera la base del guion a seguir en el
video de presentacion para la sustentacién de tesis. Debe ser un video no mayor a 20
minutos. Es requerido que el estudiante aparezca en él.

Inicio Fin Horas trabajo | Tipo: Presentacion

14/06/2020 16/06/2020 3

Defensa publica:

Tarea: ‘ Debate virtual

Descripcidon: Durante una semana el jurado podra formular preguntas sobre el
proyecto, las cuales deben ser respondidas dentro de las 24 horas siguientes o antes
de la fecha de finalizacion del debate.

Inicio Fin Horas trabajo | Tipo: Presentacion

17/06/2020 24/06/2020 10




A continuacidn, se resumen el esfuerzo por cada tipo de tarea, considerando el
numero de actividades y las horas a emplear en ellas:

Tipo de tarea Conteo de tareas Horas totales % del total
Planificacién 2 15 5%
Documentacién 5 68 22%
Codificacidn 8 147 48%
Presentacion 6 77 25%

\ Totales: \ 21 ] 307 \

El plan estd disenado para que el 70% del tiempo sea invertido en aspectos que estén
directamente relacionados con el desarrollo del algoritmo, es decir: documentacién
mas codificacidn. El 30% restante es usado para la metodologia general y presentacién
de los resultados.

4.2 Diagrama de Gantt de tareas a realizar

Considerando que es un proyecto colaborativo donde la informacién debe estar
disponible practicamente en tiempo real entre director y estudiante, se decide hacer
uso de una plataforma libre llamada Trello, que junto con goodgantt permite gestionar
los proyectos de equipo. Se tiene la vista en Gantt como se ve a continuacion:

# @ [0 Tableros +o°e

TFM_ccuervor ¢ Personal @ Butler  KANBAN [NCYNEM - Mostrar mend

February 2020 March 2020 =

11 seeced TB e ox nom s un m v on sBle s s e 7 s wom o ow e m|worow e om

TFM_ccuervor seaw v
+ Inicio de curso *
Seleccion de linea de investigacion cc -
Documentacién general sobre el tema ele ec [ ]

+ Entrega PEC1 *
Escritura del plan de trabajo cc —
Documenacionspaics -
Investigacidn sobre herramientas e _

Realizacion de pruebas preliminares ce _
+ Preliminar PEC2 *

Escritura y entrega preliminar de PEC2 cc _

Ajustes de la entrega de la PEC2 _

Figura 3: Diagrama Gantt en Trello. Fuente: Autor

Pero también es posible ver las tareas en formato Kanban, logrando saber qué hay en
proceso, qué ya se ha ejecutado, qué esta préoximo a vencer o qué todavia estd en lista
de tareas sin arrancar:

# @ O Tableros Q W Trellr

TFM ccuervor @ Personal @& Privado @ Invitar @ Butler KANBAN

Lista de tareas == En proceso Hecho o + Afiada otra lista
& 29 de mar, )
+ Afada una tarjeta (=] + Afiada una tarjeta (=]

Prototipe No.1 del modelc -
agrupamiento sencillo

@ 5de abr.

Prototipo No.2 del modelo —
seleccion de variables

® 20 de mar.

Prototipo No.3 del modele —
persistencia de pardmetres previos

® 31 de mar.

Figura 4: Diagrama kanban en Trello. Fuente: Autor



El diagrama es publico y se puede encontrar en el siguiente enlace:
https://trello.com/b/NZleBOTC/tfmccuervor Para el caso del kanban no se requiere
nada adicional, para el caso del diagrama Gantt sélo es cuestion de agregar un
complemento al navegador llamado Good Gantt.

5. Marco tedrico y trabajos relacionados

En este apartado se abordardn los temas relacionados con el proyecto que
comprenden tanto el estado actual del problema de busqueda de rutas de deportes de
exterior, asi como los conceptos tedricos relacionados con agrupamiento, aprendizaje
incremental, agrupamiento incremental, reduccidon de dimensionalidad y finalmente se
hace revisidn de las herramientas usadas para manipular y visualizar datos en formatos
GPX con ayuda del lenguaje de programacion Python.

5.1 Explotacién de datos GPS y rutas

Gracias a que la humanidad hoy en dia estd mucho mas conectada que hace unas
décadas, es posible obtener registro de los lugares visitados por medio de la
georreferenciacion, de hecho, es posible trazar rutas habituales de las que una persona
hace uso cada dia. Esto se ha convertido en una muy rica fuente de informacién que
abre posibilidades de hacer diferentes tipos de analisis en dmbitos como: deporte,
logistica, transito, politicas publicas, etc.

No se tienen muchos trabajos relacionados con la explotacién de datos por medio de
aprendizaje automatico de deportes de exterior como es correr (running) y montar en
bicicleta (cycling), pero se encuentran trabajos como [1], que expone las
vulnerabilidades (identificar lugar de vivienda, rutina diaria, lugares frecuentes, etc) a
las que una persona se expone al hacer uso de aplicaciones de rutas que no protegen
la privacidad de su informacion como lo son Strava?!, Endomondo? o Movescount?®. Asi
que el enfoque ha sido mas hacia crear aplicativos que permitan llevar un registro
seguro y privado de los movimientos de los usuarios. Es por esto, y otras razones que
poder crear un aplicativo que agrupe las rutas sin necesidad de saber quien las creo, se
vuelve un aporte significativo.

Por otra parte, el uso de datos GPS de rutas y aprendizaje automatico es mas
extendido en otros ambitos, por ejemplo, en [2] se hace uso de la regresién multiple,
K-NN(k-nearest neighbours),validacion cruzada y analisis de componentes principales
(PCA), para clasificar las rutas de una ciudad croata vy asi lograr tener un mejor
entendimiento del transito y congestidon vehicular en dicha ciudad. Se evidencia
ademas la importancia de usar reduccidn de dimensionalidad para mejorar el
rendimiento computacional y manejar registros con gran nimero de variables. Sin
embargo, el uso de K-NN no es apropiado para manejar un problema incremental, ya
gue es un algoritmo de clasificacidn de tipo lazy learning method [4], es decir, que no
crea un modelo en si, sino que va actualizdndose cada vez que llega una nueva
instancia, y requiere que se almacene toda la data, que es lo que precisamente no se
desea en este proyecto.

! Strava: https://www.strava.com/
2 Endomundo: https://www.endomondo.com/
3 Movescount: http://www.movescount.com/es/
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Otro ejemplo es el de [3], donde se hizo uso del algoritmo de agrupamiento k-means
gue minimiza la suma de cuadrados del error (WCSS — within-cluster sum of squares),
para tipificar y encontrar similitudes o diferencias entre las rutas de paratransito en la
ciudad de cabo, Africa del sur. Este algoritmo pudo identificar 3 tipos de rutas:
troncales, intermedias y alimentadores, haciendo seleccion de variables como:
distancia, velocidad, nimero de pasajeros, nimero de paradas, entre otras. De este
trabajo es importante considerar qué variables pueden ser relevantes al momento de
trabajar con rutas y, ademas, que al parecer PCA no siempre es concluyente al querer
reducir la dimensionalidad de un conjunto de datos.

5.2 Algoritmos de Agrupamiento

Los algoritmos de agrupamiento son los que hacen parte del aprendizaje no
supervisado del aprendizaje automadtico. Se caracterizan porque basan su
entrenamiento en un juego de datos sin etiquetas o clases establecidas con antelacion.
Como se menciona en el primer capitulo de [4], su objetivo principal es encontrar
clusteres o segmentos similares en los juegos de datos.

Estos algoritmos pueden ser de dos tipos:

Los métodos jerdrquicos, que producen una organizacion jerdrquica de las instancias
que forman el conjunto de datos, haciendo posible diferentes agrupaciones
dependiendo de lo que se observe en el dendrograma.

Los métodos particionales, que generan clusteres de instancias que no responden a
ningun tipo de organizacidn jerarquica.

{dy. dy, ds, du, ds, ds, ds, ds}
{dy, ds. dg, dr, ds}
{ds, dg. dr, ds}

{dodrds} (A )

K (gy d
d 1 d? d:'a d 1 d& d{i d? d&‘

(a) Agrupamiento jerarquico (b) Agrupamiento particional

{dy, dy. d;)

dy, d
tdh, b} {dr, ds)

Figura 5: Métodos de agrupamiento. Fuente: [4]

En la figura 5, es posible ver graficamente el ejemplo de estos dos tipos de
agrupamiento. El primero en la figura 5.a, permite ir agrupando los elementos a
medida que se va subiendo por el dendrograma, lo que posibilita la eleccién del
numero de clisteres. En la figura 5.b, se observa que no hay ningun tipo de jerarquia,
sencillamente se agrupan los elementos dependiendo de criterios de cercania o
similitud y numero deseado de clusteres (k).

Estos algoritmos permiten, una vez creados los clusteres, determinar a qué grupo
pertenece una nueva instancia, lo que lo habilita para realizar analisis predictivos.
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5.2.1 Agrupamiento Jerarquico

Como se menciona en el capitulo siete de [4], el agrupamiento jerdrquico (hierarchical
clustering o HC, en inglés) es un método de agrupamiento no supervisada que busca
construir una jerarquia de clisteres en el conjunto de datos.

Hay dos tipos de algoritmos de agrupamiento jerdrquico con enfoques inversos:

El algoritmo aglomerativo (Agglomerative Hirerchical Clustering, AHC): Este inicia
desde una fragmentacién completa de los datos, es decir, cada dato es un grupo y
fusiona los clusteres progresivamente hasta que todos los datos pertenecen a un Unico
grupo. Esta estrategia es conocida como bottom-up. Este resulta ser muchas veces
mas sencillo porque existe un Unico modo de unir cldsteres, mientras que existen
muchas maneras de separar un conjunto en mads elementos.

El algoritmo divisivo (Divisive Hirerchical Clustering, DHC): Es inverso a AHC e inicia con
un Unico grupo que contiene todas las instancias y lo va dividiendo de forma recursiva
hasta obtener un grupo para cada dato. Esta estrategia se le conoce como top-down.
Suele ser mas eficiente que el aglomerativo, porque no se suele llegar al final del arboal,
es decir al punto donde cada instancia es un grupo por si solo, asi que se define un
criterio de parada.

En la figura 6, es posible comparar los algoritmos y pseudocddigos de agrupamiento
jerdrquico aglomerativo (figura 6.a) y divisivo (figura 6.b). Como se observa cada uno
se enfrenta a consideraciones particulares. Por ejemplo, el aglomerativo debe decidir:

Cédmo calcular la distancia entre dos puntos: la cual suele ser la distancia euclidea, pero
dependiendo el problema puede ser otra, ejemplo Manhattan.

Cémo determinar la distancia minima entre dos grupos: se refiere a la manea de
determinar si dos grupos se encuentran cercanos o no. Para esto se hace uso del
concepto de linkage o enlace. Hay diferentes tipos como, por ejemplo:

a) Enlace simple: Se basa en la distancia minima entre dos miembros de diferentes
grupos.

d(A,B) = min{d(ai,bj) a; € A,bj € B} (1)
b) Enlace completo: Se basa en la distancia maxima entre dos miembros de
diferentes grupos.

d(A, B) = max{d(a; b;) a; € A, b; € B} 2)

c) Enlace medio: Se basa en tomar el promedio de todos los miembros de los
grupos a los que se quiere determinar su distancia. Trata de corregir la
sensibilidad a los outliers de los dos enlaces anteriores.

1
A(4,B) = e Z Z d(a;, by) 5

a;€EAbjEB
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Algoritmo 1 Pseudocédigo del agrupamiento jerdrquico Algoritmo 2 Pseudocadigo del agrupamiento jerarquico di-
visivo (DHC)
Entrada: D (conjunto de datos individuales)

Crear claster inicial €' = {D} y marcarlo como «abierto»

aglomerativo (AHC)

Entrada: D (conjunto de datos individuales)

Inicializar (=0 mientras (existe un clister abierto) hacer
Inicializar el conjunto de clisteres C; = D Encontrar el clister abierto ¢ € C
mientras ‘CE‘ > 1 hacer Sl](:;f n{o mjimplcdla (;ndlmon cio parada) entonces
. . ividir ¢* =cf U S U ... U ¢
Encontrar ¢, ¢; € C tal que la distancia d(e;, c;) sea i e m
o ' parai=12,..., m hacer
nninima Crear el clister ¢ como descendiente de ¢
Crear ¢, = ¢; U ¢; como padre de los clisteres ¢; 1 ¢; fin para
. Tareny o o
Actualizar Cpyq = Oy — {¢,¢5} U, ) Marcar ¢ como «cerradoy
si no
(=(+1
. + Marear ¢ como «cerradoy
fin mientras (a) fin si (b)
devolver C fin mientras

Figura 6: Pseudocddigo algoritmos AHC y DHC. Fuente: [4]

d) Enlace centroide: Sera el cdlculo de la distancia entre los dos centroides de los
grupos a comparar. Es mas eficiente computacionalmente porque no requiere
iterar sobre todos los puntos. Este criterio es el que se usard en este proyecto
para determinar la distancia entre dos grupos, ya que en algoritmos de
particion de agrupamiento como k-means también se requiere determinar la
distancia entre dos grupos.

Por su parte el algoritmo divisivo debe tener en consideracion:

e La profundidad maxima del arbol resultante, ya que no siempre se querra llegar
al ultimo nivel donde cada instancia es un grupo, ya que no aporta informacién
atil.

e El nimero mdaximo de instancias que deberan de tener los grupos. Ya que se
debe tener control sobre el balance entre los grupos y no dividir grupos que ya
son muy pequeios.

e Un valor maximo para una medida de similitud. Es decir, los grupos que no
superen el umbral establecido no seran divididas otra vez, ya que presentan un
nivel de cohesidn suficiente.

5.2.2 Agrupamiento Particional

Asi como en el caso aglomerativo, es un algoritmo no supervisado que se basa en la
particién de n datos o instancias en un nimero determinado de k clusteres, donde
cada instancia pertenece al grupo cuya distancia es menor.

Con esta primera definicién obtenida del capitulo ocho de [4], es claro que se pueden
tener muchas variantes considerando diferencias en como se obtiene la medida de
distancia, cdmo se calculan los centroides o si se hace una particién dura o suave, asi
que el algoritmo mas popular es el k-means, pero existen otros como es el k-medians,
k-medoids o el fuzzy c-means, por nombrar algunos.
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5.2.2.1 Algoritmo k-means

Coémo se menciond es el algoritmo mas popular, el cual se puede dividir en dos
grandes fases. La primera es de inicializacién, donde se eligen los centroides de los k
clusteres que se desea partir (deben ser ingresados a priori). La segunda, es la fase
iterativa donde, asignar cada instancia a un grupo, dependiendo de la distancia minima
entre esta y cada centroide, después se procede a actualizar el centroide después del
agrupamiento. En la figura 7 es posible ver el pseudocédigo del algoritmo.

Algoritmo 3 Pseudocadigo del algoritmo k-means

Entrada: D (conjunto de datos) y k (nimero de clasteres)
Inicializar los clasteres vacios P = {p;,pa, ..., P}

Seleccionar los centroides iniciales (1, (o, ..., (x
mientras (Condicion de parada no satisfecha) hacer
para todo d; € D hacer
Asignar la instancia d; al claster p; | d(d;, ¢;) es mi-
nima
fin para
para todo p; € P hacer
Recalcular ¢; segun los valores d; € p;
fin para
fin mientras

devolver El conjunto de clisteres P

Figura 7: Pseudocddigo de k-means. Fuente: [4]

Después de analizar el algoritmo de la figura 7, es claro que quedan interrogantes
relacionadas a como operarlo, ya que se pueden generar variantes. Por ejemplo, la
inicializacién de los centroides, estos pueden ser iguales a las coordenadas de alguna
instancia o no. En caso de que no, deben estar dentro del rango. La manera mas usual
de inicializarlos es de manera aleatoria:

{i =rand(d;)|d; € D,i = {1,2, ..., m} (4)

En este caso se elige una de las instancias dentro de las m que hay en el conjunto de
datos de manera aleatoria. Esto provoca que la semilla del algoritmo cambie cada
momento que se inicializa, pero se soluciona después de correrlo varias veces y
determinar el centroide.

A pesar de que la inicializacién aleatoria es buena en la mayoria de los casos, hay otras
formas de inicializar k-means como se presenta en [7], donde se hace la comparacion
de cuatro métodos diferentes: Forgy, Aleatorio, MacQueen y Kaufman. Esto
considerando que, como se menciond anteriormente, el punto de partida puede
alterar el resultado del algoritmo y en muchos casos ser determinante. En ese trabajo
se concluye que el método Aleatorio y Kaufman presentan los mejores resultados al
comparar la distribucion de probabilidad del error cuadratico, ademas de ser menos
dependientes del orden de inicio de las instancias.

Para el caso de este proyecto considerando que es un aprendizaje incremental y donde
se tiene el supuesto de que no se tiene toda la data de entrenamiento a priori, no cabe
la posibilidad de elegir un punto de inicio de los centroides, ya que estaran dados de la
misma manera como vaya llegando la data.
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Otro aspecto para tener en cuenta es el cdlculo de la distancia, la cual suele ser el
resultado del calculo de la distancia euclidea, pero podria ser otra como la distancia
cuadrada media [6], o como se menciona en el capitulo dos de [4], la distancia
estadistica o de Gauss, la distancia de Mahalanobis o la distancia de Hamming para
atributos nominales o binarios.

El tercer aspecto para tener en cuenta es el recalculo de los centroides, el cual para el
caso de k-means, corresponde a la media de los puntos del grupo, por eso su nombre.
Sin embargo, como se vera mas adelante la variacién de esto genera diferentes
aproximaciones al problema.

Por ultimo, se tiene el criterio de parada, el cual como se vio en el algoritmo de ACH,
debia ser establecido, pero para este caso, la convergencia del algoritmo se da de
manera natural y ultimo ya que se detiene en el momento en el que todas las
instancias estén asignadas a algun grupo.

5.2.2.2 Algoritmo de k-medians

Es una variante del algoritmo de k-means, pero que en lugar de usar la media para
calcular los centroides (eficiente y facilmente interpretable, pero que presenta
problemas cuando los datos no estan distribuidos de manera simétrica), utiliza la
mediana. Es mas costoso computacionalmente, pero puede ser preferible en algunos
contextos especificos como por ejemplo cuando la distribucién es asimétrica o hay
presencia de outliers. Suele usar la distancia de Manhattan para determinar la
distancia de los puntos y los centroides.

5.2.2.3 Algoritmo de k-medoids

Este algoritmo propone el cdlculo de los centroides basado en las coordenadas de las
instancias que presentan menor disimilitud con las demas instancias del mismo grupo,
conocido como medoid. Claramente tiene un costo computacional elevado porque
deberd saber la distancia de cada punto con todas las instancias del grupo al que
pertenece y elegir el que tenga la minima distancia total. Sin embargo, es mucho mas
robusto ante el ruido y los outliers.

5.2.2.4 Fuzzy C-means

Es una generalizaciéon de los métodos anteriores. Construye una particion difusa o
suave mientras que los otros métodos construyen una particion disjunta o dura. La
idea se basa en que no todas las instancias tienen la misma relacidon de pertenencia
con el grupo o segmento. Como resultado se tendrd la probabilidad de pertenecer a
cada uno de los clusteres P = {p1, p2, p3,...,pk} dependiendo de la distancia con cada
centroide. Asi que sera util para cuando se quiera medir el grado de pertenencia de
una instancia a cada grupo. Se considera una particién suave del conjunto de datos D,
si y sélo si, se cumplen las siguientes dos restricciones expuestas en [5]:

vd;eD,vp;eP 0= pupj(d) <1 (5)
vd; €D,3p; € P talque up;j(d;) >0 (6)
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Donde upj(di) denota el grado en el que la instancia di pertenece al cluster pj.

Z upj(d;)) =1 Vvd; €D (7)

p}'EP

Por otro lado, si la particion suave cumple la restriccion de la ecuacion (7), se dice que
es una particion suave restringida, donde la suma de todos los grados de pertenencia
de una instancia a los grupos debe ser igual a 1. Si esto ocurre se pueden presentar
resultados como el que se evidencia en la figura 8, donde cada una de las 20 instancias
tiene una suma de pertenencia igual a 1, repartida entre dos diferentes grupos.

o
- | Unununl
o
11 15 17 19

1 3 5 7 9 13 i 19
Figura 8: Resultado de particidn suave restringida. Fuente: [4]
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5.2.2.5 Meétricas de validacién y k éptimo

Los modelos no supervisados, a diferencia de los supervisados, no poseen etiquetas,
por lo que no es posible hacer uso de matrices de confusién o andlisis de curvas ROCy
obtencién de un valor de AUC. Sin embargo, como se ve en el capitulo cinco de [4], es
posible medir el rendimiento de los algoritmos de clustering con métricas de validacién
interna, como de validacidn externa, estas Uultimas asumiendo que se tiene
informacidn previa sobre la clasificacion de los datos.

La idea de las métricas internas es evaluar la cohesion (homogeneidad del cluster) y la
separacion (distancia entre los clusteres) de las particiones [22], y para esto se hace
uso de varias métricas o indices. Dentro de los mas tradicionales se encuentra el DUNN
index [4], el cual es la proporcidn entre la distancia minima entre puntos que no sea
del mismo cluster, ecuacién (8), y la distancia maxima entre cllsteres, ecuacién (9),
como se observa en la ecuacién (10):

diam(p) = max{d(xy, x,)} | x4, %, €EPp (8)
Donde x1 y x2, hacen referencia a dos puntos cualquiera de la particién p.

sep(p) = min{d(xy,x,)} | x, € D?,x, € D — DP (9)
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Donde Dp es el conjunto de instancias de la particidon p, y D-Dp, es el conjunto de
instancias restantes que no pertenecen a la particién p.

min sep(p) (10)

d = —— EP
i max diam(p) P

Es de esperar que cuanto menor sea este indicador, mejor serd el rendimiento del
proceso de agrupamiento.

Sin embargo, hay otras métricas un poco mas elaboradas como las que se mencionan
en [21]. En este mismo trabajo se muestra como la suma al cuadrado del error total de
los clusteres se puede desagregar entre la suma al cuadrado de los errores dentro-
grupos (SSW) y la suma al cuadrado de los errores entre grupos (SSB), de manera
analoga a como se hace en ANOVA.

SSW = Zk: Z d?(x,c;) (11)

i=1 x€p;
Sea k el nimero de clusteres, x un punto del clister pi y ci el centroide del clister pi.

k

SSB = znidz(u,ci) (12)

i=1

Sea k el nimero de clusteres, nj el nUumero de instancias en el cluster i, ci el centroide
del cluster iy u es la media de todo el data set.

Con los valores calculados en (11) y (12) que denotan cohesién y separacion
respectivamente, es posible calcular los siguientes indices:

SSwW
Ball & Hall = —— 13)
- _ SSB/(k—-1) (14)
Calinski y Harabasz = m

Siendo k el nimero de clusteres y n el nimero total de datos del set de datos.

) - SSB
Hartigan = log S (15)
Xu = d=xlog Y + log(k) (16)

Siendo d la dimensidn de los datos y n el nimero total de datos del set de datos.
También es posible medir qué tan bien agrupado esta un punto especifico dentro de su
grupo, por medio del coeficiente de Silhouette [22]:

17



b(x) —a(x)
max{a(x), b(x)} (17)

s(x) =

Donde b(x) es la distancia promedio de x a todos los demas puntos en el cluster mas
cercano, mientras que a(x) es la distancia promedio de x a todos los demas puntos del
mismo cluster.

S(x) puede variar entre -1y 1, donde: —1 = mal agrupamiento; 0 = indiferente

1 =bueno. Ahora, si se desea saber el desempefio de todo el agrupamiento:

n

1
== (18)
SC nz s(x)

1=1

Obtencion de k éptimo:

Calcular el k éptimo se reduce a ejecutar el algoritmo varias veces y en cada una de
ellas, a diferentes valores de k, medir su rendimiento con algin indice de los
anteriormente mencionados, y al final elegir la configuracién que tenga el mejor
rendimiento. Como se observa en [23] hay diferentes métodos visuales para hacer esta
eleccidén, entre los que se encuentra: a) el método del codo, que basa su métrica en la
suma del error dentro-grupos que se vio lineas arriba, y hay que elegir el nimero de
grupos tal, que al adicionar uno mds, no mejore mucho la suma total del error; b) el
promedio de silhouette, que se puede observar de manera grafica implementado en
Python? en la figura 9, c) Ademads, se tiene el método de Gap estadistico que se basa en
encontrar un valor de k tal, que al comparar la suma de errores dentro-grupos del
agrupamiento, sea mucho mayor al error dentro-grupos promedio, de las
agrupaciones hechas a subconjuntos de datos seleccionados de manera aleatoria con
una distribucién uniforme del conjunto original.

The silhouette plot for the various clusters. The visualization of the clustered data.

Chster labal

Feature space for the 2nd feature

-01 LX) az a4 26 ol ie =12 -14 -8 —£ —4 -z
The silheuete coaflicient values Feature space for the 1st feature

Figura 9: Ejemplo método silhouette para k=3. Fuente: Scikit-learn

5.2.2.6 Preclustering Canopy

Cémo se menciona en el capitulo 9 de [4], el preclustering es el conjunto de tareas que
se realizan previo a un proceso de agrupamiento, con el objetivo de reducir el nUmero

4 Scikit-learn: https://scikit-learn.org/stable/auto _examples/cluster/plot kmeans silhouette analysis.html
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de instancias a evaluar, y por ende el nimero de calculos es mucho menor. Es
especialmente utilizado para cuando el nimero de datos es demasiado grande.

Se divide principalmente en dos fases:

e Fase 1: Usar una métrica sencilla de distancia, para generar los canopies o
subgrupos superpuestos de instancias. Cada instancia podra pertenecer a mas
de un canopy, pero debera pertenecer a al menos uno.

e Fase 2: Se utiliza un método de agrupamiento (ya sea jerarquico o particional),
pero con la restriccion de calcular Unicamente distancias entre puntos que
pertenezcan al mismo canopy.

En la figura 10 es posible observar con mas detalle el pseudicédigo del algoritmo. En
sintesis, lo que define es un par de umbrales, denominados T1 y T2 (T2 < T1). Si la
distancia entre el punto elegido al azar y el nicleo del canopy que se esté evaluando es
menor a T1, este punto es anadido al canopy, pero si ademas el punto es inferior a T2,
no soélo se afiade al canopy, sino que ademads se elimina del conjunto de datos a
evaluar, ya que este punto no serd elegido mas adelante como nucleo de algun otro
canopy. Esto se hace hasta que el conjunto de datos quede vacio.

Algoritmo 4 Pseudocédigo del algoritmo Canopy
Entrada: D (conjunto de datos), 71,75 | Ty > T) (distancias)
mientras (D <> () hacer

Elegir un d; aleatoriamente e inicializar nuevo canopy
Wy = {d:}
Eliminar d; del conjunto de datos D = D — {d;}
para todo d; € D hacer
Calcular la distancia A;; = d(d;, d;) con la métrica
sencilla
si (A;; < T1) entonces
Anadir d; al canopy, esto es w, = w, U {d;}
fin si
si (A;; < T») entonces
Eliminar d; del conjunto de datos D = D — {d;}
fin si
fin para
fin mientras
devolver El conjunto de canopies

Figura 10: Pseudocddigo del algoritmo Canopy. Fuente: [4]

Este tipo de técnicas no sdlo ayudan a acelerar el proceso de agrupamiento en grandes
volumenes de datos, sino que, ademads, en algunos casos ha permitido mejorar el
resultado final.

5.2.2.7 ISODATA

Cémo se ha podido observar, los algoritmos de agrupamiento vistos hasta ahora tienen
la particularidad que se debe elegir el nimero de grupos, ya sea en un enfoque
jerdrquico (altura del dendrograma) o en uno particional (eleccién del numero de ks).
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Sin embargo, el algoritmo ISODATA (lterative self- Data Analysis Technique, por sus
siglas en inglés, mas la adicion de la dltima “A”)°, es una generalizaciéon de k-means,
gue permite separar, unir y eliminar grupos de manera dinamica [14], es uno de los
métodos mds usados en aplicaciones de procesamiento de imagenes en geociencias.
Aunque no tiene un criterio especifico de optimizacidn, si se asemeja a k-means, en
gue busca minimizar la distancia cuadrada media entre los puntos y sus centroides mas
cercanos, a lo que se conoce como la distorsidon promedio [6]. A pesar de ser dindmico
requiere de una serie de parametros para proceder, como son: numero inicial de
grupos, maximo numero de grupos, maxima desviacidén entre los puntos de un grupo y
su centro, la distancia minima entre dos grupos, maximo nimero de iteraciones, entre
otros mas. Este algoritmo de manera iterativa, dadas esas reglas, separa y une grupos,
de tal manera de encontrar la mejor distribucidon de puntos que minimice la distorsion.
Sin embargo, segun [14] es un algoritmo que puede llegar a la no convergencia.

De ISODATA se desprenden otros algoritmos como el que se presenta en [14], lamado
ISOCLUS, pero con una particularidad y es que no procesa la distorsion por media de la
suma de la distancia euclidea entre los puntos y su centroide, sino que hace uso de la
raiz cuadrada de la distancia media cuadrada, obteniendo resultados similares, pero
aumentando la velocidad de procesamiento.

5.2.3 Agrupamiento por densidad y cuadricula

Los algoritmos de agrupamiento se pueden categorizar en cuatro grupos: los
jerdrquicos, los particionales, los basados en densidad y los de grilla [20]. Hasta ahora
sélo se han presentado los jerarquicos y los particionales que suelen ser los mas
utilizados. Sin embargo, para los clusteres tienen formas irregulares, son de distinto
tamanio, diferente densidad, o hay demasiado ruido (outliers), lo adecuado es utilizar
algoritmos basados en densidad. Estos ultimos son capaces de reconocer clisteres de
formas arbitrarias, son robustos antes la presencia de ruido y escalables porque hacen
un Unico recorrido a los datos [24].

Hay varios algoritmos de densidad entre los cuales se encuentran:
e DBSCAN: Density Based Spatial Clustering of Applications with Noise
e OPTICS: Ordering Points To Identify the Clustering Structure
e DENCLUE: DENsity-based CLUstEring
e CLIQUE: Clustering in QUEst
e SNN (Shared Nearest Neighbor)

DBSCAN resulta ser uno de los mas utilizados. Tiene dos parametros principales que
son épsilon y minpts. Se denomina “core”, al conjunto de datos interiores de un cluster
con un numero minimo puntos minpts y un radio maximo de épsilon [24]. Todos los
puntos que estan por fuera de esta frontera son catalogados como “ruido”. En la figura
11 se observan como participan estos pardmetros en el algoritmo.

5 |SODATA:http://leefoxadvremote.blogspot.com/2014/10/unsupervised-isodata-classification.html
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Figura 11: Parametros de DBSCAN. Fuente: [24]

El algoritmo se basa principalmente en primero eliminar el ruido del conjunto de datos
y luego agrupar a aquellos datos restantes.

Basados en cuadricula:

Los métodos basados en cuadriculas cuantifican el espacio del punto u objeto en un
numero finito de celdas (hiper-rectdngulos) y luego realizan las operaciones requeridas
en el espacio cuantificado. La principal ventaja del método basado en grilla es su
rapido tiempo de procesamiento que depende del numero de celdas en cada
dimensiéon en el espacio cuantificado [20]. Hay varios algoritmos de esta naturaleza,
entre ellos CLIQUE (Clustering In QUEst), STING (Statistical Information Grid Approach
to Spatial Data), Wave Clustering, entre otros.

Otras alternativas:

Para solucionar el problema de realizar agrupamiento de informacién espacial, los
métodos basados en densidad o grilla no han sido los Unicos desarrollados. Existe otro
tipo de métodos que se basan en encontrar el perfil limite del clister, mas que en
encontrar todos los puntos que lo contienen. El algoritmo BPIC (boundary-profile-
based incremental clustering) en conjunto con BV-BPD (boundary-vector-based
boundary point detection) son un ejemplo de esto, disefiados para encontrar clusteres
con formas arbitrarias en conjuntos de datos que crecen dindmicamente [15], es decir,
gue hace uso de aprendizaje incremental, un concepto que se expondra mas adelante.
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5.3 Incremental learning

El aprendizaje incremental en un paradigma del aprendizaje automatico donde el
proceso de aprendizaje se da en cualquier momento que una nueva instancia aparece
y ajusta lo ya aprendido hasta el momento [8].

Una diferencia marcada con los modelos de aprendizaje automatico tradicionales es
que no asume la disponibilidad de un set de datos de entrenamiento suficiente a
priori, sino que aparecen a lo largo del tiempo.

Adopta su concepto de la manera como los seres humanos aprenden, ya que este es
incremental, donde un concepto es aprendido en un momento determinado y este es
refinado a medida que la persona aprende u obtiene nueva informacién y hechos. Hay
dos razones principales por las que el aprendizaje debe ser de esta manera para los
humanos [8]:

e Elflujo de informacidn es secuencial
e Lacapacidad de memoria y de procesamiento es limitada.

Se puede decir que un algoritmo es de aprendizaje incremental si presenta las
siguientes caracteristicas:

Puede aprender y actualizarse con cada nuevo dato etiquetado o sin etiquetar.
Conserva el conocimiento previamente adquirido.

No requiere acceso a los datos originales.

Genera una nueva clase o cluster cuando es necesario.

Serd de naturaleza dinamica con el entorno cambiante.

uhwnN e

Hay principalmente dos metodologias para lograr esto. En la figura 12 se presentan
estos dos enfoques. Por un lado, se tiene el método acumulativo de datos (figura 12.a),
el cual, cuando recibe una nueva porcidn de datos Dj, descartara la hipdtesis hj-1 y
desarrollara una nueva hipétesis hj, basado en todos los datos disponibles acumulados
hasta el momento. Por el otro lado, se tiene el método de ensamble de hipdtesis
(figura 12.b), el cual, cuando recibe una nueva porcion de datos Dj, se desarrolla una
Unica hipdtesis nueva o un conjunto de hipétesis nuevas basadas en los nuevos datos.
Después se usara un mecanismo para combinar todas las decisiones (que puede ser
por votacion) de diferentes hipdtesis para obtener la prediccién final.

El enfoque de aprendizaje incremental se basa en solucionar dos principales

problemas: 1) cdmo pasar el conocimiento ya aprendido al nuevo bloque de datos, 2)
como acumular la experiencia y el conocimiento ya adquirido.
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Figura 12: Métodos de aprendizaje incremental. Fuente: [8]

El aprendizaje incremental puede ser aplicado, tanto a modelos supervisados como no
supervisados. Dentro de los supervisados se tiene ejemplos como [8]: Learn++
(algoritmo para redes neuronales supervisadas), Genetic Algotihms y SVM (support
vector machines). En cuanto a los modelos no supervisados, se tiene: algoritmos CF1
(concept follower algorithm) y CF2 (concept follower with unlearning algorithm), los
dos basados en el algoritmo tradicional de clasificacion “Leader follower” [25].
Disefiados para lidiar con el “concept drift”, es decir, con los cambios que se generan
sobre el ambiente, ademas cuando los streams de datos no se encuentras etiquetados.
Estdn inspirados en la manera como el sistema visual humano se adapta a los cambios
del entorno o “concept drifts” y ajusta su conocimiento al recibir informacién sin
necesidad de que tenga alguna etiqueta.

Otro algoritmo importante, es la estructura de redes neuronales llamada ARTMAP. En
realidad, hay muchas versiones de esta misma arquitectura para diferentes tipos de
problemas, entre ellos el clustering. Esta arquitectura se desarrollé para el aprendizaje
supervisado incremental [26]. Dado su éxito, se crearon varios algoritmos modificados
para diferentes situaciones, como el ARTMAP gaussiano para el aprendizaje
incremental de datos ruidosos, la arquitectura hibrida del ARTMAP difuso y la red
neuronal probabilistica para el “on-line learning” y la “probability estimation”, las
estructuras celulares de aprendizaje permanente, el elipsoide ART y ARTMAP para la
agrupacion y clasificacién incremental, entre otros.

Estos algoritmos son usados para el aprendizaje incremental. Sin embargo, se
presentan problemas cuando se desea escalar a granes volimenes de datos. Los
modelos modernos de aprendizaje automatico sufren de “catastrophy forgetting”
(degradacién considerable del rendimiento cuando la data pasada ya no estd
disponible), cuando aprenden nuevas clases de manera incremental y el rendimiento
cae por datos perdidos de clases antiguas [9].

Para evitar esto se usan principalmente dos técnicas: “knowledge distilling” vy
mantener algunos ejemplos de las clases antiguas (exemplars), pero aun asi tienen
problemas escalando a un elevado nimero de clases. Esta data perdida genera dos
problemas a resolver: a) mantener el rendimiento de clasificacién y b) balancear entre
clases nuevas y antiguas.
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En [9] se propone el método BiaC (bias correction) para una CNN (convolutional neural
network) en la clasificacion de imdagenes. Permite corregir el problema b) de
desbalanceo entre clases nuevas y antiguas, y lo hace con un modelo lineal y un data
set pequefio de validacidn, asi que funciona mejor para grandes volimenes de datos.
Para evitar el “catastrophy forgetting”, se usan técnicas como el “knowledge distilling”,
o el almacenar datos, pero muchas veces cuando la data es masiva o la capacidad de
almacenamiento es reducida, la segunda opcién deja de serlo. En [10], se hace uso de
la técnica de “knowledge distilling”, para un algoritmo de reconocimiento de objetos,
donde buscan transferir el conocimiento sin necesidad de data, ademas introduce un
método de penalizacién de destilation, para conservar sélo la informacién mas
relevante.

Los algoritmos usados para la clasificacion de data no estructurada en ambientes de
grandes volumenes de datos que se enfrentan al reto de la stream data, la cual viene
de diferentes fuentes, gran tamafio a gran velocidad y no organizada (Big Data),
encuentran en el aprendizaje incremental la manera de afrontar dicho reto. En [11] se
propone la metodologia CUIL (Classification of Unstructured data using Incremental
Learning), que agrupa los metadatos, asigna una etiqueta a cada grupo y luego crea un
modelo usando ELM (Extreme Learning Machine), una red neuronal de para cada lote
de datos que va llegando. Esta metodologia se divide en dos fases: la primera se
encarga de agrupar los datos no estructurados usando uCLUST (algoritmo para
clasificar data no estructurada como por ejemplo en formato JSON), los grupos
creados se introducen en ELM para crear un modelo para cada subconjunto que llega
en streaming. Cada modelo creado de forma incremental se almacena vy, utilizando
estos modelos, se clasifican los datos de prueba, asi se evita el reentrenamiento de
muestras y reduce la memoria.

5.4 Incremental clustering

El algoritmo de k-mean es sin duda el algoritmo mas popular de agrupamiento
particional. Sin embargo, presenta ciertas limitaciones como: requiere que se defina el
numero de clisteres con antelacién, es sensible al punto de inicio de las semillas,
sensible a outliers y tiene un nimero de iteraciones desconocido.

Dado todo esto, en [12] se propone un algoritmo incremental de clustering, que segun
sus autores es mucho mas eficiente que el k-means clasico, ya que es mas rapido, no
requiere de un k previo, y el nimero de iteraciones estard dado por el nimero de
instancias a agrupar, es decir, que recorrera el conjunto de datos una sola vez.

Este algoritmo se basa en el establecimiento de un threshold (umbral), para
determinar la similitud entre objetos.

A continuacidn, la descripcion de los pasos del algoritmo:
a. El primer paso es establecer las n instancias a agrupar.

b. Asigne cualquier instancia de los datos al primer grupo.
c. Seleccionar la siguiente de manera aleatoria.
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d. Determine la distancia entre la instancia seleccionado y los centroides de los
grupos existentes.

e. Compare la distancia con el limite de umbral (threshold). Si la distancia es
menor al umbral, agrupe el objeto en un grupo existente, pero si la distancia
es mayor al umbral, forme un nuevo grupo con esa instancia.

f. Repetir los pasos del 3 al 5 hasta que se seleccionen todas las instancias.

En la figura 13, se presenta el pseaudocddigo del algoritmo de k-means incremental,
adaptado de [12], considerando la notacidn del presente trabajo.

Algoritmo 5 Pseudocodigo del algoritmo de k-means incremental

Entrada: D = {d;, d3, ..., dy }{conjunto de datos), Ty (Threshold)
Inicializar la iteraciéncon k =1
Elegir d; de manera aleatoria
Asignar la instancia al clister p;, = {d;}
Asignar el clister creado al conjunto de clisteres P = {p;}
Definir el centroide del clister p; como {; = d;
Asignar un valor a Ty,
paratodo d; € D|Vi = 2 hacer
calcular A;;= mindist(d;, {;)|V p; € P
si (A;; < Tpp) entonces
Afiadir la instancia al clister de minima distancia p; = p; U d;
Recalcular la media del centroide de cluster {;
de lo contrario
Aumentar el nimero de clustersk = k+ 1
Asignar la instancia al clister py, = {d;}
Asignar el clister creado al conjunto de cliisteres P
Definir el centroide del clister p;, como { = d;
fin si
fin para
Devolver: P = {py,p3, ..., pp}{conjunto de clisteres),
C =1{{1,03, ... {x}conjunto de centroides)

Il
)

Figura 13: Pseudocddigo de k-means incremental. Fuente: Autor basado en [12]

Los resultados del experimento muestran que el agrupamiento se hace mas rapido que
el agrupamiento cldsico. Asi mismo se evidencio que a medida que el threshold es
mayor, el numero de clisteres se reduce, y como consecuencia el tiempo de
procesamiento es menor, por la reduccién de centroides a comparar.

Aunque no es explicito en [12], se entiende que es un algoritmo que se puede usar en
los casos en los que no se tiene disponible toda la data o no se conoce el tamafio de
esta con antelaciéon (contrario al paso uno). Por otra parte, no se discute la manera de
elegir el umbral éptimo que como se observa es determinante para el resultado el
algoritmo.

Por su lado, en [13] se propone un algoritmo de clustering incremental, que no sélo
permite agrupar data con atributos categdricos (ya que mide la frecuencia de aparicién
de atributos por cluster y mide la distancia por atributo), sino que ademds es adecuado
para escenarios de grandes voliumenes de datos o en streaming porque (cdmo en el
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caso anterior) la data es recorrida una Unica vez. Ademads, a diferencia del algoritmo
anterior, permite cambiar el nUmero de clusteres de manera dindmica, es decir, que
no solo aumente este numero, sino que esta la posibilidad de realizar fusiones y asi
reducir el nimero de clusteres. Esto ultimo es controlado con el pardmetro de maximo
numero de clUsteres, cuando este es superado, une los dos mas cercanos y el
threshold cambia dindmicamente por la minima distancia entre estos dos.

Cémo se mencionaba en [8], existen dos casos de aplicacién de aprendizaje
incremental, ya sea en linea o por batches o lotes. Los dos casos anteriores claramente
son en linea (streaming), pero el que se presenta en [14] es un caso de clustering
incremental por batches. Propone procedimientos estdticos y dinamicos para superar
las limitaciones del k-means (expuestas al inicio de este apartado), y ademas enfrentar
situaciones de grandes volimenes o que la data venga dada en diferentes momentos
del tiempo.

La idea consiste en agrupar porciones (chunks) manejables de datos y mantener los
resultados para la siguiente porcidon de datos, hasta que no haya mas datos para
procesar. Pide que el bloque de datos sea lo mds grande posible (segln capacidades de
memoria), para obtener mejores resultados.

Asi como en [13], permite fusionar clUsteres, pero esta vez no por el nimero maximo
de clusteres establecido, sino por el nimero de elementos del cldster (cuando son muy
pocos, el cluster se fusiona con otro), o cuando la cercania es demasiada con otro,
basado en un umbral de distancia, calculado segin el MSE (mean squared error).

El experimento realizado fue corrido en MATLAB con la funcion MATLAN k-means y la
evaluacion fue basada en tres criterios: 1) la distorsién de la iteracidn, 2) el tiempo de
ejecuciéon, y 3) la calidad de la agrupacién. Consideraciones de interés para los
experimentos que se realizardn mas adelante en este proyecto.

En el mundo de la Big Data, la preocupacion de tener algoritmos eficientes y de rapido
procesamiento es primordial. Hasta ahora se ha visto como enfoques de aprendizaje
incremental han logrado mejoras en el tiempo de procesamiento, pero a veces no es
suficiente. En el trabajo presentado en [16], se propone un algoritmo de agrupamiento
jerdrquico para Big Data, que en cada nivel del arbol hace uso de k-means incremental
en paralelo. Es decir, que encontraron la manera de paralelizar las tareas del k-mean
incremental y asi poder aprovechar el procesamiento en GPU y CPU, para acelerar adn
mas el poder de procesamiento. Por otro lado, hace un analisis sobre la influencia de la
eleccion del thershold (thr) sobre el rendimiento del algoritmo, y sefiala que considerar
un incremento lineal de thr’= [thr*constante] puede conllevar a un valor demasiado
grande o pequefo de thr, que agrupe todos los puntos en un solo nodo, o que le
asigne un cluster a cada punto o instancia. Proponen entonces el uso de histograma de
distancias para conocer la distribucién de esta y obtener asi un thr adecuado
considerando una distancia euclidea, esto lo hace en cada nivel de jerarquia.

Esta diseflado para grandes volimenes de datos, pero asi mismo para una gran
dimensionalidad, porque realizan reduccion de esta basados en la variabilidad
aportada por cada una de ellas, en su experimento pasaron de 450 a 36 dimensiones
de la data set denominado Aerosol.
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5.5 Reduccién de dimensionalidad

Como se ha visto hasta ahora, la reduccién de dimensionalidad es de importancia
cuando se tratan con problemas de culturizacién ya que la cantidad de datos y
atributos puede afectar su rendimiento, ademds que permite una mejor interpretacion
visual, considerando que el cerebro humano sélo puede procesar cierto nimero de
dimensiones [18]. Segun el capitulo 11 de [17], los métodos de agrupacién intentan
encontrar grupos en subespacios del espacio de datos original, pero en algunas
situaciones, es mas efectivo construir un nuevo espacio en lugar de usar subespacios
de los datos originales, y esta es la motivacion detrds de la reduccidon de
dimensionalidad, para agrupar datos de alta dimensién.

Coémo se indica en el capitulo 3 de [4], la reduccién del nimero de atributos consiste
en encontrar un subconjunto de atributos tal que permita obtener modelos de la
misma calidad que los que se obtendrian utilizando todos los atributos, pero con una
reduccion en la complejidad temporal. Existen dos enfoques: 1) seleccidén de atributos:
técnicas para determinar qué atributos pueden ignorarse y cuales no, y 2) fusién y
creacién de nuevos atributos que son combinaciones lineales de pesos de los atributos
{al,a2,a3,...,an}y los pesos wj de contribucién de cada atributo:

n

Apyq = Z aj * wj (19)

i=1

El andlisis de componentes principales (PCA) resulta ser uno de los métodos mas
utilizados de fusion y creacion de nuevos atributos.

Segun el capitulo 3 de [17], suponiendo que se tiene un set de datos de n dimensiones,
el andlisis de componentes principales (PCA, también llamado método de Karhunen-
Loeve o K-L) buscard k vectores ortogonales n-dimensionales que se pueden usar
mejor para representar los datos, donde k < n. Los datos originales se proyectan asi en
un espacio mucho mas pequefio, lo que resulta en una reduccién de la
dimensionalidad. El procedimiento para usarlo es el siguiente:

1. Lo primero es normalizar los datos de entrada, ya que al estar dentro del
mismo rango se garantiza que los atributos con unidades mas grandes dominen
los atributos con unidades mas pequeiias.

2. PCA calcula k vectores ortonormales que proporcionan una base para los datos
de entrada normalizados. Estos son vectores unitarios que cada punto apunta
en una direccidon perpendicular a los demas, esto son los que se les llama
componentes principales.

3. Los componentes principales se ordenan de manera decreciente de
"importancia" o fuerza. Los componentes principales sirven esencialmente
como un nuevo conjunto de ejes para los datos que proporcionan informacién
importante sobre la varianza. Es decir, los ejes ordenados son tales que el
primer eje muestra la mayor variacion entre los datos, el segundo eje muestra
la siguiente mayor varianza, y asi sucesivamente.
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4. Debido a que los componentes se ordenan en orden decreciente de
"importancia", el tamafio de los datos puede reducirse eliminando los
componentes mas débiles, es decir, aquellos con baja varianza.

5. Usando los componentes principales mas fuertes, deberia ser posible
reconstruir una buena aproximacioén de los datos originales.

En la figura 14 se observa un ejemplo de seleccién de componentes principales en
Python® , donde el resultado arroja que hay cuatro componentes, pero que el primero
de ellos explica casi el 73% de toda la variabilidad, por lo que entre el pcly el pc2, son
capaces de explicar mas del 90% de toda la variabilidad, suficiente para capturar la
informacién de los datos.

Explained Variance
M Individual
Cumulative

72 77045 JRLIEGIE]

Explained variance in percent

PC4

Figura 14: Ejemplo de PCA. Fuente: PCA in Python/v3

A pesar de que PCA es una técnica muy poderosa, tiene sus limitaciones. En [18] se
puede encontrar una revisién de este método y otros similares (como t-SNE), para
obtener la informacién de diferentes tipos de conjuntos de datos con alta
dimensionalidad, y demostraron que no siempre PCA tiene un buen rendimiento, por
lo que se debe ser cuidadoso al momento de elegir el método adecuando para reducir
la dimensién de los datos.

Pero sin lugar a duda la reduccién de dimensionalidad resulta ser muy util. En [19] se
hizo uso de variables sintéticas por medio de MFA (Multiple Factor Analysis), una
extensidon de PCA, que toma los atributos como si estuvieran estructurados por grupos,
para determinar si ciertas variables (generales: peso, altura, género, etc.; huesos:
L1BMD, etc.) relacionadas con los huesos, la masa muscular y la lipodistrofia para
detectar anomalias corporales de personas con VIH+.

5.6 Estado del arte de herramientas usadas

Hasta ahora en este documento se han expuesto las bases tedricas del agrupamiento y
el aprendizaje incremental, asi como la reduccidon de dimensionalidad. Conocimiento
necesario para encontrar la manera de agrupar rutas de deportes de exterior que es el
fin ultimo de este proyecto. Sin embargo, se debe echar un vistazo a las herramientas
disponibles para: 1) buscar rutas: como se busca una ruta, qué variables son

8 PCA in Python/v3: https://plotly.com/python/v3/ipython-notebooks/principal-component-analysis/
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consideradas, qué ofrece al usuario; 2) visualizar archivos GPX: cémo se ven los datos,
qué informacién ofrece; 3) Librerias de ML Incremental: qué alternativas hay, cdmo
operan; 4) manejo de archivos GPX en Python. Se pretende tener una idea mas clara
de lo que el producto final debe ofrecer al usuario.

5.6.1 Buscadores de rutas

Cémo se mencionaba en [1], las herramientas de busqueda de rutas se han
popularizado hoy en dia, permitiendo encontrar rutas para correr o montar bicicleta,
pero para muchos mas deportes de exterior. Un ejemplo de esto es la plataforma
Wikiloc’, la cual permite buscar rutas de diversos deportes, como se ven en la figura
15, donde no sélo esta corre o bicicleta, sino que incluye otros como cayac, moto Trail,
todo terreno, senderismo, entre muchas otras mas.

WikiI(‘c Rutas del Mundo

Wikiloc es un sitio para descubrir y compartir rutas al aire libre
a pie, en bici y de muchas otras actividades

R N I I P P S g

Figura 15: Ejemplo de deportes con rutas: Fuente: Wikiloc

Cuando nos adentramos en la herramienta, especificamente en el deporte de correr,
se accede a una consola como la que se ve en la figura 16. En ella se observa que la
informacién desplegada incluye: mapa indicando cada uno de los puntos y la ruta,
metros de subida, bajada y planos; elevacidn en cada uno de los puntos, asi como
informacién de quien la “cred” y la dificultad que representa.

carrera (Rutas carre — Andalucia — Linares

Linares carrera circular ,estacion almeria,fuente

del pisar g=
Q2 Aiiadir alalista Yy Afiadir opinion < Compartir
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Autor
= A303 f‘j'.z € Mapas ~ ){ r1 ! richard24

5.667 106 41505

A6100
He realizado esta ruta
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St e A-312 =2 U
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Ny 218m | 4a5m
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eafiet | © OpensStreetMap contributors I

Figura 16: Ejemplo buscador rutas de running. Fuente: Wikiloc

S ““Mw,.(b'

Sin embargo, Wikiloc no permite filtrar por las caracteristicas que se desean de una
ruta, sino que despliega un listado de las rutas disponibles que haya de cada uno de los

7 Wikiloc: https://es.wikiloc.com/
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deportes o tipos de rutas, lo que puede conllevar a rutas iguales o similares, ademas
de dificultad para encontrar la deseada.

Por su parte, mapmyfitness® permite filtrar las rutas por ciertas caracteristicas como
son: palabra clave, ciudad de la ruta, tipo de actividad y distancia recorrida. Asi como
en el caso anterior permite tanto buscar rutas como crear o subir rutas, como se ve en
la figura 17.

CREA TU PROPIA DESCUBRE UNA
RUTA RUTA NUEVA

—
—
MANTENTE A PLANIFICALA CONOCE EL [?EUTSAQLLS\[E)IZ ENgﬂEx;RA GF‘;\Q"(‘)[:}?TTL\ZS
SALVO LOGISTICA TERRENO POPULARES

CREAR BT 1 BUSCARRUTAS

Figura 17: Opciones de busqueda y creacidn de rutas. Fuente: Mapmyfitness

Por otra parte, se encuentra la opcién de ridewithgps®. Herramienta que permite
filtrar rutas por: distancia, elevacidn, palabras clave, tipo de recreacién y una
segmentacion sobre sobre eventos, rutas con hojas de referencia entre otras. El
ejemplo de visualizacién se aprecia en la figura 18:

Route Description . RWGPS -

The Western Tualatin Valley Car-Free Loop lets cyclists experience a fantastic ride ) \K
Gaunty

without the need for a car. Cyclists can use the MAX light rail from Portland all the
way to the route's starting point in downtown Hillsboro. From there, pedal through the
small town of Forest Grove, by a variety of farmland, around a serene lake, and past
famous wineries. This route is best for intermediate to advanced cyclists.

The route begins along Main Strest, Hillsboro™ with easy road cycling through one of
QOregon's most charming downtown stretches. Gurving onto Southwest Baseline
Street. cycle past the historic Hillsboro Pioneer Cemetery™. Established in 1860, the
cemetery is believed to be the oldest cemetery in Washington County and is the final
resting place for many of the area's important pioneers.

The route continues onto the more agricultural roads of Cornelius, followed by the
charming college town of Forest Grove. In downtown Forest Grove, Waltz E.‘re,u‘w‘gv
offers its rustic charm with its come-as-you-are atmosphere (spandex shorts and

helmets welcome).

tors| La imagen pusde estar sujeta 5 derachos de autor | Términos de uso

OYE © OpenStrsathiap co
BB orace (@) 42.3mi+1650 ft/-1659 ft

Exiting the main downtown area, the route changes scenery once again as the paved 800
roads sweep into wine country. For a picnic break and vineyard views, stop at -
Montinore Estate® or Gaston's Plum Hil ':'me;‘ardsv

200

Figura 18: Ejemplo de visualizacidn de ruta. Fuente: ridewithgps

En ridewithgps es posible tener una descripcion de la ruta, el mapa con los puntos y
ruta, asi como indicaciones de los lugares para tomar fotos, comer o dormir, asi como
la elevacion de cada uno de los puntos del track.

& Mapmyfitness: https://www.mapmyfitness.com/routes/
9 Ridewithgps: https://ridewithgps.com/find
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Se evidencia entonces que las alternativas de busqueda son variadas, pero que aun asi,
ninguna ofrece una manera sencilla de buscar la ruta deseada y tampoco garantiza que
dicha ruta no sea igual o similar a otra.

5.6.2 Visualizadores de archivos GPX

Muchas personas gracias a sus relojes inteligentes pueden registrar su actividad fisica
mientras corren, lo que incluye las coordenadas de georreferenciacion de los lugares
gue han estado durante un tiempo determinado y asi crear un track. Asi las personas
pueden obtener archivos GPX con los datos de sus rutas y buscan una herramienta que
les permita ver dichas rutas y obtener la informacién que les brinda.

Hay varias opciones y entre ellas se encuentra googlemaps'. Esta herramienta no sélo
sirve para encontrar lugares o sugerir la ruta de un punto A, a un punto B, sino que
ademas permite abrir archivos GPX como se observa en la figura 19.

Recorrido 1

: : a
Mapa sin nombre : x

- ooy AP VAR

* Afiadir capa A Compartir LAsid

@ Obtener una vista previa
v 1376144131.fit.gpx.100.gpx
7" Estilos individuales Giv-8132

L, Recorrido 1
@ Inicio de Recorrido 1

@ Fin de Recorrido 1

' Capa sin nombre chsTaT

B importar
Afade sitios a esta capa arrastrando o
importando los datos. Mas informacion

Terradelles

Mapa base San Esteban
— de Guialbes

Figura 19: Visualizacidn de archivo GPX con googlemaps. Fuente Autor

Con googlemaps, sélo basta con ir a Tus sitios\mapas\crear mapa para visualizar el
archivo GPX disponible. Se desplegara la informacion que se ve en la figura 19
indicando punto de partida, llegada, ruta en informacidn del recorrido como:

- Distancia: dada en kildmetros.

- Duracion: dada en minutos con segundos.
- Velocidad media: km/h

- Elevacion minima: metros

- Elevacion maxima: metros

- Ascenso total: metros

- Descenso total: metros

Variables que en definitiva seran de mucha utilidad para determinar si una ruta se
parece a otra o no.

Otra alternativa de visualizacion es gpxviewer, el cual se puede apreciar en la figura 20,
usando el mismo archivo GPX utilizado en el ejemplo de Googlemaps.

10 Googlemaps: https://www.google.com/maps
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Figura 20: Visualizacidn de archivo GPX con gpxviewer. Fuente: Autor

Esta opcién permite observar la elevacién de cada uno de los puntos de la ruta, pero
no permite visualizar la informacidn estadistica de la ruta como distancia, elevacién
minima, maxima, etc., que si se puede ver con googlemas. Es por esto por lo que lo
ideal seria una herramienta que permitiera tener los mejor de estas dos herramientas
para asi aprovechar toda la informacidn disponible en los archivos GPX.

5.6.3 Librerias para ML con incremental learning

Cémo se ha podido ver en la seccion de aprendizaje incremental, la ventaja de esta
forma de aprendizaje es que permite entrenar un modelo sin necesidad de usar toda la
data de entrenamiento a la misma vez, de hecho, se puede hacer en forma de batch
(lotes), o instancia por instancia (streaming), lo cual se vuelve idéneo para cuando se
trabaja con set de datos demasiado grandes como en el caso del uso de imagenes.

Las redes neuronales son una forma de aprendizaje incremental [27], sin embargo, no
significa que siempre se deban usar y que sean la mejor herramienta para todos los
problemas, asi el aprendizaje incremental permite hacer uso de muchas técnicas de
ML diferentes a las redes neuronales de manera incremental y superando las
limitaciones de memoria RAM.

En [27] se presenta un tutorial de como desarrollar un modelo de clasificacién de
imagenes de perros y gatos, haciendo uso de las librerias para Python como keras y
Creme!l. Esta ultima permite desarrollar modelos “online machine learning”, por lo
gue puede ser usada para data en streaming. Es una libreria similar a scikitlearn, la cual
también permite desarrollar modelos de esta manera, pero con implementaciones
mucho mas complejas y dificiles de desarrollar.

En este tutorial se observa como es posible usar un set de datos de 15.000 imagenes
en un pc convencional y obteniendo un accuracy del 97% después de seis horas y
media aproximadamente.

11 Creme: https://creme-ml.github.io/
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Esta es una herramienta idénea para realizar benchmarking con el algoritmo a
desarrollar en este presenta proyecto.

5.6.4 Archivos GPX en Python

Por ultimo, se toca el tema del manejo de datos en formato GPX en Python, ya que
como el aplicativo serd desarrollado en este lenguaje, se debe crear un procedimiento
para leer y manipular toda la informacion que este tipo de formatos semiestructurados
ofrece. En [28] se presenta una manera de plotear el track, la velocidad y la elevacién
de las rutas que sean cargadas. Para esto requiere de Python 3, y las librerias:
matplotlib.pyplot, time, IPython.display, xml.dom. minidom y math. En la figura 21 se
observa como las rutas y su informacion serian visualizadas.

Asi mismo en [29] se presenta otro tutorial

0.06 +3:005e1 Track Plot

sos| ““o—ogqro‘ donde ilustra la manera de cargar datos
g 004 ?3 GPX en python, parsearlos y guardarlos en
509 _ una variable, a la cual se puede acceder

0.02 _‘K\_\_

. facilmente a su informacion. En este
0.030 0.025 0.020 0.015 0.010 0.003 . . . ,
el ejemplo  se utilizan las librerias:
Jpeed gpxpy,matplotlib, datetime,geopy,math,
| numpy,pandas,haversiney  Plotly (esta
10| ‘ ultima para lineas interactivas sobre

mapas en 3d).

speed(m/s)

500 1000 1500 2000 2500 3000 3500 4000 4500
Distance(m)

w0 FElevationProfile En [30] es posible ver un ejemplo de como
jozr,,v"‘"“"\ graficar mapas de Googlemaps haciendo
éisc” _ = uso de una libreria de Python gmplot. Esta
E”I ] B _\E es una interfaz similar a matplotlib que
%0 00 1000 1500 2000 2500 3000 3500 4000 genera el HTML vy JavaScript para

Distance(m)

representar todos los datos que el usuario

Figura 21: Ejemplo de visualizacidn de rutas quisiera sobre Google Maps .

con Python. Fuente: [28]
Lo que se ha podido evidenciar es que las opciones son muchas y variadas para
diferentes casos. Estas son las opciones base, pero a medida que se fue codificando el
aplicativo algunas de estas fueron usadas, otras descartadas segun la necesidad que se
presentd en el camino.
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6. Desarrollo del algoritmo y experimentacidn

A continuacion, se detalla el proceso de desarrollo del algoritmo y los experimentos
realizados para determinar su mejor configuracidn. Se sigue el proceso que se detalla
en el apartado 4, planificacion de trabajo.

Para Buscar:
+  Distancia a recorrer.

* Coordenadas punto origen.
+  Distancia maxima al punto
de origen.

Para Crear:

'Método

Archivo(s) formato gpx de
100 puntos.

ns_ventana.pyw : *  Mapa html
! * Graficas de velocidad y elevacion.
] * Datos de ruta.

! | Crean/clasificar nuevg ruta:

Figura 22: Modelo conceptual del software a desarrollar. Fuente: Autor

En la figura 22 se plantea el modelo conceptual de como estda desarrollado el
aplicativo. Se divide en 3 grandes segmentos: Interfaze, método y BBDD. En el primer
segmento se encuentra el cddigo necesario para capturar las solicitudes del usuario,
consultar la informacién en las bases y solicitar al algoritmo de clustering que se
ejecute. En el segmento de método, se encuentra todo lo requerido para que el
agrupamiento de las rutas se realice, considerando ademds los procesos para
manipular data semiestructurada en formato .gpx. En el segmento de BBDD se
encuentran los archivos que son utilizados para guardar informacién relevante en el
momento del agrupamiento, ya sea para realizar nuevos agrupamientos o para
visualizar mapas de las rutas, o para graficar informacién que sera desplegada en la
interfaz. La estructura de ficheros es como la que se ve en la figura 23, donde la
informacidn se organiza en 3 carpetas y 4 archivos.

A continuacidn, se especifica la finalidad de cada fichero:

Mombre

mapas_folium
tracks_gpx

variables_clustering

Mj Formulas_gpx.py

M:I [KMeans.py
Mj Incremental_learning.py

|_:' Interface_ikrneans_ventana.pyw

Figura 23: Lista de ficheros software

IKMeans.py: Es el algoritmo propiamente de
Incremental Clustering, el cual recibe como input
un conjunto de puntos que son los centroides de
las rutas, y el threshold denominado Thr, el cual
establece qué tan cerca deben estar dos rutas
para considerarse dentro del mismo clister (en
este caso 150 metros, 0.15). El pseudo cddigo del
algoritmo se encuentra en el apartado 5.4, en la
figura 13.
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- Formulas_gpx.py: Script que contiene las férmulas requeridas para procesar los
archivos en formato .gpx y tratar informacién incompleta, como, por ejemplo,
el dato de elevacion de algunas rutas.

- Incremental_learning.py: Es el script orquestador de todo el proceso. Es el que
se encarga de capturar la informacion de las rutas de la carpeta "tracks_gpx",y
procesarla por medio de Formulas_gpx.py, solicitar a IKMeans.py crear los
clusters y crear los mapas para posteriormente guardarlos en formato .html en
la carpeta denominada "mapas_folium".

- Interface_ikmeans_ventana.pyw: Este script contiene todo el cddigo con el
que fue creada la interfaz gréfica. Se encarga de permitirle al usuario
interactuar con el algoritmo, los mapas, realizar busquedas o crear/clasificar
nuevas rutas.

Carpeta tracks_gpx: En ella se encuentran las rutas gpx que se desean agrupar en un
momento determinado. Es de donde se alimenta el aplicativo.

Carpeta mapas_folium: En esta carpeta se almacenas todos los archivos formato .html
que contiene el mapa de la ruta representante de cada cluster. Habra un Unico mapa
por cluster porque se espera que todas las rutas que lo componen sean similares.

Carpeta variables_clustering: Esta carpeta contiene 3 archivos .pkl que son el
resultado de haber realizado el agrupamiento:

- variables_clustering.pkl: En este archivo contiene toda la informacién que se
obtiene como resultado de aplicar el incremental clustering. Contiene las
particiones, los centroides de cada cluster, la asignacidon de cada ruta, las
métricas de validacion, mas especificamente las que se mencionan en las
férmulas (14) y (15).

- data_cluster.pkl: Asi como hay un solo mapa de ruta para cada cluster, también
se conserva Unicamente un set de datos para cada cluster. Dicho set es el que
se almacena en este archivo.

- data_coordinates.pkl: Este archivo conserva las coordenadas (lat, Ing)
promedio de cada cluster para que en procesos posteriores la libreria folium
sea capaz de ubicar la ruta en el mapa.

Representacién de una ruta:

El primer inconveniente que se presenta al querer agrupar rutas es que estas son la
consecucion de varios puntos (100 puntos) que forman un trayecto. Cualquiera de los
100 puntos puede ser considerado inicio o fin de la trayectoria, por lo que comparar
punto a puntos trayectorias no tienen sentido, porque a pesar de que fueran la misma
ruta, si el punto inicial y final es diferente, cuando se quiera realizar la diferencia entre
sus puntos, el resultado serd que estan muy alejados, porque la distancia claramente
serd en términos absolutos.
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Asi que para saber si una ruta estd o no cerca a otra se decide hacer uso de sus
centroides, o centros geomeétricos, ya que con ellos no importard la posicién que
ocupen sus puntos de inicio y fin, y ademas sera posible representar cada ruta con un
punto con dos coordenadas.

En la figura 24 se observa un ejemplo de una ruta y su centroide:

Ruta y centroide
28700 1 ]

|
28675 |
2 8650 - '

28625 4

28600 +———————= -

Longitud

2.8575 +
2.8550 4
28525 1

28500 4

T T T T T
42120 42125 42 130 42135 42.140

Latitud
Figura 24: Grafica de ruta y su centroide. Fuente: Autor.

El cdlculo se realiza obteniendo el promedio de sus coordenadas de latitud y longitud.
También se consideré la posibilidad de que dos rutas con centroides cercanos tuvieran
una forma completamente diferente. Sin embargo, después de probar con muchas
rutas, al parecer las condiciones topograficas de una zona, hace que las opciones de
variacién de las rutas no sean significativas, es decir, qué si una persona entrena en
una zona determinada, lo mas probable es que siga un sendero o ruta que la misma
topografia le indica, como puede ser por ejemplo, un parque, donde la gente lo que
haria es recorrer la periferia del mismo, en lugar de moverse entre extremos del
parque. Esto también se sustenta considerando que precisamente el propdsito de este
trabajo es agrupar rutas, ya que como las personas realizan un mismo trayecto, o muy
similar en un drea, se requiere eliminar todos aquellos duplicados.

Implementacidon del incremental k-means:

En el fragmento de cddigo 1, se detalla la implementacién en Python 3.7 del pseudo
cddigo presentado anteriormente en la figura 13. Es importante anotar que el
algoritmo recibe como insumo, una lista de coordenadas (los centroides) de cada ruta,
asi como el Thr (Threshold):
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P=[[]]
c=[]
P_nombres=[]
index_cyh=0
index_hart=0
k=0
for k in range(len(D)):
if k==@ and len(P)==1:
P[k].append(D[k])
C.append(D[k])
P_nombres.append((k,len(P)-1))
else:
dist_list=[]
for i in range(len(C)):

dist_list.append(calculardistancia(D[k],C[i]))

delta = np.min(dist_list)
index= dist_list.index(delta)

if delta <= Thr:
Plindex].append(D[k])

C[index]=calcularcentroide(P[index])
P_nombres.append((k,index))

else:
P.append([D[k]])

C.append(D[k])
P_nombres .append((k,len(P)-1))

index_cyh= np.nanmax([(ssb(P,C)/(len(P)-1))/(ssw(P,C)/(calcularn(P)-1en(P))),@])
index_hart= np.log(ssb(P,C)/ssw(P,C))
joblib.dump((P,C,index_cyh,index_hart,P_nombres), os.path.join(os.getcwd(),carpeta,  'variables_clustering.pkl'))

return P,C,index_cyh,index_hart,P_nombres

Fragmento de Coédigo 1: Implementacidn Incremental k-means.

6.1 Seleccion de variables y PCA

La seleccién de variables es un paso sumamente importante al momento de
desarrollar modelos de machine learning, ya que dependiendo de la informacién que
se le suministre y la relacién que estas tengan con la variable de salida o el objetivo
gue se quiera alcanzar, el resultado sera diferente.

Tratamiento de valores perdidos:

Uno de los primeros problemas al adquirir la data de los archivos .gpx, es que varios de
sus datos se encontraban vacios (NaN). Asi que se desarrollé el siguiente método
expuesto en el fragmento de cddigo 2 para tratarlos. No se quiso hacer uso de otras
técnicas como el promedio de todos los valores de la serie, o el uso de k-mean para
valores perdidos, sino algo mucho mas ajustado al problema especifico. Se obtuvo el
promedio, pero entre el valor anterior y posterior, cuando el vacio se encontraba en la
mitad, o del valor anterior o posterior, cuando era posible. Asi mismo, toma en
consideracion si la serie es float o es integer. Cuando es integer lo Unico que hace es
aproximar el valor a un entero.

37



def imputarnan(lista):
import numpy as np
lista final=[]
valor=8
if np.mean(lista).is_integer() == False:
for 1 in range(®,len(lista)):
if np.isnan(lista[i])==
if i <len(lista)-1:
if i »1:
if np.isnan(lista[i+1])== False:
valor = np.mean([lista_final[i-1],lista[i+1]])
else:
valor = np.mean([lista_final[i-1],lista_final[i-2]])
elif ix@:
if np.isnan(lista[i+1])== False:
valor = np.mean([lista_final[i-1],lista[i+1]])
else:
valor = lista_final[i-1]

True:

else:
if np.isnan(lista[i+l])== False:
valor = lista[i+1]
else:
valor = np.mean(lista)
else:
valor= lista final[i-1]
else:
valor = lista[i]

lista_final.append(valor)

return lista_final
else: |
for 1 in range(®,len(lista)):
if np.isnan(lista[i])==
if i <len(lista)-1:
if 1 »1:

True:

Fragmento de Cddigo 2: Algoritmo para tratar valores NaN.

Pasando de variables 3D a variables 2D:

Dado que se calcula la velocidad en este trabajo, era requerido encontrar la distancia
precisa entre punto y punto, pero para ello se debia obtener unas coordenadas
cartesianas que permitan hacer este cdlculo, teniendo en consideracién la curvatura de
la tierra. Asi que con base en el ejemplo de [28] se hizo uso de la conversién de
coordenadas geodésicas a coordenadas “ECEF coordinates". Esto permite convertir
coordenadas (lat,Ing) a coordenadas "planas" (x,y) con las que ya se puede calcular
distancias, y estas ultimas quedan en metros, por lo que tienen un significado directo.
En el fragmento de cédigo 3 se observa la implementacién de dicha conversién.
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def coordenadas2d(list lat,list lng,list alt):

import math

a=6378137

b=6356752.3142

e2=1-(b**2/a**2)

list x=[]

list_y=[]

for 1 in range(@,len(list lat))
n=float(a/math.sqrt{l-e2*(math.sin({math.radians{abs(1list_lat[i])))**2)))
x=(n+list_alt[i])*math.cos(math.radians(list lat[i]))*math.cos(math.radians(list_lng[i]))
y=(n+list_alt[i])*math.cos(math.radians(list lat[i]))*math.sin(math.radians(list lng[i])})

list x.appendix)
list_y.append{y)

return list_x, list y

Fragmento de Cédigo 3: Cambio de coordenadas 3D a 2D.

Primera aproximacién con PCA:

Coémo se mencionaba en la seccién de revisién bibliografica y marco tedrico, la
reduccion de dimensionalidad es un aspecto para explorar cuando se desean
representar rutas. Esto porque en una ruta intervienen distintas variables, como:
distancia, velocidad (que implica la distancia y tiempo entre punto y punto), latitud,
longitud y altura.

El proceso de carga de informacién se hace de manera incremental, es decir, no se
cargan todos los archivos .gpx en memoria de una sola vez, sino que se va cargando
uno a uno, se obtiene la informacién que se requiere, y se carga otro, dejando al
anterior libre. Esto porque el algoritmo estd disefiado para que pueda ser utilizado en
streaming o en entornos Big Data, donde cargar toda la informacién en RAM en el
momento cero no sea posible, y se requiera procesarla de manera incremental.

Después de cargar el archivo .gpx, obtener su data, limpiarla, llenar los valores vaciés,
se obtiene la informacidn que se requiere, y para este caso son los dos componentes
principales. En el fragmento 4 se observa la parte del proceso en la que se estandariza
la informacién limpia de la ruta que estd siendo procesada en ese momento, se
obtienen sus dos componentes principales y finalmente se obtiene su centroide, para
gue sea representada por un punto. Se guarda esta informacién en la lista denominada
“data_k” y se procede con la siguiente ruta.

from sklearn.decomposition import PCA

from sklearn import preprocessing

data_pca= data[['lat’, 'lng",'x","y", 'distancia_acum’, "tiempoc_acum’', 'speed prom']].copy()
data_pca_std = preprocessing.scale(data_pca)

componts=PCA(n_components=2)

componts.fit({data pca std)

trans=componts.transform{data_pca_std)

print (componts.explained_variance_ratio_)

centroide_track = (np.mean(trans[:, @]),np.mean(trans[:, 1])})
data k.append{centroide track)

Fragmento de CAdigo 4: Estandarizacidn de variables y PCA en Python.
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En la grafica 25 se observa un listado ejemplo de la varianza capturada por los dos
componentes principales de cada ruta. Como se observa el valor es significativo, ya
gue, sumando los dos componentes de cada una, se obtiene un promedio que va
desde 0.8 hasta 0.95.

[9.4934??? @, 39‘2?88‘53]‘ _--l-ndic?-»_ Tipe  Tamafio Valor
[@.47833291 B.3832537 ] ;a ;tuple 2 (-4.4408920085006262-18, -2.220446@40250313-18)
[@.42378978 B.334B6123] 1 tuple 2 (-1.7763568394002505e-17, -6.88338275267597e-17)
[@.48833591 @.25999995]

[0.51914774 @.23782528] 2 tuple 2 (-7.5495165674518652-17, 1.77635683948025052-17)
[@.44562563 @.3489889 ] 3 tuple 2 (3.18862446805043862-17, 5.2735503660604042-18)
%gig::g:g gi;g;gggg% 4 tuple 2 (-5.7731597280508142-17, -1.88737914186276632-17)
[B:?6115615 8:19835625] 5 tuple 2 (3.552713678800561e-17, -2.2204450492503132-17)
[9.4399461 9.294813?9] & tuple 2 (2.2204460492503132e-17, 8.8817841970091253e-18)
%:ﬂ;igég: gié;:;;?ﬂ-% 7 tuple 2 (1.09848144432528172-17, 2.66453525018837562-17)
[5:5699??89 5:22?56565] a8 tuple 2 (1.7763568394@025852-17, -6.186226635438361e-18)
[B.75372873 @.16433863) 3 tuple 2 (-5.773159728@85@814e-17, 4.829478157119431e-17)
[@.47618316 @.25778445] 18 tuple 2 (-1.9984814443252817e-17, 3.552713678300501e-17)
[2.5619673 ©.2869481]

Figura 25: Componentes principales y valor de tuplas de centroides.

Hasta este punto, todo iba bien, sin embargo, al momento de revisar los datos
obtenidos de sacar el promedio de los dos componentes principales, se observa que
sus valores son sumamente pequeiios (muy cercanos a cero). En la figura 25 se
presenta un ejemplo de las tuplas obtenidas. Esto hace que se pierda la nociéon de lo
que es algo “grande”, “distante” o “pequefio”, lo cual es problematico, considerando
gue el modelo de clustering incremental precisa de un threshold como pardmetro de
entrada que determina si dos rutas estdn o no cerca una a la otra, y si no se tiene
nocion de las unidades en las que esa distancia estd, serd muy dificil determinar un Thr
adecuado.

Una consideracién adicional:

El lector podria preguntarse por qué en lugar de aplicar PCA a cada set de datos de
cada ruta, por qué no obtiene primero los valores medios de cada variable de cada
ruta, junta esta serie de datos, los estandariza y finalmente hace PCA obteniendo el
valor del componente de cada ruta. La respuesta de por qué no se hace es porque
como se menciond lineas arriba, este es un algoritmo disefiado para ser procesado de
manera incremental, lo que se traduce en que no se tendrd toda la informacion en el
tiempo cero, por tal razdén, la posibilidad de realizar una estandarizacion no es factible,
ya que esto se realiza partiendo de la media del set de datos. Por otra parte, cabe la
posibilidad de sélo querer clasificar una ruta, y PCA no se puede realizar con un set de
datos con varias columnas y una sola fila.

Solucionando el problema de unidades desconocidas:

Por un lado, se desea obtener la mayor informacién posible de todas las variables que
el set de datos puede ofrecer, y por el otro se desea reducir la dimensionalidad sélo a
dos componentes, de tal manera que sea posible representar una ruta como un punto
sobre un plano cartesiano.
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ruta. Ademas, se tenia informacién de
las coordenadas planas XY, que
precisamente habian permitido
Figura 26: Relacidn entre variables. calcular dicha distancia.

— S L ~ detras de la seleccién de variables
| para resolver el problema de
.H\X,F SPEEd},‘ dimensionalidad 'y no  perder
) “\/' ) informacion. A esta altura se conocia
PCA(n = 2) la latitud, longitud, distancia y tiempo
\ f—jl de cada uno de los puntos de una

|

(xcentmider ycentmide)

Asi que se traté de inferir aquellas variables que ya contenian informacién de otras.
Las variables X, Y habian sido calculadas con base a la latitud, longitud y altura de cada
punto, por lo que ya contenian informacién de estas variables. Por su parte la
informacién de distancia y tiempo ya estaba contenida en la variable speed. Asi que se
habia pasado de tener 5 variables, a sélo 3 con la misma informacién, pero
concentrada. Estas ultimas 3 eran las candidatas para realizar PCA, no sélo porque
contenian la mayor cantidad de informacidn, sino que es importante anotar que todas
estan en las mismas dimensiones, es decir, en metros.

Segunda aproximacién con PCA:

Con las variables anteriormente elegidas se procede a hacer una segunda
aproximacion con PCA que se expresa en el fragmento de cddigo 5. Para solventar el
problema de las unidades sumamente pequenas causadas por la estandarizacién y el
PCA, se decide multiplicar los centroides por una cifra con 17 ceros para que el
resultado al menos este en el rango entre -5y 5.

data_pca= data[['=x", 'v", "speed_prom']].copy()
data_pca_std = preprocessing.scale(data_pca)
componts=PCA(n_components=2)
componts.fit{data_pca_std)
trans=componts.transform{data_pca_std)

print (componts.explained wariance ratioc )

centroide_track = (np.mean(trans[:, @])*18**17,np.mean(trans[:, 1])*18%**17)
data_k.append(centroide_track)

lista_nombres.append(list_archives[p])
Fragmento de Codigo 5: Segunda aproximacion de PCA con variables elegidas.

Se realizaron pruebas con 213 archivos .gpx validos (que tuvieran segmento y 100
puntos, asi como que ninguna columna de latitud, longitud o altura estuviera vacia),
corriendo el algoritmo con diferentes valores de Thr. Se probaron varios porque en
este punto se sigue teniendo el problema de que no se sabe qué unidades manejar,
ademas considerando que se multiplicaron los centroides por 10717 para tener al
menos cifras manejables.
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Se observa que el algoritmo tiende a agrupar soélo aquellas rutas que presentan unos
centroides exactamente iguales (archivos .gpx iguales con diferente nombre), pero no
es capaz de agrupar rutas similares.

En una de las iteraciones con Thr=0.3 se logra obtener clisteres de rutas que no son
exactamente iguales y que el algoritmo considere semejantes. En la figura 27 se
observa la comparacién de estas 3 rutas.

IS

,,,,, [T - bias, S—— " ~cd

Figura 27: Comparacion de mapas de rutas.

Claramente a pesar de que las rutas estan cerca a la misma zona (parque de la
Devesa), no son rutas similares. Asi que el algoritmo con esta seleccién de variables no
logra obtener un buen resultado, ademas que se vuelve muy subjetivo determinar si
una ruta es similar a otra por medio del Threshold cuando no se conocen las unidades
de las cifras, perdiendo asi la autonomia del agrupamiento incremental.

Seleccidn final de variables:

Posterior a lo anterior y sabiendo que PCA no es la solucién, se prueba con diferentes
combinaciones lineales para conseguir unas coordenadas de centroides que tengan
sentido y contengan toda la informacion, pero se llega a conclusiones donde las rutas
estan distantes geograficamente, pero al tener unas condiciones de distancia, tiempo,
velocidades similares, el algoritmo considera que son similares, pero en realidad no lo
son. Esto daria razén a por qué en la segunda aproximacion con PCA no funciond, y es
gue en ese caso se le daba el mismo peso a la velocidad, que el que se le daba a las
variables X,Y, haciendo que dos rutas se distanciaran a pesar de ser similares, o
acercaran a pesar de ser diferentes, esto porque se pudo evidenciar, que rutas
claramente similares, presentaban valores muy diferentes de velocidad, y altura. Esto
se debe principalmente a que no todos los dias el atleta recorre la ruta en el mismo
tiempo, o son rutas recorridas por atletas diferentes con suficiente diferencia entre sus
rendimientos. Es por esto por lo que considerar todas las variables en este caso, no
resulta ser de utilidad y al contrario se genera mayor entropia.

Con base en lo anterior, se decide entonces hacer uso Unicamente de dos variables: las
coordenadas planas X,Y ignorando asi el resto de las variables. Esto se hace
considerando el supuesto que ya se discutid lineas arriba en el apartado 6,
representacion de una ruta, donde se plantea el supuesto que la trayectoria en una
zona determinada esta dada en gran parte por la misma topografia del lugar, asi que, si
los centroides de un par de rutas son lo suficientemente cercanos, se puede deducir
entonces que las rutas seran lo suficientemente similares.

Por otra parte, otra ventaja de hacer uso de las coordenadas X,Y es que las unidades si
tienen sentido, porque la distancia entre centroides estara dada en metros, o en
kildmetros si se multiplican por la cifra adecuada.
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6.2 Indicadores de rendimiento de clustering

Los indicadores de rendimiento en problemas de clustering son sumamente
importantes, ya que, al ser aprendizaje no supervisado, no hay etiquetas de
comparacion que permitan establecer el grado de exactitud, precisién o sensibilidad
del modelo. En cambio, se tienen métricas que permiten medir qué tan lejos se
encuentran los clisteres entre ellos, y qué tan cercanos se encuentran los elementos
dentro de cada cluster. Para este caso se utilizaron dos indicadores de rendimiento,
mencionados en la seccion de marco tedrico, llamados Calinski & Harabasz y
Hartigan[21], representados en las formulas (14) y (15) respectivamente.

Probando los indicadores de rendimiento con data sintética e incremental clustering:
Para saber si los indicadores elegidos en realidad son adecuados para medir la
fiabilidad de un agrupamiento, se realiza un experimento con data sintética (generada
en Python), donde se conoce de antemano claramente cual es el nimero de clusters
Optimo. Se aplica el algoritmo de incremental kmean a este set de datos, y se captura
la informacidon de estos dos indicadores, asi como el valor de thr y nimero de k
clusteres en cada iteracién para graficar posteriormente su comportamiento.

Para crear los clusteres se hace uso de las librerias y cddigo expuesto en el fragmento
de cddigo 6, donde se hace uso de 1500 puntos, agrupados en 7 clusters.

import random
from sklearn import datasets

N_SAMPLES = 1588

MIN_CLUSTERS = 6

MAX_CLUSTERS = 8

¥_sintetica, y sintetica = datasets.make_blobs(n_samples=N_SAMPLES,
n_features=2,
centers=random.randint (MIN_CLUSTERS, MAX CLUSTERS),
center_box=(-28, 28),
cluster_std=.8)

print('Hay {} puntos en {} dimensicnes (repartides en {} clusters)'.format(x sintetica.shape[@],

¥_sintetica.shape[l], y_sintetica.max() + 1))

fig, ax = plt.subplots(l, 1, figsize=(4, 4))

ax.scatter(x_sintetica[:,8], x sintetica[:,1], s=2,c=y_sintetica)

ax.axis("equal’)

plt.tight layout()

Fragmento de Cadigo 6: Creacion de clusters con data sintética.

Hay 158@ puntos en 2 dimensiones (repartidos en 7 clusters)

15 En la figura 28 se observa cémo
04 son creados los 7 clusteres y

. cada uno es claramente
5 ¥

disjunto al resto.
I}'
1'? %‘g
_5 4
_]_0 i
_15 i

| *

®

-10 0 10 20
Figura 28: Clusters sintéticos generados.
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Posteriormente se procede a iterar el algoritmo de incremental clustering, iniciando
con un Thr= 0.7 durante 60 iteraciones, aumentando 0.2 en cada iteracién. Los
resultados son los que se presentan a continuacion:

El primer analisis consiste en comparar el numero de clisteres versus el valor del
threshold, y como se observa en la figura 29, claramente a medida que el threshold es
mayor, en numero de k clisteres es inferior. Esto tiene todo el sentido considerando
gue a medida que el Thr se vuelve mas grande, sera mayor el nimero de puntos que
estaran entre el centroide del cluster mas cercano y él mismo.

Cantidad de clusters Vs. Thr Cantidad de clusters Vs. Thr
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65 15
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Figura 29: Cantidad de clusters versus Thr. Fuente: Autor.

Por otra parte, es interesante anotar, que al parecer se crea un comportamiento entre
el k y Thr, que en este ejemplo se ve representado en un valor muy cercano a 2.7 de
Thr, ya que en ese punto se genera todo un cambio de comportamiento de la curva,
algo similar a lo que ocurre con el método del codo.

Calinsky&Harabasz métrica Vs. Thr Hartigan métrica Vs. Thr
77859
7.046
67859
57859 c 6.046
L]
E 47859 E-
hi E 5o
37859 E
27859
\ 4046
17859 (a) (b)
7859 3046

07 17 27 37 47 57 67 77 87 97 107 117 07 17 27 37 47 57 67 77 87 97 107 1.7
Threshold Threshold

Figura 30: Indicador C&H y Hartigan versus el Thr.

En la figura 30, se presentan dos curvas, en la seccion (a), se presenta el indicador de
Calinsky &Harabasz versus el valor de Thr y en la seccién (b), se presenta el indicador
de Hartigan versus el Thr. Es claro que el primer indicador es un poco mas claro,
considerando que se podria pensar en que cuanto mas alto es su valor, mejor serd el
resultado. Sin embargo, el segundo indicador no es tan claro, porque pareciera que
sencillamente disminuye a medida que el Thr aumenta. Sin embargo, cuando se traza
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una linea vertical que pasa por el Thr=2.7, se observa en los dos casos que algo
particular ocurre. Para el primer indicador en ese valor, la métrica es mdaxima, y el
segundo indicador, este es el punto donde por primera vez se estabiliza la métrica.
Dadas las 3 graficas anteriores algo parece indicar que el Thr adecuado para este
ejemplo sintético es Thr=2.7 . Sin embargo, aun falta analizar el comportamiento del
numero de clusteres.

Calinsky&Harabasz métrica Vs. K_clusters Hatigan métrica Vs. K_clusters
77859
7.046
67859
57859 g 6.046
T 47859 =
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27859
4046
17859
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510 15 20 25 30 35 40 45 50 55 60 65 70 75 80 85 90 510 15 20 25 30 35 40 45 50 55 60 65 70 75 80 85 90
K K

Figura 31: Indicares de C&H y Hartigan Vs. nimero de clusteres K.

En la figura 31, se comparar los dos indicadores versus el numero de clusters. De
nuevo, el indicador de C&H presenta un maximo y luego cae, mientras que el de
Hartigan sigue con un comportamiento mondtono, con excepcién de un punto entre 5
y 10 del valor de K, que es donde presenta un punto de inflexidn.

Para ver mas claramente los valore que presentan punto de inflexion se reduce el
rango de K, y se presenta la figura 32:

Calinsky&Harabasz métrica Vs. K_clusters Hatigan métrica Vs. K_clusters
‘ 6.046 :
77859
67859
57859 c 5.046
3 41859 2
t
(%)
37859 £
4046
27859
17859 | :
| (a) : (b)
7859 3 3046 i
5 6 7 B 9 1011 12 13 14 15 16 17 18 5 6 7 8 9 1011 12 1314 15 16 17 18
K K

Figura 32: Indicares de C&H y Hartigan Vs. niumero de clusteres K (cerca).

De nuevo se obtiene un punto de inflexiéon en K= 7, en los dos indicadores. Ademas, si
se recuerda la grafica 30, donde se comparaba el nimero de clusteres con el valor de
Thr, el punto de cambio de pendiente es justamente donde k=7 y Thr=2.7.

De esta manera se concluye que los indicadores de Calinsky&Halabasz y Hartigan son
adecuados para establecer si un agrupamiento es correcto o no lo es, ya que se
encuentra completa relacidon entre los valores de Thr, K, los errores dentro y entre
grupos, que son los que representan precisamente los indicadores dentro de sus
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métricas. Sin embargo, debido a su interpretacion directa, se elige el indicador de
Calinsky&Halabasz como base, para medir la calidad del agrupamiento de las rutas.

6.3 Seleccién de Threshold “éptimo”

Segun lo discutido en el apartado anterior, para encontrar el valor éptimo de Thr,
bastard con iterar el algoritmo tantas veces, hasta que el indicador de
Calinsky&Harabasz sea maximo. Cabe anotar que este es un procedimiento que se
puede hacer porque se tiene toda la data disponible en el tiempo cero. De no ser el
caso se debera establecer un Thr basado en otros criterios que dependeran del
contexto al cual se aplique el algoritmo, u optar por desarrollar un mecanismo que
haga que el Thr vaya aumentando o cambiando de manera dinamica si es el caso en el
gue no se tiene conocimiento muy claro del contexto, o si las unidades de medida de la
distancia no tienen un significado real (como en el caso de usar PCA).

Sin embargo, es posible (como en este caso), que a priori se tenga una muestra de la
data con la que se puede realizar una primera aproximacién del Thr, y que, con el
tiempo, de manera periddica, este parametro se ird calibrando a medida que se
obtenga mas data.

Probando los indicadores de rendimiento con data gpx e incremental clustering:

En este caso se realiza la prueba con la data gpx disponible que consta de 213 rutas
validas. Se realizan 100 iteraciones, con un Thr inicial de 0.15 (es decir, 15 metros
porque la unidad que se maneja son los kildmetros), y un incremento también de
0.015 por iteracion. Los resultados se presentan a continuacién:

Cantidad de clusters Vs. Thr Cantidad de clusters Vs. Thr
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Threshold Threshold

Figura 33: Threshold versus K cluster en la agrupacion de rutas.

En la figura 33, se presenta la curva del Thr versus el nUmero de clusters. En la seccién
(a) no es tan claro, pero pareciera que hay un cambio de pendiente en un punto
cercano entre 0.11 y 0.21 kildmetros. Sin embargo, al acercarse como se ve en la
seccion (b), es menos claro ver este comportamiento. Aunque el corte no es
completamente claro, pareciera que el Thr adecuado estuviera en ese rango. Se
procede a visualizar el comportamiento de la métrica de evaluacién, es decir, el indice
de Carlinsky&Harabasz.
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Figura 34: Indicar C&H versus K clusters en la agrupacion de rutas.

En la figura 34.a, se presenta la curva de Thr versus C&H, y en la seccién 34.b, se
presenta el numero de clusters versus C&H. El comportamiento es bastante particular
e inesperado. Anteriormente se habia visto que el indicador de C&H obtenia su valor
maximo en aquel punto donde el Thr y por ende el K era éptimo, pero en este caso a
medida que Thr aumenta (y por ende K disminuye) el indicador se hace mdas y mas
pequefio, hacia +infinito, porque no pareciera que fuera a converger. Sin embargo, es
posible que a pesar de que se inicié la iteracidon con un Thr=0.015, que equivale a 15
metros, este sea aun un valor demasiado grande para considerar dos rutas similares,
asi que se procede a hacer el ejercicio, pero ahora iniciando con un Thr=0.0015 (1.5
metros) con un incremento igual por iteracion.

1010 Calinsky&Harabasz métrica Vs. Thr falinsky&Harabasz métrica Vs. K_clusters
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Figura 35: Indicar C&H versus K clusters en la agrupacion de rutas(iteracion 2).

Después de correr el modelo con los valores indicados, en la figura 35 se presentan de
nuevo las curvas de rendimiento y se observa que efectivamente el indicador no
converge. A medida que el Thr es mas y mas pequefio, el K es mas grande y el C&H se
dispara hacia mas infinito. En este punto se descarta que la solucién sea encontrar un
Thr aun mas pequefio, porque por conocimiento del problema, se sabe que si los
centroides de dos rutas estdn a 1.5 metros, es practicamente la misma posicién, y
claramente se pueden considerar iguales sin necesidad de realizar un algoritmo de
agrupamiento. Es asi como se concluye que, al parecer debido al niumero de puntos a
agrupar, el nimero de clisteres a crear o la entropia del modelo en si, el indicador no
es determinante a la hora de decidir el Threshold 6ptimo.
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El indicador falld, entonces ¢Cudl Threshold elegir?:

Segun los resultados previos, el indicador C&H parece no converger en este caso en
particular , al parecer por la sensibilidad de pequefios cambios de Thr y el nimero
elevado de K. Sin embargo, se debe elegir un Thr para el modelo, asi que se hara uso
de la informacién que se tiene tanto del contexto del problema como de la
informacién que se haya podido recolectar.

Por un lado, se sabe que, en el mundo real, si se habla de qué tan alejado se
encuentran dos puntos geograficos, se considera que 100 metros es una distancia
prudente y se puede considerara cercana, ahora, si se tiene en cuenta que se tienen
rutas que pueden tener 8, 10 o mas kildmetros, parece que una desviacién de 100
metros no parece ser significativa. Por otra parte, no hay que olvidar el grafico de K
versus Thr, donde se ve claramente que hay un cambio de pendiente entre 0.11y 0.21
kilbmetros. Al revisar dato a dato, se observa que el punto de mayor inflexidn es aquel
donde el Thr es de 0.15 kildmetros. Es posible que sea un poco subjetivo este criterio,
pero es la mejor aproximacién que se puede tener con la informacion disponible,
ademads que, con este Thr se generan 63 clusteres, los cuales, al realizar una
verificacion visual, demuestra que los clusteres creados contienen rutas similares entre
ellas, ejemplo de esto se puede observar en la grafica 36, donde un cluster con 8 rutas
visualmente similares.

Tracks Agrupados en el cluster: 2

2820 4

longitud

2815 4

2820 4

longitud

2815 4

000500075  0.0050.007%.010@0500.0075  0.005@.0075
|#4tag8el I3tk188e1 |4#ia8e] |##ia8e1

Figura 36: Comparacion de rutas de un mismo cluster con Thr=0.15

épor qué no un Threshold dinamico?:

Otra de las opciones que se encuentra en la bibliografia[13], es la posibilidad de un Thr
dindmico que vaya cambiando a medida que el problema va evolucionando. Sin
embargo, se considera que, para este caso, donde el Thr tiene una dimensién
determinada, y en si mismo puede considerarse grande o pequefo, no se hace
necesario tratar de “encontrar” su valor por medio de un cambio dindmico, ya que, si
por ejemplo en este caso se establece que 150 metros es una medida adecuada de
similitud entre dos rutas, no hay razéon para que este valor aumente. Por otra parte,
aumentar o cambiar el Thr, si se considera un riesgo, ya que si por ejemplo en las
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primeras etapas del agrupamiento, justo se agrupen dos rutas bastante disimiles entre
ellas y si se establece que el Thr cambie en relacidén con su distancia entre centroides,
las rutas que a futuro no tendrdn un agrupamiento ajustado. Por esto se considera que
lo mejor es encontrar un valor de Thr que tenga sentido en la vida real, permita
establecer si dos puntos son cercanos y se mantenga constante al largo del tiempo,
hasta que se realice una nueva calibracién del modelo.

6.4 Usando métodos clasicoy K-means

En el apartado anterior se establecié que el Thr adecuado era de 0.15 kilémetros, lo
gue daba como resultado un agrupamiento de 213 rutas en 63 clusters. Sin embargo,
se veia que el criterio de decision se basada en conocimiento propio del problemay
contextualizacién, y el comportamiento que se observaba de k clusters versus
Threshold. Asi entonces se quiso realizar una comparacién con el algoritmo clasico de
K-means, junto con el método del codo y de silhouette , para ver si el resultado era
similar o no al obtenido anteriormente.

K clusters Vs. SSE K clusters Vs. silhouette
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Figura 37: Método del codo y silhouette en kmeans.

El resultado de la grafica 37, muestra claramente que el método del codo(a) y el
método de silhouette(b) tampoco son una buena aproximacion al problema, porque
segln estos indicadores, el nimero de clusters adecuado esta cercano a los 2. Lo que a
todas luces no es un buen agrupamiento para 213 rutas. Sin embargo, se quiso
comprobar de graficamente el comportamiento después de implementar k-mean, asi

que se realizo el agrupamiento para k=2 y k=3.
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Figura 38: Agrupamiento con K=2 y K=3 en kmeans.
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En la grafica 38, se observa claramente que k-means no es capaz de identificar
correctamente los clusters que deben formarse, ya que tanto para el caso de k=2,
como para k=3, se evidencia que hay subclusters dentro de los formados. Son puntos
gue claramente se encuentran bastante cercanos entre ellos, y alejados de los demas.
Por ejemplo, en la seccion (b) se observa como un punto que pertenece al cluster 3
estd mucho mas alejados de los miembros de su mismo cliuster, que, a miembros de
otro cluster, y es mas, este deberia ser considerado un clUster aparte, ya que se
encuentra lo suficientemente alejado de otros puntos.

6.5 Interfaz graficay producto final

La interfaz le permite al usuario diferentes acciones, entre ellas: buscar una nueva ruta
de su interés segun diferentes criterios, crear una nueva ruta o rutas y observar si esta
ha sido asignada a algun cluster existente o a creado un nuevo cluster, graficar las
curvas de velocidad, elevacién de diferentes clusters y finalmente desplegar el mapa
de ruta de un cluster en el navegador.

En la figura 39 se observa el home del aplicativo:

B Outdoor Tracks Classifier - o X

En el home se le da la bienvenida
Ingresa, clasificay encuentra rutas unicas e al usuario v le presenta las dos
irrepetibles cercaa tus coordenadas actuales posibilidades: Encontrar rutes o
crear una nueva. Sin embargo, el
DI@ aplicativo lanza diferentes

mensajes de advertencia segun
sea la ocasion.

Q

Y

Lugares Encuentra
hay rutas populares rutascercaa
similares a en tu ruta tus
puntos. [ERUNE] y mapa coordenadas
interactivo

Clasificar Rutas Encontrar Rutas

Figura 39: Pantalla "Home" del aplicativo.

Si se desea realizar una

B Cargue de bases de datos busqueda, pero aun no hay
informacion de clusters

AN no se ha creado ninguna ruta, crea la primera en ,
0 Clasificar Rutas creados, se obtendra el

mensaje que se observa en la
figura 40. Esto porque el

co s archivo variables_clustering.pkl
se encuentra vacio, o mejor, no

ha sido creado.

Figura 40: Mensaje de notificacidn sobre bases vacias.

interactivo
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Si se desea realizar una nueva

F
B Error de cargue clasificacién o agrupamiento,
@ Mo se ha cargado informacion gpx a la carpeta pero no se han Cargado Ias
correspondiente ugares rutas .8pX en Ia Carp6ta
populares correspondiente (tracks_gpx),
. el aplicativo lanzara el

mensaje de error que se
observa en la figura 41.

Clasificar Rutas

Figura 41: Mensaje de error, no hay archivos .gpx

Accion: Buscar Rutas

En la figura 42 se observa la segunda pantalla del aplicativo, que aparece al realizar
una busqueda de rutas:

. Buscador de Rutas — [m] X
Criterios de busqueda de la ruta Lista de clusters encontrados
Distancia a recorrer: Cluster: 0] Distancia: 1.9 No. Rutas: 1| Ubicacién: Carrer del Pic de Peguera, Disseminat de Montilivi, La Creueta, Gi A

Cluster: 2| Distancia: 1.1| No. Rutas: 5| Ubicacion: Passeig Central, la Devesa, Eixample, Girona, Gironés, Girona, Cat
Cluster: 3| Distancia: 1.5| No. Rutas: 1| Ubicacién: Via Verda - Variant, Santa Eugeénia, Salt, Gironeés, Girona, Cataluny
Cluster: 5| Distancia: 0.6 No. Rutas: 1| Ubicacién: 45, Carrer de Julia de Chia, el Carme, Girona, Gironés, Girona, Cat:
Cluster: 6] Distancia: 1.0 No. Rutas: 3| Ubicacién: |a Devesa, Eixample, Girona, Gironés, Girona, Catalunya, 17001, Es

Minima: 100 Maxima: 10000

Coordenadas punto Origen:

Latitud: 41,978 Longitud: 2.823 Cluster: 9] Distancia: 0.7] No. Rutas: 1| Ubicacion: Pont de les Peixateries Velles, Carrer de les Hortes, el Mercadal, G
Cluster: 10] Distancia: 1.5| No. Rutas: 1| Ubicacién: Pont de Fontajau, Pont de Josep Tarradellas i Joan, Disseminat d
Distancia maxima desde Cluster: 11] Distancia: 1.0| No. Rutas: 2| Ubicacién: 1A, Carrer de Berenguer Carnicer, la Devesa, Eixample, Girona, G

punto de origen(Km): (3.5 v < > v
m No. Clusters encontrados: 9

Velocidad Vs. Distancia: Elevacién Vs. Distancia: Datos de Ruta:
Latitud: 41.9827
8 19825
—— speed_punto i Longitud: 2.813
7 speed_prom 1980.0
6 19775 Tiempo(sg): 2469.0
: 1975.0 Speed_prom(m/sg): 2.7
4 19725
M Speed_max(m/sg): 7.7
3 ‘ | W 1970.0
2 ‘9 \‘ \ | M’V 10675 Altura min:(m): 1963.0
' ’ 1965.0 Altura max:(m): 1982.0
o 19625 . . S
0 20 ) &0 £ 100 0 20 40 60 ® 100 Distancia(m): 6710.13

Figura 42: Pantalla 2. Buscador de rutas del aplicativo.

La pantalla de busqueda se compone de 3 segmentos principales: el primero son los
criterios de busqueda, los cuales le permiten al usuario establecer las caracteristicas de
las rutas de su interés. Estas caracteristicas son: la distancia minima y maxima a
recorrer, es decir que tan larga es el Trail; las coordenadas de origen y la distancia
maxima a ese punto de origen, le permite al usuario establecer unas coordenadas de
donde se encuentra, y el aplicativo buscard todas aquellas rutas que cuyo centroide
esté a un maximo de distancia del establecido. El segundo segmento hace referencia al
listado de clusteres que el aplicativo encontré con las caracteristicas deseadas. Este
listado tiene variedad de informacién como: nombre del clister, distancia a la que se
encuentra del punto de origen, nimero de rutas similares que componen el clistery la
ubicacién, en la que se puede identificar la provincia, el pais y hasta el cédigo postal.
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En el tercer segmento es posible ver 3 diferentes graficas: la primea muestra la
velocidad puntual y la velocidad promedio de toda la ruta, la segunda muestra los
cambios de altitud del recorrido y la tercera muestra un listado con las estadisticas y
datos importantes de la ruta, como, por ejemplo, coordenadas de origen, tiempo en
promedio que toma recorrerse, velocidad mdaxima, velocidad minima, altura, entre
otros. Esta informacién aparece cada vez que se haga clic sobre cada uno de los
clusters en la lista de clusters encontrados.

Esta pantalla tiene dos botones, uno para regresar al home (si no, no sera posible salir
del aplicativo) y otro para graficar el mapa del cluster seleccionado. En la figura 43 se
ve un ejemplo de un mapa desplegado en el navegador:

= m] X
@ Cluster_9.html x +
C @ Archivo | C:/Users/cuervoca/tracks_classifier/mapas_folium/Clu... ¥ - 5 o0 ‘
y 4 o o s
- v \ » 42
+ G.'fona:ge';r S 2, 51531
V3 < |

4

iirondloest~
68

Carret M0

Salt

Al ~ 14
Leaflet | Data by © OpenStreetMap, under ODbL

Figura 43: Ejemplo de mapa de ruta en el navegador con Folium.

Accién: Crear Rutas
En la tercera pantalla del aplicativo, es posible crear o clasificar nuevas rutas. En la
figura 44 se observa esta pantalla:

B Creador de Rutas - [m] X
Asignacién de rutas a diferentes Clusters: Lista de Clusters creados y asignados:
Cluster: 0] nueva| Ruta: 1013625188 fit.gpx.100.gpx A Cluster: 0] No. Rutas: 1| Ubicacién: Carrer del Pic de Peguera, Disseminat de Montilivi, La Cn A
Cluster: 1| nueva| Ruta: 1376144131 fit.gpx.100.gpx Cluster: 1| No. Rutas: 1| Ubicacién: GIV-5133, Juigues, Sant Margal de Quarantella, Vilademu
Cluster: 2| nueval Ruta: 1378195094.fit.gpx.100.gpx Cluster: 2| No. Rutas: 5| Ubicacion: Passeig Central, la Devesa, Eixample, Girona, Girenés, Gir
Cluster: 2| nueva| Ruta: 1394351739 fit.gpx.100.gpx Cluster: 3| No. Rutas: 1| Ubicacién: Via Verda - Variant, Santa Eugénia, Salt, Gironés, Girona, !
Cluster: 2| nueva| Ruta: 1394351770.fit.gpx.100.gpx Cluster: 4] No. Rutas: 2| Ubicacién: Nestle, Carrer de Can Benet del Riu, Disseminat de Domg
Cluster: 3| nueva| Ruta: 1397194523 fit.gpx.100.gpx Cluster: 5| No. Rutas: 1| Ubicacién: 45, Carrer de Julia de Chia, el Carme, Girona, Gironés, Gir
Cluster: 4] nueva| Ruta: 1397741166.fit.gpx.100.gpx Cluster: 6] No. Rutas: 3| Ubicacién: la Devesa, Eixample, Girona, Gironés, Girona, Catalunya,
Cluster: 5| nueva| Ruta: 1403144870 fit.gpx.100.gpx Cluster: 7| No. Rutas: 1| Ubicacién: Mas Jacomic, Carrer de la Torre de Sant Narcis, Montjuic,
Cluster: 6] nueva| Ruta: 1404414597 fit.gpx.100.gpx v < > v
Se asignaron: 25 Rutas a: 16 Clusters
Velocidad Vs. Distancia: Elevacion Vs. Distancia: Datos de Ruta:
Latitud: 41.9848

40

. 100 — Longitud: 2.8161

30 % Tiempo(sg): 4359.0

25 ] Speed_prom(m/sg):  2.62

20

s & Speed_max(m/sg):  3.83

10 & Altura min:(m): 71.0

05 — speed_punto = Altura max:(m): 102.0

00 speed_prom

0 - . &
o F ) @ ® 100 o 2 0 ) ® 100 Distancia(m): 11428.53

Figura 44: Pantalla 3 del aplicativo. Creador de rutas.
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Es una pantalla similar a la anterior, sin embargo, aca no hay criterios de busqueda, en
cambio se obtienen dos listados. El primero indica en qué clister fue asignada cada
ruta, y si tal clister es nuevo o es una asignacién a uno ya creado. En el segundo
listado se encuentra la informacidon del cldster, nimero de rutas y ubicaciéon del
mismo. En esta pantalla también existe la posibilidad de ver las graficas de la ruta y
graficar el mapa del cluster seleccionado, asi como se ve en la figura 43.

7.

Conclusiones

En este trabajo se ha evidenciado que no siempre es conveniente hacer uso de
la mayor cantidad de variables que se tenga disponibles, sino de aquellas que
en realidad le pueden aportar al modelo. Se evidencia como al contemplar no
solo las variables de geoposicionamiento, sino otras como tiempo o velocidad,
el agrupamiento no tenia un buen desempefio, y esto se debe a que a pesar de
ser una misma ruta, los valores de tiempo y velocidad varian fuertemente
segln el atleta o la condicién en la que se encuentre en un momento
determinado el mismo atleta, haciendo que unos dias recorra 9 kilémetros en
una hora, y otros recorra la misma distancia en hora y media. Esto hace que el
modelo considere a todas las variables con el mismo peso, y asi, agrupa rutas
gue pueden tener velocidades y tiempos similares, lo cual seria acertado si se
quisieran agrupar rutas con esas caracteristicas en comun, pero no es el
propésito de este trabajo, sino agrupar rutas similares segin su
posicionamiento geografico.

La segunda conclusién, muy relacionada con la primera es que Ila
estandarizacion vy el uso de PCA no siempre es el enfoque adecuado para
resolver un problema. En este caso particular, se presentan dos dificultades: la
primera es la que se comenta en la conclusién anterior sobre darle el mismo
peso a todas las variables cuando no es deseado, y la segunda es que al usar
PCA, se pierde por completo la informacion de las unidades, haciendo que no
tengan ningun significado en la vida real las variables obtenidas y asi,
dificultando determinar la magnitud de distancia entre dos puntos.

Existe la posibilidad de realizar agrupamiento con variables que tengan
unidades con significado en la vida real, como es el caso de los centroides de las
variables X,Y obtenidas al realizar la conversidon de coordenadas geodésicas a
cartesianas. Presentan la ventaja de que cualquier distancia calculada entre dos
puntos con estas coordenadas estard en términos de metros, o en kildmetros si
se multiplica por 0.01, mostrando asi que la conversidon de coordenadas se
vuelve un paso importante a la hora de trabajar con informacién de
geoposicionamiento.

Se pudo comprobar que para casos en los que el nimero de grupos no es muy
elevado, los indicadores de rendimiento como Calinsky&Harabasz y Hartigan,
son determinantes al momento de elegir el Thr adecuado y por consiguiente el
numero de clusteres. Sin embargo, también se evidencid, que cuando el
problema contempla un nimero de clisteres elevado, los indicadores no

53



8.

convergen, haciendo que no sea posible determinar los pardmetros adecuados
del agrupamiento.

Asi mismo, se comprueba que los métodos clasicos como el del codo o
silhouette, tampoco presentan un buen comportamiento en todos los casos. De
hecho, la soluciéon que planteaban estos dos métodos era bastante mala
cuando se quiso agrupar 213 rutas, dando como resultado que formaban 2
grupos, los cuales graficamente era muy sencillo de notar su baja calidad.

Se considera que el método de incremental kmean no sélo es un algoritmo que
se debe usar cuando el procesamiento es en streaming, o se trabaja con Big
Data, sino que ademas se considera que es un algoritmo superior al clasico
kmeans, ya que este segundo elige las semillas de los clusters al azar,
generando diferentes resultados en cada iteracién, mientras que el incremental
learning va ajustando los centroides de cada cluster segun su threshold, que
como se pudo ver en este trabajo, cuando su valor tiene sentido en la vida real
y va alienado con la naturaleza del problema, tales centroides también se
ajustan a la naturaleza del problema, haciendo que el resultado sea estable sin
importar mucho el orden de agrupacién.

Es importante anotar, que a pesar de que los indicadores de rendimiento, tanto
los cldsicos como los propuestos en este trabajo, no siempre funcionan, se
debe realizar su respectivo andlisis para poder descartar o no, el valor de un
hiper-pardmetro. Asi mismo, hay que considerar que al momento de usar
incremental learning, al parecer el plot entre Threshold y nimero de clusters K,
puede dar una muy buena aproximacion del valor a elegir.

Trabajos futuros

Cémo trabajo futuro seria interesante trabajar en diferentes frentes como:

Encontrar la razén tedrica y empirica de por qué los indicadores de rendimiento
gue tienen como base la varianza del error dentro y entre grupos, no
convergen en este caso, y como se podria solucionar, o si existe otra
aproximacion de indicadores que si permitan medir la calidad del
agrupamiento.

Seria interesante investigar sobre otras maneras de representar una ruta, no
necesariamente haciendo uso Unicamente de su centroide sino de otras
variables, o tal vez las mismas, pero con un tratamiento diferente, por ejemplo,
una especie de ponderacion por cada uno de los puntos de la ruta.

Poder realizar un agrupamiento con rutas de diferente cantidad de puntos, no
con la restriccion de que sean de 100.

En la parte de producto, seria interesante desarrollar el aplicativo en una
plataforma web, en la que sea mucho mas sencilla su manipulacién de
informacién y visualizacién de mapas.

54



9. Glosario

Running trails: Hace referencia a los senderos o rutas al aire libre, que las personas
utilizan habitualmente para correr o prepararse para una competencia de running.

Particiones: Son cada una de las segmentaciones o divisiones del conjunto de datos ,
obtenidas al aplicar el algoritmo de clustering. Se espera que los miembros que la
componen sean similares entre ellos y muy diferentes a miembros de otros grupos.

Centroides: Es el punto tal, donde interceptan todos los hiperplanos permiten que el
resultado de la divisiéon cada fragmento tenga el mismo tamafio. Es decir, permite
establecer cudl es el centro de una figura geométrica.

Clustering: Método de aprendizaje no supervisado que permite agrupar en un mismo
cluster a individuos que presentan similitud entre ellos, segin algun criterio de
distancia o similaridad.

Folium: Libreria de Python que permite graficar coordenadas de latitud y longitud
sobre un mapa del mundo real para ser desplegado en un navegador web.

Formato .gpx: Es la manera estandar de intercanviar y almacenar informacion de
mapas en dispositivos GPS, teléfonos inteligentes y computadoras. La estructura del
archivo es similar a la estructura de un archivo semiestructurada de XML

Threshold: Umbral que sirve como parametro de entrada al algoritmo de incremental
clustering y permite establecer el limite maximo de la distancia que debe existir entre
un punto de un grupo y su centroide. Si esta distancia es mayor al Threshold, se debera
crear un nuevo cluster o grupo.

Paratransito: Modo de transporte flexible y a veces informal de pasajeros, que no
sigue un programa u horario fijo.
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