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Resumen del Trabajo:

La expresion génica controla el desarrollo, el crecimiento, la adaptacion y la
reproduccion de todas las células, por lo que su entendimiento puede
brindarnos con grandes avances en el ambito de la medicina y la
biotecnologia.

Sin embargo, aun no esté claro como las diferentes regiones de la cadena de
ADN intervienen en la regulacion de esta expresion. Ademéas de esto, las
técnicas para medirla siguen siendo costosas y lentas.

Con el fin de aportar una herramienta util para el personal investigador y
sanitario, en este proyecto se han aplicado diferentes modelos de aprendizaje
profundo para la prediccién del ARNm en Saccharomyces cerevisiae utilizando
Pytorch.

Para llevar a cabo esta tarea, se ha utilizado un conjunto de datos compuesto
por la abundancia de ARNm de diferentes genes, junto con las secuencias de
la regién no codificantes, las frecuencias de los codones y otras ocho variables
de estabilidad del ARNm.

Se han entrenado diferentes modelos, usando por un lado las secuencias y por
otro el resto de las variables. Tras esto, se han unido los mejores modelos para
cada conjunto de datos, creando un modelo nuevo combinado.
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Finalmente, se ha utilizado el mejor modelo para la creacién de una interfaz
que lleva a cabo una prediccion de la abundancia de ARNm.

Abstract:

Gene expression controls the development, growth, adaptation and
reproduction of all cells. Therefore, its understanding can provide us with great
advances in the field of medicine and biotechnology.

However, it is not yet clear how the different regions of the DNA chain are
involved in the regulation of this expression. In addition to this, the techniques
to measure gene expression are expensive and slow.

In order to provide a useful tool for researchers and health personnel, in this
project, different deep learning models have been applied for the prediction of
MRNA in Saccharomyces cerevisiae using Pytorch.

To carry out this task, a data set composed of the mRNA abundance of
different genes has been used, together with the sequences of the non-coding
region, the codon frequencies and eight other mRNA stability variables.

Different models have been trained, using the sequences in some of them and
the rest of the variables in a different one. After this, the best models for each
data set have been joined, creating a new combined model.

Finally, the best model has been used to create an interface that performs a
prediction of mMRNA abundance.
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1 Resumen

1.1 Antecedentes

El acido ribonucleico mensajero (ARNm) contiene la informacién genética
necesaria para elaborar las proteinas y lleva esta informacion desde el ADN en
el nucleo de la célula hacia el citoplasma donde se forman las proteinas.

Dada la elevada correlacion que muestra la abundancia de ARNm con los
niveles de sintesis de proteinas, ésta es usada para estudiar los niveles de
expresion génica.

Una de las técnicas mas usadas para medir este parametro es conocida como
secuenciacion de ARN (RNA-Seq, por sus siglas en inglés), la cual utiliza
secuenciacion de nueva generacion (NGS, por sus siglas en inglés) para
analizar el transcriptoma celular. No obstante, previamente a esta técnica, los
estudios de expresion génica se llevaban a cabo mediante microarrays en la
cual se analizan miles de secuencias de ADN conocidas o mediante la reaccion
en cadena de la polimerasa cuantitativa (QPCR, por sus siglas en ingles) en la
cual se analiza una molécula de ADN mediante su amplificacién.

1.2 Método

Se han disefiado varios modelos de redes neuronales recurrentes las cuales
permiten predecir la abundancia de ARNm en el organismo Saccharomyces
cerevisiae a partir de dos tipos de datos diferentes: La secuencia de ADN no
codificante y las 64 frecuencias de los codones junto con otras 8 variables de
estabilidad del ARNm.

Con el objetivo de mejorar el modelo, se han unido los mejores modelos para
cada tipo de datos y se han combinado en uno solo que acepta ambos tipos de
datos a la vez.

Para el modelo con mejores resultados se ha creado una interfaz con el
paquete Gradio que permite la prediccion de la abundancia de ARNm de las
muestras introducidas.

1.3 Resultados

Se han construido los siguientes modelos para la prediccion de la abundancia
de ARNm:

v LSTM y GRU para las secuencias
v" MLP para los datos tabulares
v" Modelo mejorado para ambos tipos de datos.



Tras evaluar los modelos, se ha elegido el modelo MLP como el mejor
(R?=0.751), por lo que se ha generado una interfaz para la prediccion de la
abundancia de ARNm.

1.4 Conclusiones

La metodologia utilizada para llevar a cabo el proyecto, aunque parece ser la
adecuada, no ha arrojado buenos resultados a la hora de tratar con los datos
secuenciales. Esto puede estar debido a un problema relacionado con los
propios datos, como puede ser la longitud de la secuencia. No obstante, se han
creado los modelos exitosamente permitiendo ponerlos en funcionamiento y
demostrando que el aprendizaje profundo puede ser de gran utilidad en este
tipo de tareas.

El desarrollo de otros modelos especificos para otros organismos o para varios
tipos de tejido en humano pueden suponer grandes herramientas para el
personal investigador y médico.

Cabe destacar que el articulo de donde se extrajeron los datos no es del todo
claro en cuanto al cédigo aportado y la explicacién de algunas de las variables,
provocando que no sea del totalmente reproducible.

1.5 Aportacion

Con este trabajo se pretende aportar una herramienta al personal sanitario y de
investigacion mediante la reduccion de gastos en técnicas para la medicién de
la abundancia de ARNm como RNA-Seq, asi como la velocidad en la obtencién
de resultados.

Por otro lado, se pretende mejorar el trabajo de investigacién previo en este
ambito mediante la incorporacion de modelos que aceptan datos secuenciales
como entrada.

2 Introduccioén

2.1 Contexto y justificacién del Trabajo

La expresion génica es el proceso por el cual la informacion que contienen los
genes es transformada en un producto necesario para el funcionamiento del
organismo. Sin embargo, no todos los genes se expresan a la misma vez ni en
el mismo grado. Esto es debido a que existen mecanismos regulatorios que lo
controlan.
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La expresion génica, por tanto, controla el desarrollo, la adaptacion, el
crecimiento y la reproduccién de todas las células. La comprension de esta
regulacion podria brindarnos los medios para curar enfermedades o para otras
aplicaciones como la generacion de combustibles, productos quimicos,
alimentos, piensos o productos farmacéuticos (1).

Aunque se han hecho grandes avances sobre la regulacién transcripcional,
permitiéndonos observar la expresion génica mediante la medicion de forma
precisa los niveles de ARNm, aiun no podemos cuantificar en qué medida el
coédigo de ADN determina la abundancia de ARNm o la forma en la que esta
informacion esta codificada en el ADN (2). Esta falta de entendimiento esconde
el potencial de controlar los niveles de ARNm y proteinas mediante la simple
manipulacién de la secuencia de nucleétidos del ADN.

La fuerte concordancia entre los niveles de proteinas y ARNm en mudltiples
organismos sugiere que la transcripcion es un determinante principal de la
abundancia de proteinas (3,4). La transcripcion del ARNm esta controlada por
la estructura reguladora comprendida por las regiones codificantes y las cis-
reguladoras las cuales codifican una gran cantidad de informacién relacionada
con los niveles de ARNm (5).

A pesar de la aparente importancia de los elementos reguladores en cis de las
regiones no codificantes observadas en organismos como Saccharomyces
cerevisiae (6,7), aun no esta claro como las diferentes regiones no codificantes
cooperan para regular los niveles de expresion génica.

La mayoria del conocimiento de la regulacion cuantitativa de la expresion
génica se basa en el cribado de alto rendimiento (High Throughput Screening)
de secuencias sintéticas estudiadas en aislamiento de sus estructuras
regulatorias nativas (8). Aunque estas técnicas son de amplio consenso,
requieren un equipamiento costoso ademas de estar sesgadas por las
especificidades de la mutagénesis, asi como por las condiciones
experimentales. No obstante, el mayor problema es el tamafo del espacio
secuencial, dado que tan solo las posibles combinaciones de los cuatro
nucleétidos en una region corta como el promotor son tan extensas que
necesitariamos analizar sobre 4%° secuencias sintéticas para obtenerlas todas,
por lo que no pueden ser exploradas experimental o computacionalmente (9).

Por lo tanto, el uso de redes neuronales profundas nos permitiria predecir los
niveles de expresion génica directamente desde las secuencias de ADN
nativas sin llevar a cabo otros experimentos que usan ADN sintético.
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2.2 Objetivos del Trabajo

2.2.1 Objetivo general

Crear un modelo de red neuronal profunda que prediga la abundancia de
ARNmM a partir de una cadena de ADN.

2.2.2 Objetivos especificos

e Comprender los datos para su correcto manejo

e Preprocesar los datos secuenciales y tabulares

e Desarrollar modelos de tipo secuencial y no secuencial para predecir la
abundancia de ARNm

e Evaluar los modelos usando diferentes métricas de desempefio

e Generar una interfaz que nos permita predecir la abundancia de ARNm

2.3 Enfoque y método seguido

Para llevar a cabo este proyecto se ha escogido una base de datos procedente
de un articulo de la revista Nature (2), la cual esta compuesta por 4238 genes
de Saccharomyces cerevisiae en los cuales se ha medido la abundancia de
ARNmMm utilizando como medida la mediana de los niveles de expresion génica.
Ademas de esto, disponemos de la secuencia correspondiente a las regiones
reguladoras, la frecuencia de los 64 codones en la region codificante y otras 8
variables de estabilidad del ARNm. Los datos estan comprimidos en un archivo
npz, conteniendo todas las variables tabulares junto con la secuencia
codificada en one-hot.

En el caso de este trabajo se utilizaran algoritmos de aprendizaje profundo
dada la complejidad para datos secuenciales.

Los métodos de aprendizaje profundo se basan en redes neuronales
artificiales, las cuales estdn compuestas por algoritmos de varias capas
permitiendo el aprendizaje y el reconocimiento de patrones de manera
autonoma (10).

Dentro del aprendizaje profundo, existen varios tipos de redes neuronales, una
de estas es conocida como redes neuronales recurrentes (RNN, por sus siglas
en inglés), las cuales usan datos secuenciales. Este tipo de redes se
diferencian en que tienen memoria, tomando informacion de entradas
anteriores para modificar la entrada y salida actual, por lo que la salida
depende de los elementos previos de la secuencia. Dentro de este tipo de
redes utilizaremos las Long-Short Term Memory (LSTM) y las Gate Recurrent
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Unit (GRU), las cuales nos sirven para lidiar en cierta medida con el problema
del desvanecimiento de gradientes (11). Por otro lado, también tenemos una
clase de red neuronal artificial clasica llamada Perceptron Multicapa (MLP, por
sus siglas en inglés), la cual se ha escogido para analizar los datos tabulares.

El método a seguir se compone de los siguientes pasos:

1. Obtenciény exploracion de los datos

2. Preprocesamiento de los datos y adecuacién para su uso en los
modelos

3. Creacion de los diferentes modelos para cada tipo de datos
4. Entrenamiento de los modelos con los datos
5. Evaluacion de los modelos con el conjunto de datos de validacion
6. Mejora del modelo: seleccion del mejor modelo para cada uno de los dos
tipos de datos y mejora mediante la union de ambos modelos en un
modelo combinado
7. Eleccion de un modelo final
8. Representacién de resultados y visualizacion de la informacion
Para el desarrollo del trabajo se ha utilizado el lenguaje de programacion
Python y el framework de aprendizaje profundo Pytorch, el cual tiene una
mayor velocidad en el manejo del conjunto de datos. Ademéas de esto, se ha

usado la plataforma “Google Colab” debido a la GPU de uso gratuito que ofrece
junto con la capacidad de almacenamiento en la nube de “Google Drive”.
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2.4 Planificacion del Trabajo

2.4.1 Tareas realizadas

Nombre

Fecha de inicio-fin

Hito

Definicion de los
contenidos del trabajo

16-02-2022 al 23-02-2022

Entrega de PECO

Plan de trabajo

24-02-2022 al 07-03-2022

Entrega de PEC1

Fase 1 del desarrollo del
trabajo

08-03-2022 al 11-04-2022

Entrega de PEC2

Exploracion de paquetes
para la elaboracion de la
red
(Pytorch,Fastai,Keras...)

08-03-2022 al 12-03-2022

Blsqueda de los datos

13-03-2022 al 15-03-2022

Preprocesado y separacion
de los datos

16-03-2022 al 26-03-2022

Busqueda de informacion
sobre la arquitectura de los
modelos

22-03-2022 al 01-04-2022

Creacion del modelo LSTM

01-04-2022 al 10-04-2022

Documentar en la memoria

10-04-2022 al 11-04-2022

Fase 2 del desarrollo del
trabajo

12-04-2022 al 16-05-2022

Entrega de PEC3

Entrenamiento del modelo
LSTM

12-04-2022 al 15-04-2022

Evaluacién de modelo
LSTM

16-04-2022 al 18-04-2022

Creacioén de los modelos
GRU y MLP

17-04-2022 al 21-04-2022

Evaluacion de los modelos
GRUy MLP

21-04-2022 al 25-04-2022

Busqueda de informacion
para la mejora del modelo

26-04-2022 al 28-04-2022

Mejora y evaluacion del
modelo

28-04-2022 al 05-05-2022

Comparacion de los
resultados

06-05-2022 al 12-05-2022

Eleccion del mejor modelo
y creacion de la interfaz

06-05-2022 al 12-05-2022

Documentar en la memoria

13-05-2022 al 16-05-2022

Cierre de lamemoria

17-05-2022 al 02-06-2022

Entrega de PEC4

Escribir capitulos extra en
la memoria

17-05-2022 al 02-06-2022

Elaboracién de la
presentacion

30-05-2022 al 06-06-2022

Entrega PECbHa

Defensa publica

13-06-2022 al 24-06-2022

Entrega PEC5hb

Tabla 1: Tareas realizadas durante el proyecto organizadas por fechas
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2.4.2 Calendario

— e
' - 202

project }.‘ PECE Fedrecss) PECSb: Defensa patlicd
P

Hombre Fecha de inicie  Feoha de fin e abrl s e Juio
PECO 232022 232022 +

Definicidn contenides Trabaja 162122 2302122 -

PEC 422 T2 +

Plan de Trabajo 247272 anRz [

PEC2 114022 1114022 +

Fased: Desarrallo Trahajo 312 114122 [

Exploracién paquetes para elaborar la red ari2 1213422 =

Bisqueda de los datos 138022 1813422 =

Freprocesado y separacion datos 1622 26502 (|

Bitsqueda de informacion s. 2012 14122 |

Creacifn del models LETM 194022 10Mz2 (|

Decumentacién de la memaria 04422 1114122 O

FEC3 165122 1605022 +

Fase2: Desarralla del frabajo 1204022 1815122 (|

Entrenamiento del modelo LSTM 1204422 164022 -

Evaluasién del modela LSTM 122 1814122 =

Creacidn de los modelos GRU v MLP 7422 21422 -

Evaluasién de los modzlos GRU y MLP 214022 25422 =

Bisqueda de infarmacién p 2614122 261402 O

Mejora y evaluacian del modelo 280422 5522 ||

Comparacion de resubiades 615122 1205022 (|

Documentar en la memoria 1346022 1605422 O

PEC4 28122 26122 L J

Cierre de |a memaria 7522 262z l:l

Esoribir capitulos extra 175022 28022 |

PECS: Bz Bi6122 +

Elaboracién de |a presentacin 200622 6822 (]

PECSb: Defensa pablica 245022 245122 *
Defensa 138022 248122 |

Figura 1: Diagrama de Gantt. Calendario del proyecto

2.4.3 Hitos

Tener definidos los contenidos del trabajo para el 23-02-2022 (PECO).
Tener definido el Plan de trabajo para el 07-03-2022 (PEC1).

Tener finalizada la Fase 1 de desarrollo para el 11-04-2022 (PEC?2).
Tener finalizada la Fase 2 del desarrollo para el 16-05-2022 (PEC3)
Tener finalizada la Memoria para el 02-06-2022 (PEC4).

Tener finalizada la Presentacion para el 06-06-2022 (PEC5a).
Realizar la defensa publica el 24-06-2022 (PEC5b).

AN NI NI N NN
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2.4.4 Andlisis deriesgos

Descripcion del Severidad Probabilidad Mitigacion
riesgo
: . Buscar bibliografia
No funcionamiento Alta Baja alternativa
de alguna libreria J ’
preguntar en foros
Transformacion de
Inviabilidad para los datos para que
usar los datos como Alta Media puedan ser
input del modelo utilizados por el
modelo
Dedicar mas horas
Creacion del modelo de Iasda_rewsltas,
mas prologado en el Medio Alta digﬁbhggg 3el
tiempo del esperado .
tiempo con respecto
a otras tareas
Problemas técnicos
con el ordenador (al Utilizacién de
realizarse todo en Alta Media plataformgs enla
un ordenador este nube, alquilar otro
riesgo siempre esta ordenador
presente)

Tabla 2: Andlisis de riesgos

245

Breve sumario de contribuciones y productos obtenidos

Memoria. Se entregard un documento en formato pdf con el desarrollo
del proyecto, incluyendo la planificacion, los objetivos, el contexto y la
justificacion, asi como la metodologia utilizada, en analisis de resultados
y las conclusiones obtenidas junto con la bibliografia utilizada.

Repositorio Github: se proporcionara un acceso al repositorio GitHub
para proporcionar disponibilidad al cédigo desarrollado para este trabajo.
Se puede acceder a través de este enlace.

Interfaz: Dentro del repositorio Github, podemos acceder a Colab donde
se ha creado una interfaz para la prediccion de ARNm con el mejor

modelo.

Presentacion virtual, mediante Power Point.
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https://github.com/Cardomper/TFM/blob/main/TFM_Carlos.ipynb

2.4.6 Breve descripcion de los otros capitulos de la memoria

e Estado del arte. Se explican conceptos clave utilizados para el correcto
desarrollo del trabajo como la inteligencia artificial, el aprendizaje
profundo y las redes neuronales recurrentes.

e Metodologia. En este apartado se explica detalladamente los pasos
seguidos para el desarrollo del proyecto, exponiendo tanto los métodos
como los materiales que se han utilizado.

e Resultados. Aqui se exponen mediante uso de distintos graficos de
visualizacién las comparaciones de precision entre los distintos modelos
creados. Ademas, se incluye la muestra visual del funcionamiento de la
interfaz.

e Discusion. Se interpretan los resultados obtenidos en el trabajo teniendo
en cuenta el contexto y la relevancia del mismo.

e Conclusion. Se exponen tanto las conclusiones del trabajo como las
posibles lineas futuras del mismo.

3 Estado del arte

3.1 Lacadenade ADN

El ADN o &cido desoxirribonucleico, es el material que contiene la informacion
genética de casi todos los seres vivos. El ADN se almacena como un codigo
compuesto por cuatro bases nitrogenadas, adenina (A), timina (T), guanina (G)
y citosina (C), y el orden en el que aparecen estas bases en la cadena
determinan la informacion disponible para llevar a cabo cualquier proceso
biolégico dentro de un organismo. Cada una de estas bases esta unida a un
azucar y un fosfato, formando el conocido nucleétido (12).

No toda la cadena de ADN contiene informacién para formar proteinas, dado
gue existen diferentes regiones dentro de la secuencia. Dentro de un gen se
pueden considerar dos regiones principales:

Reqidén codificante: También llamada coding sequence (CDS, por sus siglas en
inglés), es la parte del gen que codifica para formar proteinas (Figura 2). En
esta parte, los nucledétidos son leidos en tripletes llamados codones, los cuales
codifican para cada uno de los 20 aminoacidos posibles. Solo existen 64
codones, sin embargo, 61 codifican para aminoacidos y los otros 3 son
codones de parada (13).
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Regiones no codificantes: Son secuencias que forman parte del ADN pero que
no codifican para secuencias de proteinas. Aunque en el pasado se creia que
estas partes del ADN no servian para nada, hoy en dia se sabe que algunas
partes intervienen en la funcionalidad de las células, principalmente
controlando la actividad genética (14). Existen varios tipos de secuencias que
actian como elementos reguladores (Figura 2), como pueden ser
principalmente:

e Promotores: Sefalan el comienzo de la transcripcion proporcionando
sitios de unién para la ARN polimerasa, por lo que pueden regular la
expresion del gen que acompanan (14).

e Regiones no traducidas: También llamadas untranslated regions (UTR,
por sus siglas en inglés). Son dos secciones distintas, colocadas cada
una al principio y al final de la secuencia, una es encontrada en el
extremo 5’y la otra en el extremo 3’, por lo que son llamadas 5’ UTR y 3’
UTR. Marcan el inicio y el final de la traduccién respectivamente, aunque
también estan involucradas con la regulacion transcripcional y
postranscripcional.

e Terminador: Es una secuencia de nucleotidos que determina cuando se
tiene que separar la ARN polimerasa de la cadena de ADN al final de la
transcripcion (15).

5 Prom | 5UTR CDS 3UTR | Term L3

Figura 2: Esquema de las regiones codificantes y no codificantes utilizadas (2)

3.2 Inteligencia artificial

La inteligencia artificial (IA) es la habilidad de las maquinas de llevar a cabo
tareas que requieren la inteligencia humana, como la toma de decisiones, la
creatividad, el aprendizaje o el razonamiento (16).

El origen de la inteligencia artificial podriamos considerarlo en el afio 1950 con
el articulo de Alan Turing “Computing Machinery and intelligence” en la revista
Mind donde proponia una prueba para evaluar si una maquina podia mantener
una conversacion como un humano.

Sin embargo, no es hasta 1956 durante una conferencia, cuando John
McCarty, Marvin Misky y Claude Shannon acufian el término “Inteligencia
artificial”.
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A lo largo de la historia de la inteligencia artificial, podemos resumir una serie
de acontecimientos destacados:

-En 1997, el supercomputador Deep Blue de IBM gan6 al campedn mundial de
ajedrez.

-En 2011, el supercomputador Watson de IBM gand el concurso televisivo
estadounidense Jeopardy, en el que se realizaban preguntas de cultura
general.

-En 2011 la empresa Apple lanza su asistente virtual “Siri”.
-Google lanza su primer asistente virtual “Google Now” en 2012.

-Dos afios después en 2014, Microsoft crea también su asistente virtual
conocido como “Cortana’.

-En 2014 ocurre un hito histérico cuando un ordenador consigue pasar el test
de Turing en Londres.

-A partir de 2018, la inteligencia artificial comienza a asentarse en otros
sectores como la automocion, el turismo, los seguros o las finanzas.

-Mas tarde en 2020, se comienza a favorecer el uso de la inteligencia artificial y
del big data en salud, probablemente debido a la pandemia provocada por el
Covid-19 (17).

3.3 Aprendizaje automatico

El aprendizaje automatico es una rama de la inteligencia artificial que permite a
la maquina aprender automaticamente de los datos anteriores sin una
instruccion directa, lo que permite que el sistema siga aprendiendo y
mejorando, basandose en su propia experiencia.

El origen del aprendizaje automéatico se podria situar en la década de los 50,
cuando Arthur Samuel escribié el primer programa informatico capaz de jugar a
las damas y aprender de cada partida (18).

El aprendizaje automatico esta compuesto por tres tipos de aprendizaje: el
aprendizaje supervisado, el aprendizaje no supervisado y el aprendizaje
reforzado.

El aprendizaje supervisado utiliza un modelo en el que los datos estan
etiquetados de modo que los resultados son conocidos previamente, aprende
de estos resultados y ajusta los parametros internos para adaptase a datos
nuevos (18).

En el caso del aprendizaje no supervisado, los datos no estan etiquetados ni se
conoce la estructura que tienen, por lo que se busca obtener informacion clave
sin conocer la referencia de las variables de salida, realizando una exploracion
de la estructura de los datos (18).
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Por ultimo, tenemos el aprendizaje reforzado, que forma parte del “Aprendizaje
Profundo”. Este tipo de aprendizaje construye modelos que aumentan el
rendimiento tomando como base el resultado obtenido en cada interaccion (18).

3.4 Aprendizaje profundo

El aprendizaje profundo es un tipo de aprendizaje automatico (Figura 3) el cual
utiliza algoritmos inspirados en la estructura cerebral, permitiéndole aprender
grandes cantidades de datos. Estos algoritmos son llamados redes neuronales
artificiales y se caracterizan por estar organizados en varias capas que se
conectan entre ellas (16).

/’f Artificial
Intelligence

"r T T Y

/ Machine \ \
| / Learning \ '

". . s Deep \ . f
Learning ,| f' ,-

\\ ///

Figura 3: Organizacion dentro de la inteligencia artificial
(12)

Las neuronas artificiales imitan el comportamiento de las neuronas bioldgicas,
permitiéndoles realizar tareas similares a un cerebro humano como la
clasificacién o la identificacion de patrones (16).

Redes neuronales biolégicas v artificiales

Para entender el funcionamiento de una red neuronal artificial y la semejanza
con respecto a una red neuronal biolégica, es necesario conocer la estructura
de una neurona. Una neurona se compone de tres partes: dendritas, soma o
cuerpo celular y axon (Figura 4) (19).

Las neuronas se comunican a través de impulsos nerviosos mediante un
proceso llamado sinapsis. Este proceso se lleva a cabo transfiriendo la sefal
desde el axdn de una neurona a las dendritas de otra neurona diferente (19).
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Estos impulsos nerviosos pueden ser de dos tipos, eléctrico o quimico,
dependiendo de si la sefial eléctrica se transmite directamente o si se libera un
neurotransmisor al espacio sinaptico (espacio entre el axon de una neurona y
las dendritas de otra) (19).

Las neuronas en estado de reposo tienen un determinado potencial eléctrico
llamado potencial de reposo, provocado por la diferencia de carga entre la
neurona y el exterior celular (19).

Dendritas Soma AXon

Figura 4: Estructura de una neurona (15)

Cuando la neurona recibe un estimulo superior al umbral, se desencadena el
potencial de accién, provocando la despolarizacion de la neurona y creando el
impulso nervioso que viaja hasta el axén. Este impulso nervioso viaja hasta las
dendritas de la siguiente neurona, activando sus receptores y provocando el
cambio en el potencial de la célula (20).

Las sefales enviadas pueden ser tanto excitatorias como inhibitorias. Las
excitatorias provocan que la membrana de la neurona se vuelva mas positiva y
por tanto contribuyen en la despolarizacién. En el caso de las inhibitorias,
vuelven a la membrana de la neurona mas negativa aumentando el potencial
necesario para alcanzar el valor umbral que desencadena la despolarizacion
(20).

En 1943 McCulloch & Pitts crearon un modelo de una neurona artificial,
inspirdndose en una neurona biolégica. Catorce afilos mas tarde Rosenblatt
cred el primer modelo del perceptrén, la cual es la aproximacién mas cercana a
una neurona biologica (19).
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Los elementos de una neurona artificial son:

Seflales de entrada: Se recibe la informacion del exterior o de otra
neurona anterior.

Pesos sinapticos: Permite que se dispare la sefial de entrada, son
generados de al azar tomando valores entre -1y 1

Union sumatoria: Se realiza la suma ponderada de las sefiales de
entrada y los pesos.

Funcion de activacion: Se evallan las sefiales de entrada y si
comprueba que alcanzan el valor umbral para usarlas como salida. En
caso de gue no superen este valor, se vuelven a reajustar los pesos.
Salida: Manda el resultado a la siguiente neurona

Si comparamos una neurona bioldgica con una artificial (Figura 5), las entradas
de la neurona (Xn) corresponden con la informacién que recibe la neurona del
axén de la neurona anterior. Estas entradas tienen un peso, lo que
corresponderia con la eficacia de la sinapsis, esta informacion se procesaria en
el cuerpo de la célula sumandose en valor de las entradas y restandole el valor
umbral. Por ultimo tendriamos la funcién de activacion que daria lugar a la
salida, lo que es comparable con el axén (21).

Neuronas
Axon Sinapsis bioldgicas
Dendritas Cuerpo
X Wi Cuello
del axdn
Ko —— W .
. Axon
| f —
| Salida
i Funcion de
X, —— W activacion
Entradas Pesos Neuronas

Wo
Sumatorio y umbral

artificiales

Figura 5: Equivalencia entre neurona bioldgica y neurona artificial (17)

3.5 Perceptréon multicapa (MLP)

El perceptron multicapa es una clase de red neuronal artificial totalmente
conectada. Consiste en tres tipos de capas, capa de entrada, capa de salida y
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capa oculta (Figura 6). La capa de entrada es la que recibe los datos que seran
procesados. La capa de salida es la que se encarga de realizar la tarea
requerida, como regresién, reconocimiento o clasificacién. Entre estas dos
capas hay una o mas capas ocultas. Cada capa esta compuesta de nodos, los
cuales se conectan a cada nodo de la siguiente capa con un cierto peso (22).

En este tipo de redes la informacion circula hacia delante, desde la capa de
entrada hasta la capa de salida. Ademas, las neuronas estan entrenadas con el
algoritmo de aprendizaje de retropropagacion, el cual funciona calculando el
gradiente de la funcion de pérdida con respecto a los pesos desde la dltima
capa a la primera, de forma que los pesos de cada capa son actualizados (23).
Las MLP estan disefiadas para aproximar cualquier funcion continua, pudiendo
resolver problemas linealmente no separables (22).

Input
Weights

Layer
Weights

Input Feature

\Zn
Input Layer

Hidden
Layer

Figura 6: Arquitectura de una red perceptrén multicapa (18)

3.6 Redes neuronales recurrentes

Las redes neuronales recurrentes (RNN, por sus siglas en inglés) son una
clase de redes neuronales profundas que usa datos secuenciales o series
temporales, por lo que este tipo de redes tienen en cuenta la variable tiempo
(Figura 7). Se diferencian de otro tipo de redes por su memoria, tomando
informacion de entradas previas y usandolas para modular la entrada y salida
actual. Ademas, pueden procesar secuencias con diferente longitud, por lo que
se utilizan para llevar a cabo tareas como el reconocimiento de voz,
procesamiento natural del lenguaje, regresiones o traduccion del lenguaje (11).
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Una caracteristica importante de las RNN es que usan el mismo parametro de
peso en cada capa de la red en lugar de un peso para cada nodo. Estos pesos
son ajustados mediante la retropropagacion y el descenso de gradiente (11).

Este tipo de redes utiliza el algoritmo de retropropagacion a través del tiempo
(BPTT, por sus siglas en inglés) el cual es bastante similar al algoritmo de
retropropagacion tipico, con la diferencia de que en éste los errores se suman
por cada paso en el tiempo (11).

Este funcionamiento de propagaciéon a través del tiempo genera dos tipos de
problemas: los gradientes explosivos y el desvanecimiento de gradiente. Estos
problemas surgen por el tamafio del gradiente, el cual es la curva de la funcién
de pérdida a lo largo de la curva de error. El caso del desvanecimiento del
gradiente ocurre cuando el gradiente es muy pequefio, por lo que este se va
haciendo cada vez mas pequefio mientras se van actualizando los pesos hasta
gue los pesos llegan a 0. Cuando llega a este punto, el algoritmo deja de
aprender (24). En el caso de los gradientes explosivos ocurre lo opuesto.
Cuando el gradiente es demasiado grande, los pesos crecen cada vez mas,
llegando a un punto en el que toma valores tan altos que no pueden ser
actualizados, lo que genera un modelo inestable (25).

Rolled RNN Unrolled RNN

Output layer Y Y Y Y

DS
®» O

Input layer °

Time

Figura 7: Arquitectura de una red neuronal recurrente (11)
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3.6.1 Long-Short Term Memory (LSTM)

Las redes LSTM son un tipo de red neuronal recurrente, las cuales fueron
disefiadas por Hochreiter & Schmidhuber para abordar el problema de las
dependencias a largo plazo (24). Es decir, si el estado anterior no pertenece al
pasado cercano, es posible que el modelo no pueda predecir correctamente,
por lo que cuanto més larga sea la secuencia mas se reduce el rendimiento
(26). Para remediar esto, las redes LSTM tienen unas células en las capas
ocultas de la red con una estructura particular (Figura 8).
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Figura 8: Esquema del funcionamiento de una célula LSTM (21)
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Puerta de olvido: La puerta de olvido decide qué informacion necesita atencion
y cual tiene que ser ignorada. La informacién de la entrada actual (Xi) y el
estado oculto anterior (ht1) son pasados a la funcién sigmoidea. Esta funcion
genera valores entre 0 y 1. De esta forma, elige que parte de la salida antigua
es necesaria, generando un valor ft que sera usado para la multiplicacion por
puntos de la célula (27).

Puerta de entrada: Esta puerta es la que afiade la informacién util al estado de
la célula. En primer lugar, la informaciéon es regulada mediante la funcién
sigmoidea y filtra los valores usando las entradas x: (entrada del momento
actual) y hi1 (estado oculto de la célula anterior), de manera que toma valores
entre 0y 1. A continuacion, los mismos valores de h(t-1) y x(t) son pasados por
la funcién tanh, creando un vector con un rango de valores de -1 a 1 que
contiene todos los valores posibles de x(t) y h(t-1). Finalmente, este vector y los
valores regulados se multiplican punto por punto (27).
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Estado celular: En este punto se clasifica la informacion de la puerta de olvido y
la perta de entrada para ser guardada como el nuevo estado celular. Se
multiplica el estado celular anterior C(t-1) por el vector de olvido f(t). A
continuacion, se toma el valor del vector calculado en la puerta de entrada y se
realiza una suma punto por punto, actualizando el estado celular para obtener
el nuevo estado celular C(t) (27) (Figura 9).
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Figura 9: Esquema del célculo del estado celular de una célula
LSTM (21)

Puerta de salida: Esta puerta es la que determina el valor del siguiente estado
oculto, conteniendo la informacion de entradas anteriores. En primer lugar, los
valores del estado actual (xt) y el estado oculto anterior (ht1) son pasados a la
funcion sigmoidea. A continuacion, el nuevo estado de la célula es enviado a la
funcién tanh. Estas dos salidas son multiplicadas punto por punto y basandose
en el resultado final, la red decide qué informacion deberia llevar el estado
oculto, el cual es usado como prediccion. Por ultimo, el nuevo estado celular
(Cv) y el nuevo estado oculto (ht) se pasan al siguiente paso en el tiempo (27).
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3.6.2 Gated Recurrent Units (GRUS)

Las redes GRU (Figura 10) son un avance las RNN estandar y fueron
introducidas por Kyuanghyun Chit en 2014 (28). Este tipo de redes son muy
similares a las redes LSTM, dado que usa puertas para controlar el flujo de
informacion.

he_1

Lt

Figura 10: Arquitectura de una Gated Recurrent Unit (23)

Son un tipo de redes mas nuevo que la redes LSTM por lo que también tienen
una arquitectura mas simple. A diferencia de estas, las redes GRU no tienen
estado celular, solo tienen estado oculto (29). Para solucionar el problema de
desvanecimiento de gradiente usa una puerta de actualizacién y una puerta de
reinicio.

Puerta de actualizacion: Esta puerta ayuda al modelo a determinar cuanta de la
informacion pasada tiene que ser guardada para el futuro. En esta puerta, xt
(entrada actual) y ht1 (estado oculto anterior) son multiplicados por sus propios
pesos. Los dos resultados se suman y se aplica la funcion sigmoidal para
obtener un rango de valores entre 0y 1, obteniendo z(t) (30).

Puerta de reinicio: Esta puerta es la encargada de decidir cuanta informacién
del pasado hay que olvidar. Como en la puerta anterior, h(t-1) y x(t) son
multiplicados por sus propios pesos y al resultado se le aplica la funcion
sigmoidal (30).

Contenido actual de la memoria: Esta se calcula mediante la multiplicacion
punto por punto de ht1 y r. A continuacion, se suma el resultado con xi, por
ultimo, se usa la funcién tanh para generar h’t(30).
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Memoria final en el tiempo actual: Esta se calcula a partir de 1-zt combinado
con h't. Por otro lado, zt se multiplica por puntos con hti1. El resultado de la
memoria actual es la suma de estas dos salidas (30).

4 Metodologia

4.1 Configuracion del entorno de trabajo

Para la realizacion de este proyecto se ha debido preparar previamente el
entorno donde se construyen las redes neuronales. En este caso, es necesario
poseer una cuenta de Google Drive asi como acceso a internet.

El proyecto se ha llevado a cabo en Google Colab. Este es un servicio
proporcionado por Google el cual se basa en los Notebooks de Jupyter pero
conectado a la nube. De esta forma, se proporciona al usuario de forma
gratuita acceso para trabajar con GPUs y TPUs de Google. En este caso, la
GPU proporcionada por Google es la Tesla K80. Gracias a este servicio, se
pueden crear, importar, exportar y compartir cuadernos donde escribir cédigo
gue ademas se guardan junto con cualquier otro archivo en Google Drive.

El lenguaje de programacion escogido ha sido Python, dado que es un lenguaje
muy apropiado para el procesamiento de datos secuenciales, asi como para la
implementacion de técnicas de aprendizaje profundo dada la variedad de
paquetes con los que cuenta. Ademas, permite crear un cédigo entendible
dada su sintaxis simple y directa (31).

4.2 El conjunto de datos

Los datos utilizados en este trabajo fueron obtenidos a partir del trabajo
desarrollado por Zrimec et al (2). Estos estan compuestos por 4238 muestras
procedentes de diferentes genes de Saccharomyces cerevisiae. Para cada una
de las muestras tenemos:

e lLa abundancia de ARNmM usando la mediana de los niveles de
expresion génica como medida.

e Una secuencia regulatoria codificada en one-hot (Figura 11).

e Las frecuencias de los 64 codones.

e 8 variables de estabilidad que incluyen: las longitudes de las regiones 5’
UTR, 3’ UTR y del marco abierto de lectura (distancia entre el codon de
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inicio y el de stop) y el contenido de GC (guanosina y citosina) de las
regiones 5 UTRy 3’ UTR.

[[0, O, O, 1],
[0, 0, 1, 0],
[0, 1,0, 0],

esey

[0, 1, 0, 0],
[0, 1, 0, 0],
[1, 0, 0, 0]]

Figura 11: Secuencia
codificada en one-hot

4.3 Librerias utilizadas

Las librerias de Python usadas en ente trabajo fueron:

Os
Numpy
Matplotlib
Seaborn
Sklearn
Pandas
Torch
Torchtext
Collections
Re
Textwrap
Gradio

AN N NN N Y VN U U NN

4.4 Importacion y exploraciéon de los datos

Tras obtener los datos a partir del estudio de Zrimec et al (2), estos fueron
subidos a Google Drive para tener acceso desde Google Colab.

Una vez subidos, se procedido a importar la carpeta desde Google Drive a
Google Colab utilizando ésta como directorio para tener acceso a los datos. En
este caso se trata de un archivo en formato “npz”.

Para extraer los datos de este npz se utilizaron los paquetes Numpy y Os y se
definié una funcion para extraer los datos con una separacion en entrenamiento
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y test no definitiva conformada por 3813 y 425 muestras respectivamente.
Ademas, se separo la variable dependiente del resto de variables.

Para llevar a cabo el analisis de los datos se separaron las variables
dependientes en dos dataframes:

e Dataframe con las secuencias codificadas en one-hot.
e Dataframe compuesto por las 64 frecuencias de los codones y 8
variables de estabilidad

A continuacion, se procedio a explorar los datos, observando en primer lugar el
tamano y forma de éstos. Ademas de esto, se realizé un diagrama de cajas de
la variable dependiente, asi como una grafica de densidad para visualizar la
distribucion de los datos. También se realiz6 una gréafica de densidad aplicando
la funcion logaritmica con el mismo objetivo y se calculé la desviacién estandar.

Para obtener un resultado previo se utilizé la libreria sklearn para aplicar un
modelo random forest con los datos no secuenciales utilizando esta separacién
de los datos previa.

4.5 Preprocesamiento de los datos

En primer lugar, dado que los datos secuenciales se encuentran codificados en
one-hot y nuestro modelo trabaja con textos, se procede a convertir esta
variable a una secuencia de texto. Ademas, como los datos estaban
codificados en ceros y unos, se elimina el relleno para obtener la longitud real
de cada secuencia (Figura 12). Este relleno es debido a que para que el
modelo acepte los datos necesita que los datos sean de la misma longitud, por
lo que se han rellenado con ceros para que midan lo mismo que la secuencia
mas larga. Este proceso también es necesario para los modelos que se
desarrollan en este trabajo, sin embargo, se realizara posteriormente por lotes.

A CGT

Secuencia
one-hot

—’ TCTAGM —} TCTAG

Figura 12: Conversién de la secuencia en formato one-hot a secuencia de texto
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A continuacién, se utiliza el paquete sklearn para estandarizar los datos de la
variable objetivo y de las otras 72 variables numéricas.

Leer los datos

Para introducir los datos en el modelo, en primer lugar, se define una funcion
gue lee nuestros archivos separados previamente. A continuacién, separamos
los datos en entrenamiento y validaciébn en una proporcién de 80% y 20%
respectivamente utilizando la funcion random split () paralos modelos que
usan la secuencia y en una proporcion 70% y 30% para el modelo que usa solo
los datos tabulares.

Tokenizacion

Para que los datos secuenciales puedan ser utilizados por el modelo, se tiene
gue realizar una tokenizacion, es decir, se tienen que dividir en palabras. Dado
gue la secuencia de texto es una secuencia de ADN no codificante, los
nucledtidos no se agrupan de 3 en 3 por codones, por tanto, tras varias
pruebas con diferentes longitudes de secuencia, se ha establecido un tamafio
de palabra de 6.

Para llevar a cabo esto, se crea una funcion tokenizador, en la cual ademas de
dividir el texto en tokens de 6 nucledtidos, inserta dos tokens especiales en
primer y Gltimo lugar de cada secuencia para indicar el principio y el final de
esta.

A continuacion, con un bucle se itera sobre todos los tokens de todas las
secuencias del grupo de entrenamiento para generar un vocabulario que los
contenga.

Numericalizacidn

En esta etapa, se reordenan todos los elementos del vocabulario por
frecuencias y utilizando la funcibn vocab () de torchtext, se crea un
vocabulario donde no hay tokens repetidos, ademas de esto se afiaden otros
dos tokens especiales para marcar valores desconocidos y para valores de
relleno.

Se define el pipeline de la numericalizacién, que consiste en el cambio del
token por el valor numérico de su posicién en el vocabulario.

A continuacion, se crea una funcion collate batch () que define como se
formaran los lotes. En esta funcion, se aplica el pipeline para la
numericalizacién, el relleno de la secuencia teniendo en cuenta la mas larga del
lote, asi como la transformacion de los elementos a tensores. Esta funcidén nos
devuelve la secuencia transformada, la lista de los targets correspondientes y
la longitud de la secuencia.
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Por dltimo, utilizando la funcién Dataloader () de Pytorch, se dividen los
datos de entrenamiento y validacion en lotes del tamafio elegido. Esta funcion
utiliza collate batch () para devolver los datos como se habia definido.

4.6 Construccion delos modelos

Long-Short Term Memory (LSTM) v Gated Recurrent Unit (GRU)

A continuacion, se detallan las caracteristicas de la red neuronal recurrente del
tipo LSTM creada.

En primer lugar, definimos las diferentes capas que utilizara el modelo:

(©]

La primera capa que se crea es conocida como embedding. Esta capa
se encarga de definir la longitud de la secuencia que recibe el modelo.
Esta capa tiene un tamafo definido por el (tamaio del vocabulario) X
(tamatfio definido de embedding). Para nuestro modelo el tamafio del
embedding definido es 50 y el vocabulario tiene una longitud de 4783,
por lo que seria una capa de 4783x50.

A continuacion tenemos dos capas de células LSTM, las cuales son
bidireccionales y ademas tienen un dropout de 0.4 con el objetivo de
controlar el overfitting (32). Estas capas tienen un tamafio de 50x64.

La siguiente capa es la primera capa totalmente conectada. Esta tiene
un tamaio de 64x64x32, es decir (tamafio del lote) X
(tamaio de entrada) X (tamafio de la salida). En esta capa vemos
gue hay una dimension mas, lo cual es debido a la bidireccionalidad de
las capas anteriores. Esta capa sirve como clasificador lineal.

A continuacién, tenemos la funcién de activacion unidad lineal rectificada
(ReLU, por sus siglas en inglés) que recibe la informacién de la capa
totalmente conectada (FC, por sus siglas en inglés) anterior. Es elegida
esta funcion dado que se ha observado que arroja buenos resultados en
aprendizaje  profundo, dando menos problemas relativos al
desvanecimiento de gradiente que otras funciones (33).

Finalmente, tenemos la Ultima capa totalmente conectada, la cual toma
los datos de la capa ReLU anterior. Esta tiene un tamafo de 32x1 dado
gue, al ser una regresion, solo predecimos 1 valor.

Por otro lado, tenemos etapa del forward, donde se definen las interacciones
entre las capas:

(@]

En primer lugar, el forward utiliza dos tipos de datos, la secuencia y la
longitud de esta.
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o El texto es pasado por la capa del embedding para que este pueda ser
procesado por la red.

o A continuacion, se realiza el relleno o padding de la secuencia.

o Una vez hecho esto, los datos pasan por las células LSTM, donde se
generan tres datos distintos, el output, el estado oculto y el estado
celular.

o Se toman las dos ultimas salidas del estado oculto y se unen. Esto es
realizado dado que tenemos una red bidireccional. En el caso de una
unidireccional solo se tomaria el valor almacenado en la ultima posicion.

o Por ultimo, estos valores son pasados por la primera capa totalmente
conectada, después por la capa RelLU y por ultimo pasa por la ultima
capa totalmente conectada que sera nuestra salida.

Para llevar a cabo el entrenamiento de la red, previamente se carga el modelo
en la GPU.

A continuacion, se definen y ejecutan las funciones para el entrenamiento y la
evaluacion del modelo. En estas, los datos seran introducidos por lotes del
tamafio definido previamente, en este caso de un tamafio de 64. Ademas de
esto, se define la funcion de pérdida como el error cuadratico medio (MSE, por
sus siglas en inglés) dado que el problema es una regresion. También se
define el optimizador AdamW, el cual implementa un valor de decay (técnica de
regularizaciéon que reduce los pesos durante la retroprogacion), y se establece
la tasa de aprendizaje en 0.0001 y el numero de épocas utilizadas (en este
caso 30).

Tanto la funcién de entrenamiento como la de validacion, calcula la pérdida en
cada época basado en nuestra funcion de pérdida.

Por ultimo, para establecer otra medida de evaluacion, se calcula el R? con los
datos de validacion.

Para el modelo GRU, la arquitectura y célculo de las métricas es similar al
modelo LSTM, con las dos unicas diferencias:

1) En el paso de los datos por las células de GRU, solo se obtienen dos
salidas, el estado oculto y el output, es decir, no se obtiene estado
celular.

2) El numero de épocas es 15 en lugar de 30 dado que ofrece mejores
resultados.
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Multilayer Perceptron (MLP)

Se utiliza este modelo para calcular la abundancia de ARNm a partir de los
datos no secuenciales. Para ello, en primer lugar, se escoge un tamafio de lote
de 10. Este modelo se compone por una clase secuencial de Pytorch con
varias capas apiladas linealmente.

Las capas dentro de la clase secuencial se encuentran organizadas asi:

o Dado que se tienen 72 variables, la primera es una capa linear con un
tamano de 72x64.

o A continuacion, se introduce un dropout de 0.1 para evitar problemas de
overfitting (32).

o Después, se aplica la funcién de activacion ReLU la cual ayuda a reducir
los problemas de desvanecimiento de gradiente (33).

o Siguiendo con la secuencia, se utiliza una capa linear de un tamafio de
64x32

o Se afade un dltimo dropout de 0.1 con el mismo proposito que el
anterior (32).

o En pendltima posicion, se introduce otra funcion de activacion RelLU
(33).

o Por dultimo, una capa linear de un tamafio de 32x1 dado que solo
gueremos predecir una variable numérica.

Una vez creada la arquitectura, se definen funciones para el entrenamiento y la
evaluacion del modelo y se aplica la funcién de pérdida error cuadratico medio
(MSE, por sus siglas en inglés). También se utiliza el optimizador AdamW y se
establecen la tasa de aprendizaje en 0.0001 y el niumero de épocas que se
utilizan (100 para este modelo). La tasa de aprendizaje tiene este valor para
reducir problemas de overfitting.

Por dltimo, con los datos de validacién se calcula el R? como medida de
evaluacion.

Modelo combinado

Para mejorar el modelo predictivo, se crea un modelo que acepte los dos
conjuntos de datos a la vez, es decir, las secuencias y las 72 variables
numeéricas. Para ello, se unen los dos modelos con mejores resultados de cada
conjunto de datos. En este caso, se unen los modelos LSTM y MLP.
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Para ello, se modifican las funciones que leen los datos y generan los lotes. A
continuacion, se crea la estructura del modelo:

o La primera parte del modelo es la red LSTM, la cual acepta las
secuencias y predice un valor a partir de esa variable. Para este modelo
se ha disminuido el tamafio de las capas para reducir el overfitting dada
la complejidad del modelo. La capa de las neuronas LSTM se redujo a
un tamafo 50x32, la primera capa FC a un tamafio de 32x32x16 y la
segunda capa FC a 16x1. Esto se realiza con el fin de reducir el
overfitting, reduciendo

o La segunda parte del modelo es la red MLP, la cual utiliza las otras 72
variables para realizar la prediccion.

o Los resultados de ambos modelos se unen.

o A continuacién, estos resultados unidos se pasan por la funcion de
activacion RelLU para reducir problemas de desvanecimiento de
gradiente (33).

o Por ultimo, se afiade una ultima capa de un tamafio 2x1, para combinar
ambos resultados en una sola prediccion.

Después de esto, se definen las funciones para el entrenamiento y la
evaluacion del modelo utilizando el error cuadratico medio como la funcion de
pérdida y AdamW como optimizador. Ademas, se establecen el nimero de
épocas en 30 y la tasa de aprendizaje en 0.0001. Por ultimo, también se
calcula el R? con los datos de validacién como métrica de evaluacion del
desempefio.

4.7 Interfaz

Para la creacion de la interfaz se utiliza la biblioteca Gradio, la cual puede ser
introducida dentro del codigo (Figura 13). Ademas de esto, también genera
enlaces a paginas web con la interfaz construida (Figura 14).

En esta interfaz, se utiliza el modelo que mejores resultados arroja, por lo que
se eligio el modelo MLP. El propésito de esta aplicacion es predecir la
abundancia de ARNm a partir de las frecuencias de los 64 nucleotidos y 8
variables de estabilidad. Para que esta funcione, se genera una funcién con
todo el pipeline para la prediccion.
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iface.launch()

Test launch: RNA_PRED()... SKIPPED
Colab notebook detected. To show errors in colab notebook, set “debug=True™ in ~launch()"

Running on public URL: https://51302.gradio.app

This share link expires in 72 hours. For free permanent hosting, check out Spaces (https://huggingface.co/spaces)

Prediccion de la abundancia de ARNm de S. cerevisiae

rueba.csv 7355KB Download
» 5 ysgr_pred
Limpiar Enviar ICtI ons.csv
39.2 KB
Avisar

PN o BREH T

Figura 13: Muestra del funcionamiento de la interfaz creada con Gradio. Vista desde el codigo en Colab.

La aplicaciéon funciona mediante la subida de un archivo csv con las 72
variables y te devuelve un archivo csv con las predicciones (Figura 13).

Prediccion de la abundancia de ARNm de S. cerevisiae

Coloque el archivo aqu

1aga click para carga

Limpiar Enviar Avisar

Figura 14: Interfaz creada con Gradio. Vista desde pagina web.
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4.8 Transformers

Dado que una de las técnicas mas utilizadas recientemente esta basada en los
transformers, se intentd0 realizar el fine-tuning de un modelo BERT
preentrenado especifico para secuencias de ADN llamado DNABERT (34,35).
Sin embargo, la excesiva longitud de las secuencias junto con la falta de
informacion sobre el modelo, han impedido la finalizacién del este.

5 Resultados

5.1 Exploracién de datos

En primer lugar, se muestran un diagrama de caja (Figura 15) de la variable
gue queremos predecir, en este caso, la abundancia de ARNm. En el grafico
vemos que hay una gran cantidad de outliers en la parte superior de la grafica.

DNA Abundance
35 - o
1 | Z]
o
8
o
25 1 g

20

15

10 1

Figura 15: Boxplot de la abundancia de ARNm
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Por otro lado, también se ha creado un gréafico para observar la densidad de la
misma variable (Figura 16). Aqui observamos que los datos siguen una
distribucion sesgada hacia la derecha.
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0125 1

0100 1
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0050

0025 1
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Figura 16: Grafico de densidad de la abundancia de ARNm

Para tratar esto, se utiliza la funcion logaritmica sobre los datos, obteniendo un
gréfico con una distribucién mas simétrica (Figura 17).

12 A

Dﬂ T L T T T T T L)
0.0 05 10 15 20 25 30 15

Figura 17: Grafico de la densidad del logaritmo de la
abundancia de ARNm.

Ademas de esto se realiza un modelo de random forest sin preprocesar los
datos con las 72 variables numéricas para obtener una idea previa, donde se

obtiene un R? de 0.765.
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5.2 Modelo LSTM

Este modelo ha utilizado un conjunto de datos compuesto por 3390 muestras
para el entrenamiento y 848 muestras de validacion.

En primer lugar, se calcula la pérdida para el entrenamiento y la evaluacion a lo
largo de 30 épocas. Se observa que la pérdida se reduce drasticamente en las
tres primeras épocas y durante el resto de las épocas los valores de pérdida de
ambas lineas son similares (Figura 18).

Train vs Valid Loss
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Figura 18: Pérdida del entrenamiento y la evaluacién a lo largo de 30
épocas en el modelo LSTM

Se observa que la pérdida del entrenamiento y la validacion son bastante
cercanas, aunque el R? sale negativo (Tabla 3).

Pérdida del entrenamiento (época 30) 0.1261
Pérdida de la validacion (época 30) 0.1331
R? -0.068

Tabla 3: Métricas del modelo LSTM
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5.3 Modelo GRU

En este modelo se calcula la pérdida del entrenamiento y la validacion para 15
épocas. En las tres primeras épocas se observa que las pérdidas tanto para el
entrenamiento como para la validacion se reducen drasticamente, después de
esto, en el resto de las épocas ambas pérdidas son similares (Figura 19).

Train vs Valid Loss
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Figura 19: Pérdida del entrenamiento y la evaluaciéon a lo largo de 15
épocas en el modelo GRU

Por otro lado, se puede observar que la pérdida para el entrenamiento y la
validacion son bastante similares, no obstante, al calcular el R? se observa que
este tiene un valor negativo (Tabla 4), lo que quiere decir que el modelo se
ajusta peor que una linea horizontal.

Pérdida del entrenamiento (época 15) 0.1385
Pérdida de la validacién (época 15) 0.1365
R? -0.096

Tabla 4: Métricas del modelo GRU
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5.4 Modelo MLP

Para este modelo que utiliza las 72 variables numéricas, se calcula la pérdida
del entrenamiento y la validacion para 100 épocas. Se observa como las
pérdidas del entrenamiento y de la validacion se vas reduciendo poco a poco

hasta la época 60 donde parecen estabilizarse (Figura 20).

Train vs Valid Loss (MSE)
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Figura 20: Pérdida del entrenamiento y la evaluacion a lo largo de 100 épocas
en el modelo MLP

Por otro lado, para este modelo también se observa que la pérdida para el
entrenamiento y la validacion son bastante similares, ademas, al calcular el R?
obtenemos un valor relativamente alto (Tabla 5).

Pérdida del entrenamiento (época 100) 2.2230
Pérdida de la validaciéon (época 100) 2.1529
R? 0.751

Tabla 5: Métricas del modelo MLP

5.5 Modelo combinado

Para este modelo que utiliza las 72 variables numéricas junto con las
secuencias, se calcula la pérdida del entrenamiento y la validacién para 30
épocas. Se observa como las pérdidas del entrenamiento y de la validacion se
reducen rapidamente durante las primeras 4 épocas, después de esto las
pérdidas se estabilizan arrojando unos valores similares (Figura 21).
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Train vs Valid Loss (MSE)

—&— Train
Walid

L

aCcuracy

(o)

- ol i

0 5 10 15 20 25 30
epoch

Figura 21: Pérdida del entrenamiento y la evaluaciéon a lo largo de 30
épocas en el modelo combinado.

Por otro lado, para este modelo también se observa que la pérdida para el
entrenamiento y la validacion son bastante similares. ElI R?, sin embargo, no
supera al del modelo MLP (Tabla 6).

Pérdida del entrenamiento (época 30) 0.0439

Pérdida de la validacién (época 30) 0.0413
R? 0.668

Tabla 6: Métricas del modelo combinado

5.6 Interfaz

Como hemos visto, se ha generado una interfaz la cual devuelve un archivo csv
descargable con las predicciones (Figura 13 y 14). El modelo elegido ha sido el
MLP dado que aporta los mejores resultados con las variables no secuenciales.

6 Discusion

La expresion génica es uno de los procesos mas estudiados hoy en dia, esto
es debido a que el entendimiento de la regulacién de este proceso puede
llevarnos a multitud de avances en diferentes ambitos, como la medicina, la
farmacologia o la industria alimentaria y de combustibles entre otros (1).
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Mediante este proyecto, no se pretende descartar otro tipo de técnicas de
medicion mas empiricas como el RNA-Seq, no obstante, puede resultar una
herramienta (til para el personal de investigacion y sanitario a la hora de
abaratar costes y tiempo antes de realizar este tipo de experimentos.

Ademas de esto, se ha demostrado que con unas cuantas lineas de codigo se
puede crear una herramienta con un gran impacto en el ambito de la medicina
y la biotecnologia. El hecho de haber utilizado el servidor de Google Colab, ha
permitido que se puedan llevar a cabo este tipo de modelos que requieren una
gran capacidad de computacion.

Los modelos que se han llevado a cabo son evaluados mediante el coeficiente
de determinacién R?, la cual es una medida que muestra la proporcién de la
varianza de la variable dependiente (abundancia de ARNmM) que puede ser
predicha por las variables independientes. Ademas se utilizé el MSE, al cual es
una medida de bondad de ajuste robusta que no hace suposiciones sobre la
distribucion de los datos (36).

En base a esto, se escogié finalmente como mejor modelo el que utilizaba
Unicamente los datos numéricos, por lo que es posible que exista algun
problema con los datos secuenciales o la longitud de estos, generando un
problema con los gradientes (25).

Este trabajo, a pesar de utilizar técnicas similares, no ha alcanzado unos
resultados tan buenos como los del articulo de referencia de Zrimec et al (2),
en el que usan una red convolucional de 3 capas con 2 capas FC y una
posterior optimizacién del modelo. En su modelo obtienen un R?=0.822 con los
datos del test por lo que se demuestra que “el ADN codifica la mayoria de la
informacion sobre la expresion de los niveles de ARNm” (2). En este proyecto,
aun no habiendo obtenido unos resultados satisfactorios con los datos
secuenciales, se ha obtenido un R?=0.751 con los datos no secuenciales de
evaluacion. Teniendo en cuenta que los datos utilizados proceden de variables
gque se extraen de las dos secuencias UTR y de la secuencia CDS (2),
podriamos deducir que gran parte de los niveles de expresion de ARNm se
encuentran codificados en estas regiones.

Esto es algo que se ha observado en elementos como la secuencia 5-UTR en
levaduras, siendo validado mediante el uso de mutantes de Saccharomyces
cerevisiae en la secuencia 5-UTR (37). También se ha observado en
Schizosaccharomyces pombe y Saccharomyces cerevisiae que los codones
sinbnimos (codones diferentes que codifican para el mismo aminoacido),
representan un patron caracteristico de cada organismo, estableciendo una
correlacion entre estos y los niveles de expresion del gen (38). El efecto de
este sesgo en el uso de codones en la transcripcibn se ha estudiado
ampliamente (39), siendo ademas apoyado por el articulo de referencia de
Zrimec et al (2). El mecanismo por el que esto ocurre, se cree que se debe a
varias razones: los efectos del posicionamiento del nucleosoma (40), la
terminacién prematura de la transcripcion (41) y la toxicidad del ARNm (42).
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7 Valoracidon econdmica

El trabajo realizado se ha llevado a cabo en el domicilio del autor y con el
equipo proporcionado por este, por lo que no ha requerido ninguna inversion
adicional mas alla del coste de la luz que se estima en unos 40€.

En cuanto al software, dado que se ha usado Google Colab en su version
gratuita, este no ha supuesto tampoco ningln gasto adicional.

Por otro lado, hay que tener en cuenta el precio de los recursos académicos,
asi como el trabajo de los profesores y tutores, los cuales se han pagado con el
precio de la matricula: 852,61€

Por ultimo, habria que aplicar las horas de trabajo del autor, no obstante, al
tratarse de un proyecto que forma parte del plan de estudios, no se aplican
gastos adicionales.

8 Conclusiones

8.1 Conclusiones

La metodologia utilizada para llevar a cabo el proyecto, aunque parece ser la
adecuada, no ha arrojado buenos resultados a la hora de tratar con los datos
secuenciales. Esto puede estar debido a un problema relacionado con los
propios datos, como puede ser la longitud de la secuencia. No obstante, se han
creado los modelos exitosamente permitiendo ponerlos en funcionamiento y
demostrando que el aprendizaje profundo puede ser de gran utilidad en este
tipo de tareas.

Se ha generado un modelo LSTM, un modelo GRU, un modelo MLP y un
modelo combinado que predicen la abundancia de ARNm. Para ello, se han
comprendido los datos y se han preprocesado para poder utilizarlos en los
modelos. Se ha creado la estructura de cada modelo para cada tipo de datos y
posteriormente se han entrenado y evaluado. Por ultimo, se ha conseguido
generar una interfaz que permite predecir la abundancia de ARNm con los
datos no secuenciales.

El modelo MLP, el cual ha sido elegido como el mejor modelo, a la misma vez
es el modelo mas simple, lo que nos puede llevar a pensar que no es necesario
utilizar tantas variables para predecir la abundancia de ARNmM en
Saccharomyces cerevisiae.

Se ha intentado reproducir el articulo de la revista Nature (2) del que se han
extraido los datos mediante el uso de otro tipo de red, sin embargo, el codigo
gue proporcionan no esta completo de manera que los resultados que
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presentan no son totalmente reproducibles. También cabe destacar la falta de
claridad con la que explican la arquitectura completa del modelo utilizado, asi
como el origen de las variables, especialmente las ocho variables de
estabilidad.

8.2 Lineas de futuro

v' Este tipo de estudio se ha realizado para el hongo Saccharomyces
cerevisiae, no obstante, podria ser muy util aplicable a otros organismos,
sobre todo sobre el humano. Si esto se llevara a cabo en humanos, se
deberia tener en cuenta que existen diferentes tejidos, por lo que habria
que realizar los estudios dirigidos sobre un tipo de tejido en concreto en
lugar de sobre un organismo completo.

v" Aumentar la cantidad de datos utilizada para aumentar la precision.

v' Crear modelos para otro tipo de organismos y unirlos en una misma
aplicacién web.

v Crear un modelo funcional con transformers.

8.3 Seguimiento de la planificacion

La planificacion se ha intentado concordar con el calendario inicial, no obstante,
se ha ido modificando segun los imprevistos y avances no esperados.

Las limitaciones de uso de Google Colab han hecho que haya fechas en las
gue no se ha realizado lo esperado, sin embargo, la capacidad de la GPU que
ofrece ha permitido adelantar el entrenamiento de los modelos que podrian
haber tardado dias o haber sido directamente inviables en el ordenador
personal del autor.

Por otro lado, se ha intentado realizar un modelo con transformers el cual no ha
formado parte del calendario dado que ni se plante6 como objetivo inicial ni
finalmente se ha conseguido llevar a cabo.

45



9 Glosario

ANN: Del inglés, Artificial Neural Network

BPTT: Del inglés, Backpropagation Through Time
CDS: Del inglés, Coding Sequence

FC: Del inglés, Fully Connected

GRU: Del inglés, Gated Recurrent Unit

LSTM: Del inglés, Long-Short Term Memory
MLP: Del inglés, Multilayer Perceptron

MSE: Del inglés, Mean Squared Error

ReLU: Del inglés, Rectified Linear Unit
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