Modelos de
regresmn
logistica

PID_00276229

Montserrat Guillén Estany
Maria Teresa Alonso Alonso

Tiempo minimo de dedicacion recomendado: 4 horas < L
' Universitat
Oberta
' de Catalunya




© FUOC  PID_00276229 Modelos de regresién logistica

Montserrat Guillén Estany | | Maria Teresa Alonso Alonso

La revision de este recurso de aprendizaje UOC ha sido coordinada
por la profesora: Teresa Sancho Vinuesa

Segunda edicién: septiembre 2020

© de esta edicién, Fundacié Universitat Oberta de Catalunya (FUOC)
Av. Tibidabo, 39-43, 08035 Barcelona

Autoria: Montserrat Guillén Estany, Maria Teresa Alonso Alonso
Produccién: FUOC

Todos los derechos reservados

Ninguna parte de esta publicacion, incluido el disefio general y la cubierta, puede ser copiada,
reproducida, almacenada o transmitida de ninguna forma, ni por ningtin medio, sea este eléctrico,
mecdnico, optico, grabacion, fotocopia, o cualquier otro, sin la previa autorizacion escrita

del titular de los derechos.



© FUOC  PID_00276229

Modelos de regresion logistica

Indice

INEEOAUCCIOI. ........oooiiiiiiiiieieeeeeeee e e e e e e e e e e e aaa e reeeeas

1. Modelos

lineales generalizados (MLG)..........ccccocccieiiiniiiiinnnnnnnee

2. Estimacion por maxima verosimilitud..................coccooceeinnnnn.

3. Modelos

de regresion logistica binaria.............cc.ccoccoovenennnnnnn

3.1. Interpretacion de los odds-ratios y los coeficientes del modelo ...

IS 7 O R 0 7 7 K 7 1 o OO

3.1.2. Coeficientes del modelo .......coeevvvveveieeiiiieiieeieeeeeeeees

3.2. Interaccién y CONfuUSION .......ccceevveeriieerniiieniee e

3.2.1. Interpretacion del OR en presencia de interaccion .......

3.3.  Seleccion de variables ........coooeeuueeiiiiieiiieeiieeeeeeeeeeee e

3.4. Bondad del ajuste ......ccoccceeeiiiiiiiiiiiieiee e
3.4.1. Test basado en la devianza D. Test de razén de

7S o1 8 0 11 1 0 e {3 N

3.4.2. Estadistico chi-cuadrado de Pearson .........cccoeeeeeevveunnnnn.

3.4.3. Test de Hosmer-LemeShOW ..........cceueeeeeivvennieeiirrenneeennnns

3.5. Predicciones del MOdelO .........ouueeeiiieieeiiiiiiiiiieeeeeeeee e

3.5.1. Matriz de confusion .......ccccccovvvuieeiiiriiieeeiirieeeeeeeennnnn.

3.5.2.  Curva ROC (receiver operating characteristic) ...................

4. Otros modelos lineales generalizados...............ccccoocveeiininneennnn.

g A 101 o D

Ejercicios de autoevaluacion...............cccooeviirieniniiniecnennene e

M) LT 03 ¥ L SR

Bibliografia

12

14
18
18
20
25
28
29
32

32

35

36

37

38

40

43

45

47

49

50






© FUOC  PID_00276229 5
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Introduccion

Los modelos de regresion son modelos estadisticos en los que se desea
conocer la relacion entre una variable dependiente, que puede ser cuan-
titativa o cualitativa, y una o mas variables explicativas independientes,

o covariables, ya sean cualitativas o cuantitativas.

De entre las diferentes opciones que existen para definir un modelo de regre-
sion destacan el modelo de regresion lineal y el modelo de regresion logistica.
Teniendo en cuenta el tipo de variable que deseemos estimar (variable depen-
diente o respuesta) aplicaremos uno u otro. Si la variable dependiente es una
variable continua, el modelo de regresiéon mas frecuentemente utilizado es la

regresion lineal, y si la variable de interés es cualitativa, se utiliza la logistica.

e Variable dependiente continua: regresion lineal.

® Variable dependiente cualitativa:' regresion logistica.

Un ejemplo sencillo de regresion lineal simple es el que relaciona el peso de
una persona con su altura. En este caso se considera que el peso (variable de-
pendiente cuantitativa, variable respuesta, explicada o efecto) es consecuencia
de la altura (variable independiente, variable tratamiento, explicativa o cau-
sa), aparte de otros muchos factores. En un modelo de regresion lineal simple,
solo hay una variable dependiente y una independiente. Se establece que la
relacion es una recta (llamada recta de regresion) y que a partir de un conjunto
de datos la estimacion de la recta permite efectuar predicciones. La prediccién
del peso de una persona en funcion de su altura se obtiene mediante la recta
estimada y fijando que dicho peso corresponde al valor que toma la recta en el
punto concreto de la altura. En este ejemplo, queda patente que la prediccion
es un «valor esperado» que se obtiene del ajuste a un modelo muy simple que
han proporcionado unos datos histéricos.

El paso de la regresion lineal simple a la regresion lineal multiple surge de la
necesidad de incorporar mas factores en la explicacion de la variable depen-
diente. En el ejemplo de peso y altura se pueden tener en cuenta caracteris-
ticas como la cantidad diaria promedio de calorias diarias ingeridas, el sexo
o si se realiza algan tipo de actividad fisica habitualmente. Por lo tanto, con
un modelo de regresion lineal multiple, al considerarse mas factores, se puede
realizar una prediccién mas precisa que en un modelo simple, si se conoce la
informacién sobre dichas caracteristicas. En el modelo multiple hay una va-

riable dependiente y varias independientes.

mEspeciaImente dtil si es dicotémi-
ca o dummy.
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El término error recoge todos los factores que influyen en el valor observado de
la variable dependiente no recogidos por la variables explicativas y se supone
que tiene un promedio nulo (los errores a veces son positivos y otras veces
negativos). En la inferencia sobre los modelos de regresion lineal, se supone
que el término de error sigue un comportamiento normal. La prediccién que
proporciona el modelo de regresion lineal es un valor esperado de la respuesta,
en funcién de los valores de las variables explicativas.

Una de las restricciones que tienen los modelos de regresion lineal simple o
multiple es precisamente la linealidad. Dicha hipétesis puede ser excesivamen-
te restrictiva cuando la realidad no lo es. Para ello, los modelos no lineales es-
tablecen relaciones causa-efecto mas complejas, que no solo suponen un reto
para la eleccion de la forma de la relacion (parabolica, exponencial, polino-

mial, etc.) sino que a su vez complican la estimacion del modelo.

La segunda de las restricciones importantes de los modelos de regresion lineal
clasicos es considerar que la variable dependiente tiene un comportamiento
continuo; es decir, toma valores con decimales. Este es el caso del peso, que
podria llegar a medirse con mucha precisién. Sin embargo, en la préactica exis-
ten numerosos fenémenos que no pueden medirse de manera tan especifica,
ya sea por su propia naturaleza o porque ya han sido registrados como varia-

bles no continuas.

En el texto siguiente se introduce el modelo de regresion logistica, que suple
las limitaciones del modelo de regresion lineal comentadas anteriormente.

Asi pues, el modelo de regresion logistica es una técnica estadistica,
por medio de la cual se analizan las relaciones de asociacién entre una
variable dependiente cualitativa o politdmica (admite varias categorias
de respuesta) y una o varias variables independientes (regresores o pre-
dictores), que pueden ser cuantitativas o categoricas. Este tipo de regre-
sion es especialmente interesante si la variable que queremos estimar es
dicotémica o dummy.

Un ejemplo de una variable no continua es tomar una decisioén entre conceder
un crédito a un cliente o no. En este caso tenemos una variable dicotémica,
es decir, una variable que inicamente puede tomar dos valores («Si conceder
el crédito» y «No conceder el crédito»).

Como variables explicativas podemos tener en cuenta el nivel salarial medido
de manera discreta, con valores 1, 2, 3 o 4, estado civil, sexo o niimero de

hijos, entre otras.
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Tabla 1. Datos de solicitud de préstamos de una entidad bancaria

ID Edad Sexo Esta- Nimero Nivel sa- Crédito so- Préstamo Motivo
do civil de hijos larial licitado

56 46 H C 2 3 20.000 65.000 Vehiculo

76 34 M S 0 2 5.000 0 Estudios

96 52 H C 2 4 350.000 0 Reformas

Fuente: ejemplo del médulo «Introduccion a la estadistica».

Estos modelos pueden acercarse mds a la realidad de muchos fenémenos, ya

que la relacion entre las variables se asemeja mas a una curva que a una recta.

Tal como ya ocurria en los modelos de regresion lineal clasicos, las variables
explicativas pueden ser de cualquier tipo, es decir, continuas, cualitativas di-
cotémicas, politbmicas o discretas. Sin embargo, serd la naturaleza de la varia-
ble dependiente la que determine qué modelo predictivo es necesario utilizar.
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1. Modelos lineales generalizados (MLG)

Los modelos lineales generalizados fueron inicialmente formulados en 1972y
1974 por dos profesores ingleses, John Nelder y Robert Wedderburn, respecti-
vamente. Sin embargo, posteriormente el impulsor fue Peter McCullagh, quien
en 1983 publico junto con John Nelder el libro Generalized Linear Models.

La posibilidad de utilizar una creciente potencia computacional en una déca-
da en la que se populariz6 el uso de ordenadores personales permitié que los
nuevos modelos pudieran estar al alcance de investigadores de todos los am-
bitos, desde la medicina y la biologia a las ciencias sociales, la economia y el
marketing. Esto permitio una rapida expansion de dichos modelos.

Los modelos lineales generalizados logran unificar un gran ntmero
de modelos estadisticos predictivos, incluyendo la regresion lineal, la
regresion logistica (cuando la respuesta es dicotomica) y la regresion de
Poisson (cuando la respuesta es un valor que cuenta el namero de veces

que ocurre un fené6meno).

Los modelos lineales generalizados tienen tres componentes:
1) El predictor lineal.
2) El comportamiento aleatorio de la variable dependiente.

3) Una funcién que da una correspondencia entre el predictor lineal y el valor

esperado de la variable dependiente, que se denomina link o funcion de ligadura.

Solo puede considerarse que un modelo lineal generalizado est4 bien definido

si:

e El predictor lineal es una combinacion lineal entre pardmetros y variables
explicativas.

e El comportamiento estocdstico de la variable dependiente se encuentra
dentro de un conjunto concreto de distribuciones denominado la familia

exponencial.

e La funcién de ligadura tiene ciertas propiedades (como ser continua, mo-
noétona y derivable).
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Tabla 2. Ejemplos de MLG

Variable dependiente Variables explicativas Naturaleza de la va- Distri- Modelos lineales ge-
riable dependiente bucién neralizados posibles
El consumidor decide com- | Sexo, edad, nivel de estu- Dicotémica (toma dos valo- |Bernoulli | Modelo de regresion logistica,
prar o no comprar un pro- | dios, zona de residencia, etc. | res, si 0 no) modelo probit, etc.
ducto
Otorgar un crédito o no Edad, nivel salarial, estado ci- | Dicotémica (toma dos valo- | Bernoulli | Modelo de regresién logistica,
vil, nimero de hijos res, si 0 no) modelo probit, etc.
Numero de dias que se per- | Edad, nacionalidad, nivel so- | Discreta (los valores posibles | Poisson | Modelo de Poisson
nocta en una ciudad durante | cioeconémico son: 0, 1, 2, 3, etc.)
un viaje vacacional

Los impulsores de los modelos lineales generalizados propusieron un método Lectura recomendada

R. W. Wedderburn (1974).
«Quasi-likelihood functions,
generalized linear models,
and the Gauss-Newton met-
hod». Biometrika (vol. 61, n.°
3, pags. 439-447). Oxford:
Oxford University Press.

de minimos cuadrados reponderado iterativo para la estimaciéon de méaxima
verosimilitud de los pardmetros del modelo. De este modo se obtienen las esti-
maciones y sus errores para la obtencion de los respectivos intervalos de con-
fianza con un ntmero pequefio de iteraciones, y aunque existen otras posibles
vias de estimacion, esta sigue siendo la mas ampliamente utilizada.

Ejemplo de modelo lineal generalizado

El fabricante de perfumes Mi aroma favorito desea conocer cémo son los consumidores
que tienen mayor propension a comprar una fragancia que va a lanzar préximamente.

Para ello, elige un conjunto de 150 personas a las que pregunta si quertrian comprarla
o no.

La respuesta es dicotémica. Los factores que influyen en dicha decisién y que van a ser
considerados son edad, sexo, situacién laboral e ingresos netos mensuales. Veamos en
primer lugar que, si bien la variable dependiente es dicotémica, las variables explicativas
tienen naturaleza distinta. La edad es una variable cuantitativa discreta, el sexo es cuali-
tativa (por lo tanto, se codifica por ejemplo tomando el valor 1 si es una mujery O si es un
hombre), la situacién laboral considera tres posibilidades: trabajador por cuenta propia o
ajena, parado u otros (jubilado, estudiante, etc.), y finalmente la variable ingresos netos
mensuales se considera continua. Para la situacién laboral se establece ser trabajador por
cuenta propia o ajena como la categoria de referencia y, por lo tanto, se definen dos va-
riables dicotémicas: estar parado (SL1) toma el valor 1y 0 en caso contrario, y encontrarse
en cualquier otra situacién excepto parado o trabajando (SL2), que se codifica como 1y
se da un O si es un trabajador por cuenta propia o ajena o se estd en paro.

Modelizaremos este problema mediante la definicién de tres componentes:
1) El componente denominado predictor lineal de este modelo es:

bo + by * edad; + b, * mujer; + bz * SL1; + by * SL2; + bs * ingresos;
Es importante destacar que:

e En este ejemplo tenemos seis parametros (los parametros b;), que son los que vamos
a estimar.

e Cada participante en este estudio de mercado tiene unas caracteristicas propias de
edad, sexo, situacion laboral e ingresos, por ello se utiliza el subindice «i», que indica
que se utiliza el valor observado de dicha variable para la i-ésima persona preguntada.
Suele ponerse al lado del modelo la indicacién i = 1:150, lo que quiere decir que
existe un predictor lineal diferente para cada uno de los participantes en el estudio.
En general, se habla de N participantes.

e Una vez que se hayan estimado los parametros, se podra calcular el predictor lineal
para cualquier tipo de consumidor, si se conoce su edad, sexo, situacién laboral e
ingresos, aunque no haya ninguno exactamente como él en el estudio inicial.
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2) El componente aleatorio en este caso es una variable que toma dos posibles valores «Si
compraria» o «No compraria». Se suele indicar con la letra Y por ser variable dependiente
y el subindice «i» para indicar que se refiere al i-ésimo participante. Se puede codificar
con un 1 en el caso afirmativo y O en caso negativo.

De este modo, para cada participante tenemos una variable aleatoria Bernouilli:

0  Con probabilidad (1— pi)

Yi=l1  con probabilidad p,

Respecto a este componente, hay que destacar que la probabilidad de comprar o no es
Unica para cada persona i particular, de ahi que se utilice una probabilidad con el sub-
indice «i».

Ademas, por tratarse de una variable dicotémica, el valor esperado de la variable corres-
ponde exactamente a la probabilidad de comprar. Es decir, la esperanza matematica de
comprar para cada participante se calcula como:

E(Y)=0*(1-p)+1=*p=p;

En definitiva, el valor que va a predecirse es la probabilidad de que la variable dependiente
tome el valor 1, es decir:

EY)=0*(1-p)+1*p;=P(Y;=1)

3) El tercer componente es una funcién de ligadura que hace corresponder a la proba-
bilidad de comprar de cada individuo un valor del predictor lineal. Esta funcién cumple
las condiciones exigibles en el modelo lineal generalizado. Es decir, debe ser una funciéon
monoétona (creciente o decreciente), continua y diferenciable. La elecciéon de la funcién
de ligadura determinard finalmente el tipo de modelo lineal generalizado que se haya
establecido.

E(Y;) = pi = fibo + by * edad; + b, * mujer; + b3 * SL1; + by * SL2; + bs * ingresos;)
En el caso de un modelo de regresion logistica la eleccién seria la siguiente:

exp (by+ by * edad; + b, * mujeri+ by SL1;+ by* SL2;+ bs* ingresosi
I+exp (by+ by * edad; + by * mujer, + b3 SL1;+ by + SL2;+ b+ ingresos.

P(Y;=1)=

Todos los modelos lineales generalizados se definen mediante los tres compo-
nentes considerados y, por lo tanto, se determinan fijando:

e ;Cudles son las variables que participan en la determinacion del predictor
lineal?

e ;Qué distribucion estadistica se utiliza para la variable dependiente?

e ;Cudl es la funcion de ligadura?
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2. Estimacion por maxima verosimilitud

Para la estimacién de los coeficientes del modelo de regresion logistica y de sus
errores estandar se recurre al calculo de estimaciones de maxima verosimilitud,
es decir, estimaciones que maximicen la probabilidad de obtener los valores
de la variable dependiente Y proporcionados por los datos de la muestra.

La funcién de verosimilitud se define a partir de los datos observados,
del predictor lineal y de la funcion de ligadura, asi como del comporta-
miento estocastico de la variable dependiente.

Dicha funcién se basa en la independencia de las observaciones, por lo tanto,
supone que las respuestas observadas no tienen factores que las afecten y que
puedan inducir dependencia entre estas.

Por ejemplo, en el caso del ejemplo de la perfumeria anterior no seria adecuado
que dos personas opinaran a la vez sobre la fragancia porque la respuesta de

una podria influir en la de su compafiera.

Intuitivamente, la funcion de verosimilitud es aquella que asocia a cada vec-
tor de parametros posibles la probabilidad de observar los datos disponibles,
si dichos pardmetros fueran ciertos. Por lo tanto, en el ejemplo que hemos
considerado, se tendria una funcién de seis variables, cada una de las cuales
tiene un dominio determinado en la recta real y su recorrido seré el intervalo

[0, 1], dado que el resultado es una probabilidad.

El procedimiento de estimacién de un modelo lineal generalizado consiste en
encontrar los pardmetros que hacen mayor la probabilidad final. El resultado
es, pues, un unico valor estimado para cada pardmetro al que se asocia un
error estandar.

La idea que subyace en la maximizacién de la verosimilitud puede explicarse
metaféricamente como la de un explorador que busca las coordenadas de la
cima de una montafia. En la cumbre esta el maximo y debe encontrar aquel
punto de las coordenadas del mapa donde este se encuentra. Para ello, inicia
un recorrido a partir de un lugar inicial y va ascendiendo por la montafia hasta
hallar un lugar en el que ya no es posible subir mas arriba. En ese momento,
las coordenadas dan el punto exacto del maximo.
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El procedimiento iterativo que propusieron Nelder y Wedderburn se basa en
este principio y precisamente la forma de definir los modelos lineales genera-

lizados garantiza que se puede encontrar dicho maximo con pocas iteraciones.
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3. Modelos de regresion logistica binaria

Un caso particular de los modelos lineales generalizados son los modelos de
regresion logistica, donde la variable dependiente es de naturaleza dicotbmica
y sigue una distribucién binomial.

Se dice que una variable aleatoria es binomial cuando solo tiene dos posibles
resultados: «éxito» y «fracaso», y la probabilidad de cada uno de ellos es cons-

tante en una serie de repeticiones.

Se caracteriza por la probabilidad de éxito, representada por p, y por la proba-
bilidad de fracaso, que se representa por ¢; ambas probabilidades estan rela-
cionadas por la relaciéon p + g=1.

En ocasiones, se usa el cociente p/g, denominado odds, que indica cudnto maés
probable es el éxito que el fracaso.

Los modelos de regresion logistica binaria son modelos de regresion
que permiten estudiar si una variable binomial depende o no de otra u

otras variables (no necesariamente binomiales).

Es frecuente encontrar situaciones donde las variables objeto de estudio son
de naturaleza dicotdbmica o binomial; por ejemplo, en el estudio de nuevos
farmacos para hallar la probabilidad de que dichos medicamentos sean efecti-
vos en pacientes con determinadas caracteristicas; en economia para predecir
si una accion incrementard o reducira su valor; en psicologia para conocer si
la respuesta a un estimulo sera positiva o negativa; en salud publica, estado
de salud (bueno o malo), etc.

Ejemplo de modelo de regresion logistica binaria

Supongamos que queremos estudiar el efecto que una serie de variables independientes
tienen sobre la percepcién de nuestro estado de salud, como por ejemplo, edad, sexo,
IMC (indice de masa corporal), consumo de alcohol y tabaco.

Se debe construir un modelo que describa la relacién entre la variable dependiente dico-
témica (buena o mala salud) y una o varias variables independientes explicativas (tam-

bién denominadas covariables, regresores o predictores), sean cuantitativas o categdricas.

Podemos definir la variable dependiente dicotoémica Y como:

0  Percepcién de No buena salud

{1  Percepcién de Si buena salud

donde la variable toma el valor 1 con probabilidad n y el valor O con probabilidad (1 - ).
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Obijetivos del modelo

e Determinar la existencia o ausencia de relacioén entre una o mas variables
independientes y la variable dependiente, percepcién de salud.

e Medir la magnitud de dicha relacion.

e Estimar o predecir la probabilidad de que el estado de salud sea bueno o
malo, en funcién de los valores que adopten las variables independientes.

Al clasificar el valor de la variable dependiente como 0 y 1, para determinar la
relacion entre ese suceso (percepcion del estado de salud) y una o mas variables
independientes, se podria caer en el error de utilizar un modelo de regresion
lineal y estimar los coeficientes por el procedimiento de minimos cuadrados.
Sin embargo, aunque esto es posible matematicamente, los resultados obteni-
dos serian absurdos. Efectivamente, el valor de la funcion obtenida para dife-
rentes valores de las variables independientes nos daria resultados, en general,
diferentes de O y 1, ya que esa restriccién no se impone en la regresion lineal,

en la que la respuesta puede tomar cualquier valor.

Como se puede observar en la figura 1, la relacién entre la variable dependiente
dicotémica (0 y 1) y la variable independiente no esta definida por una recta,

sino que sigue una forma sigmoidea, propia de la funcién logistica.

Figura 1. Funcién logistica

Funcion logistica

1 m

0,5

Ecuacion del modelo

El modelo de regresion logistica binaria determina la probabilidad de que la
variable aleatoria Y tome el valor 1 (éxito):

n
n
1+ebo+ ijl(bjxi)

P(Y=1/X)=
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siendo P(Y = 1/X) probabilidad de que Y tome el valor 1, en presencia de las
variables independientes X.

Los parametros de esta ecuacion son:

e by: constante del modelo o término independiente.
e n:numero de variables independientes o covariables.

e Db;: coeficientes de las covariables.

Si dividimos la expresion anterior por su complementario, es decir, si se cons-

truye su odds, se obtiene la expresion:

PY=UX)  , ¥
—P(Y=1/X) ¢ °+Zj=1(bixi)

En nuestro ejemplo la probabilidad de percibir «Si buena salud», entre la pro-
babilidad de percibir «No buena salud».

Si ahora realizamos su transformacién logaritmica con el logaritmo neperiano,

obtenemos una ecuacion lineal que es mas facil de manejar y comprender.

=1/ n
in (o pr= 17 ) =bo X (00

A la izquierda de la igualdad esta el logit, es decir, el logaritmo neperiano de
la odss de la variable dependiente. El término a la derecha de la igualdad es la

expresion de una recta, idéntica a la del modelo general de regresion lineal.

Como se comento en el apartado anterior, para la estimacion de los coeficien-
tes del modelo y de sus errores estandar se recurre al calculo de estimaciones
de méxima verosimilitud, es decir, estimaciones que maximicen la probabili-
dad de obtener los valores de la variable dependiente Y, proporcionados por
los datos de la muestra.

Estas estimaciones no son de calculo directo, tal y como ocurre en el método de
minimos cuadrados. Para el clculo de estimaciones de maxima verosimilitud
se recurre a métodos iterativos, como el método de Newton-Raphson para el
calculo de ceros de funciones.

Seguimos con nuestro ejemplo. Supongamos que queremos estudiar el efecto del sexo y
consumo de alcohol en nuestra percepcién de salud.

Como variables independientes tenemos:

® Sexo: toma los valores O si es hombre y 1 si es mujer.
®  Bebedor: toma los valores 0 (Poco/Nada), 1 (Ocasionalmente) y 2 (Frecuentemente).

Como variable dependiente tenemos: percepcion de estado de salud.
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0  Percepcion de No buena salud
Yi=\i Percepcién de Si buena salud

En el programa estadistico R la funcién que se usa para este tipo de modelos es la funcién
«glm()».

Los argumentos de esta funcién son dos: férmula y familia (binomial, Poisson, etc.).
bebedor Rel=relevel (data salud$bebedor, ref = '0')

model.logistl=glm(formula=salud~sexo+factor (bebedor Rel), family=binomial (1ink=logit))
summary (model.logistl)

#4

## Call:

## glm(formula = salud ~ sexo + factor (bebedor Rel), family = binomial (link = logit))
#4

## Deviance Residuals:

#4# Min 10 Median 30 Max
## -1.9851 0.5480 0.5629 0.7040 0.7814
i

## Coefficients:

#4# 0 Estimate Std. Error z value Pr(>|z])

## (Intercept) 1.26858 0.06027 21.049 < 2e-16 ***
## sexo2 -0.23868 0.06230 -3.831 0.000128 ***
## factor (bebedor Rel)l 0.55151 0.06288 8.771 < 2e-16 ***
## factor (bebedor Rel)2 0.49377 0.15984 3.089 0.002007 **
## ——-

## Signif. codes: 0 '***' (0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1
##

## (Dispersion parameter for binomial family taken to be 1)

##

## Null deviance: 7177.9 on 7356 degrees of freedom

## Residual deviance: 7059.2 on 7353 degrees of freedom
## AIC: 7067.2
##

## Number of Fisher Scoring iterations: 4

Donde se muestra la tabla con la estimacion de la constante y los coeficientes del modelo
(Estimate), sus errores estandar (Std. Error), el valor del estadistico de Wald (z value)
y el p-valor asociado Pr(>|z|)), la null deviance, residual deviance y AIC. Todos ellos se
comentaran a continuacién.

Por otro lado, se ha explicado més arriba que los parametros del modelo se estiman ma-
ximizando la funcién de verosimilitud, mediante el método de Newton-Raphson. Las
iteraciones que aparecen (Number of Fisher Scoring iterations) se deben a que es nece-
sario resolver las ecuaciones de forma iterativa. En este caso han sido necesarias cuatro
iteraciones para estimar los parametros.

Segtn los resultados obtenidos, se muestran los valores estimados de los coeficientes del
modelo y se construye el logit:

P(Y=1/X
In (ﬁ) =1,27-0,238 x sexo+ 0,55« bebe 1+ 0,49  bebe 2

Se puede observar que tanto la variable sexo como la variable bebedor son significativas
porque Pr(>|z|) < 0,05. Esta informacién la proporciona el estadistico de Wald.

Por otro lado estan los errores estandar asociados con los coeficientes (Std. Error), y con
ellos se construyen los intervalos de confianza (IC).

Los IC nos orientan sobre los posibles valores que puede tomar el verdadero valor del
parametro. Cuanto mas ancho sea el intervalo, més ineficiente es la estimacién del pa-
rametro.

Para calcular los IC en el programa R, se utiliza la funciéon confint:
confint (model.logistl)

## Waiting for profiling to be done...
## 2.5 % 97.5 %
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## (Intercept) 1.1512601 1.3875492
## sexo2 -0.3609674 -0.1167008
## factor (bebedor Rel)l 0.4283962 0.6749056
## factor (bebedor Rel)2 0.1891390 0.8169365

Para poder interpretar los resultados obtenidos anteriormente, primero hemos
de definir los odds y odds-ratio.

3.1. Interpretacion de los odds-ratios y los coeficientes del

modelo

3.1.1. Odds-ratio

Los odds es la razon de la probabilidad de ocurrencia de un suceso entre
la probabilidad de su no ocurrencia.

En esta expresion, el modelo estd expresado en términos del log-odds:

P(Y=1/
In ﬁ =1,27-0,238 % sexo+ 0,55« bebe 1+ 0,49 x bebe 2

Si se escribe en términos de odds, se tiene:

n
b
HY:UX)__eOfZﬁﬁﬁﬂ
— = = n
1 P(Y UX) 1+eb0+zj_1(bixi)

Se calculan los distintos valores de las probabilidades para las cuatro combi-

naciones entre la variable dependiente Y con la independiente X:

P(Y=1/X=1 ebotby
1-P(Y=1/X=1 " 14eboth1

P(Y=1/X=0) __ebo
T—P(Y=1/X=0) ~ 14 cb0

P(Y=0/X=1) |
I-P(Y=0/X=1)" 1+ebotb1

P(Y=0/X=0 |
—P(Y=0/X=0) — 1+ b
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Los odds-ratio (OR) se calculan como la razén entre los odds, donde la
variable respuesta Y esta presente entre los individuos, es decir, toma el
valor Y =1, y la variable independiente X puede estar presente o no, es
decir, tomar los valores X =1y X = 0.

P(Y=U/X=1)
TPO=UX=) _ ,

OR ="pry=x=p =¢"!
TRY=IX=0)

e Un OR =1 implica que no existe asociacion entre la variable respuesta y
la covariable.

¢ Un OR inferior a la unidad se interpreta como un factor de proteccion, es
decir, el suceso es menos probable en presencia de dicha covariable.

¢ Un OR mayor a la unidad se interpreta como un factor de riesgo, es decir,
el suceso es mas probable en presencia de dicha covariable.

Supongamos que queremos calcular el OR para la covariable (sexo), a partir de los datos
recogidos en la tabla de contingencia siguiente:

table (salud, sexo)

#4 sexo

## salud H M

## Si buena salud 3072 2879
## No buena salud 594 812

En este caso tenemos dos variables: sexo y percepcion de salud.

e Salud: variable dependiente percepcién de salud con valores «Si buena salud» y «No
buena salud».
e Sexo: es la covariable con valores H (hombre) y M (mujer).

Se observa que, entre los hombres, hay 594 que creen que tienen mala salud frente a
3.072 que piensan que su salud es buena. Respecto a las mujeres, hay 812 frente a 2.879.
Si lo pasamos a porcentajes, se tendria para el caso de los hombres un 83,8 % que percibe
buena salud frente a un 16,2 % que no; y en las mujeres un 78 % frente a un 22 %.

Si calculamos el odds de percibir mala salud respecto a percibir buena salud, se tiene:

® Odds (hombres) = 16,2/83,8 = 0,193. Por lo tanto, de cada 10 hombres que perciben
buena salud, 2 no la perciben.

e Odds (mujeres) = 22/78 = 0,282. Es decir, de cada 10 mujeres que perciben buena
salud, 3 no la perciben.

Asi pues, la percepcion sobre su salud del género femenino es peor que la del masculino.
(Cuanto peor?

Si calculamos el OR a partir de la férmula dada anteriormente se tiene:

0,282
OR = 0.193 = 1,46

Expresado en términos de probabilidad significaria que la probabilidad de encontrar a
una mujer que sienta que tiene mala salud, sobre una que no, es de 1,46 veces respecto
al caso de los hombres. Por lo tanto, la probabilidad es un 46 % mayor con respecto a
la de los hombres.
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Noétese que al ser el valor de la OR mayor a 1, significaria que el hecho de ser mujer es
un factor de riesgo para la percepcion que tenemos sobre nuestra salud.

Es muy importante en la interpretacién de los resultados que no estamos hablando de
que una persona esté enferma o no, sino de c6mo ella se siente.

3.1.2. Coeficientes del modelo

A la hora de interpretar los coeficientes del modelo hay que tener en
cuenta dos cosas: la relacion funcional entre la variable dependiente y
las independientes, y la unidad de cambio para las variables indepen-
dientes. Ademads, la interpretacion de los coeficientes dependera tam-
bién de qué tipo de variables independientes tengamos: dicotémicas,

politémicas o continuas.

Un primer paso util es analizar el signo de los pardmetros y comprobar si los

signos estimados son aquellos que la intuicién previa o la teoria indicaban.

Un pardmetro positivo significa que un aumento en la variable que esta aso-
ciada a este pardmetro implica un aumento en la probabilidad de la respuesta
del suceso analizado. Por el contrario, si un pardmetro es negativo, cuando el
factor predictivo (variable independiente) aumenta la probabilidad del suceso
modelado disminuye.

Los modelos de regresion logistica utilizados en la practica siempre deben con-
tener un término constante. El valor de la constante no es directamente in-
terpretable. Se utiliza como un valor promedio y corresponde al logaritmo na-
tural (o logaritmo neperiano) de la probabilidad del suceso cuando todos los

regresores son iguales a cero.

1) Caso 1: variable independiente dicotémica

Supongamos que con los datos sobre la percepcién del estado de salud quere-

mos ver la relacion entre esta variable y el sexo.

Como primer paso se introducira en el modelo solo la variable explicativa sexo.
Esto es lo que se denomina el andlisis crudo, es decir, sin ajustar por ninguna

otra variable explicativa m4s. Posteriormente, se estimara el OR crudo.

model.logist2=glm(formula=salud~sexo, family=binomial (link=logit))

summary (model.logist?2)

ki

## Coefficients:

#4# Estimate Std. Error z value Pr(>|z|)

## (Intercept) 1.64320 0.04482 36.661 < 2e-16 ***
## sexo2 -0.37751 0.05990 -6.302 2.93e-10 ***
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En los resultados obtenidos se observa que el signo del coeficiente asociado al
sexo es negativo, lo que significa que la percepcion de salud de las mujeres es
peor que la de los hombres.

Si queremos conocer la magnitud de dicha relacién, debemos calcular el OR.

Utilizando el programa R, se ejecutara el comando exp (), con el cual se cal-

culara la exponencial de los coeficientes obtenidos anteriormente.

exp (coefficients (model.logist2))
## (Intercept) sexo2
## 5.1717172 0.6855685

Junto al estimador del OR, es importante utilizar los intervalos de confianza
(IC) para obtener informacioén adicional acerca del pardmetro. Los IC para los
coeficientes del modelo se calculan asumiendo que la distribucién de los pa-
rametros estimados es aproximadamente normal. De este modo, para calcular
los IC de los OR basta con aplicar la funcién exponencial exp () a los IC de

los coeficientes estimados en el modelo.

exp (confint (model.logist2))

## Waiting for profiling to be done...
## 2.5 % 97.5 %

## (Intercept) 4.7408181 5.651618

## sexo2 0.6094711 0.770800

Se tiene un OR para la variable sexo de 0,68, con lo que la ocurrencia de percibir
buena salud en las mujeres es 0,68 veces menor, en relacién con los hombres.

Ademas, como el IC para el OR de sexo es (0,61; 0,77), se puede decir que la
buena salud entre las mujeres en la poblaciéon de estudio es entre 0,61y 0,77
veces menos probable que en los hombres.

2) Caso 2: variable independiente politdmica

En este caso la variable independiente tiene mas de dos categorias o, lo que es

lo mismo, toma mas de dos valores.

En nuestro ejemplo teniamos tipo de bebedor, que toma los valores O (Po-
co/Nada), 1 (Ocasionalmente) y 2 (Frecuentemente).

R crea tres variables dicotomicas que indican si la persona es un tipo de bebe-

dor u otro (variables dummy o ficticias).
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Al ajustar el modelo, R estd suponiendo que el valor de la primera variable es O
y por lo tanto estd comparando los otros dos grupos con poco/nada bebedor.

Si se efecttia el analisis crudo, se obtiene:

model.logist3=glm(formula=salud~factor (bebedor Rel),family=binomial (1ink=logit))

summary (model.logist3)

## Coefficients:

#4# Estimate Std. Error z value Pr(>|z])

## (Intercept) 1.10804 0.04243 26.117 < 2e-16 ***
## factor (bebedor Rel)l 0.61136 0.06094 10.031 < 2e-16 ***
## factor (bebedor Rel)2 0.57691 0.15825 3.645 0.000267 ***
## ——-

## Signif. codes: 0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1
##

exp (coefficients (model.logist3))

## (Intercept) factor (bebedor Rel)l factor (bebedor Rel)2

## 3.028417 1.842933 1.780520

El odds-ratio estimado para bebedor Rel 1 es de 1,84, por lo que podemos
concluir que la probabilidad de percibir buena salud para personas que beben

moderadamente, comparado con los no bebedores, es 1,84 veces mayor.

De manera anéloga, la probabilidad de que las personas que consumen mucho
alcohol crean que tienen buena salud, respecto a los no bebedores, es 1,78
veces mayor.

En consecuencia, la ocurrencia de percibir buena salud en las personas que
consumen alcohol es mayor con relacién a las que no consumen. Se puede
decir que las personas que consumen alcohol son més optimistas, respecto a
su salud, aunque en realidad sea lo contrario.

3) Caso 3: variable independiente continua

Cuando se utiliza una variable predictora continua, la interpretaciéon del pa-
rametro estimado depende de las unidades en las que se mide.

P(Y=1/X) ) n
I\ T=py=17% =b0+z,.=1bixi

El coeficiente b; representa el cambio en el In (odds) cuando la variable X cam-

bia en una unidad, o equivalentemente, ePi indica la variacién en el odds cuan-

do la variable X cambia en una unidad.

Si en vez de variar en una unidad lo hace en ¢ unidades, entonces el cambio

vendra dado por ;.
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Vamos a establecer la relacion entre el indice de masa corporal y la percepcién
de salud.

model.logist5=glm(formula=salud~data_ salud$imc, family=binomial (link=logit)

summary (model.logistb)

## Coefficients:

#4# Estimate Std. Error z value Pr(>|z])

## (Intercept) 4.120383 0.195110 21.12 <2e-16 **x*

## data salud$imc -0.107795 0.007637 -14.12 <2e-16 **x*

## ——-

## Signif. codes: 0 '***' 0,001 '**' 0.01 '*' 0.05 '.' 0.1 " ' 1
##

exp (coefficients (model.logist5))

## (Intercept) data salud$imc

## 61.5828259 0.8978114

A la vista de los resultados, se puede concluir que, por cada unidad que au-
menta el IMC, el odds de percibir buena salud es 0,89 veces menor.

Si el IMC aumenta en 10 unidades, el odds sera 0,8910 = 0,31 veces menor.
Se pueden ver los resultados en la figura 2.

predic=predict (model.logist5, type="response")

plot (imc,predic)

Figura 2. Resultados
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La curva es decreciente ya que el odds-ratio es menor que 1.
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Hay que tener cuidado al interpretar los resultados para IMC altos y muy ba-
jos, puesto que estan basados en muy pocas observaciones y los resultados
obtenidos anteriormente podrian estar sesgados.

4) Caso multivariable: variables independientes continuas y categoricas

Hasta ahora hemos visto como ajustar modelos de regresion logistica con una
sola variable independiente. A estos modelos se les llama univariantes y son

validos en pocas ocasiones.

En la mayoria de los casos, para comprender mejor el fenémeno estudiado, es
necesario construir un modelo multivariante. El objetivo es ajustar el efecto de
cada variable en el modelo de acuerdo con el efecto del resto de las variables
independientes. Por lo tanto, cada coeficiente del modelo proporciona una
estimacion del logaritmo del odds ajustado por las otras variables incluidas en
el modelo.

En nuestro ejemplo vamos a tomar las variables independientes: sexo y edad.
Se tiene la ecuacion del modelo:

P(Y=1/X)
In TP =1/%)= by+byx1+ byx,

donde: x; = sexo y x, = edad.

model.logist6=glm(formula=salud~sexo+edad, family=binomial (1ink=logit))

summary (model.logist6)
## Coefficients:
#4# Estimate Std. Error z value Pr(>|z|)

## (Intercept) 3.797233 0.120809 31.432 < 2e-16 ***

## sexo2 -0.395887 0.061899 -6.396 1.6e-10 ***

## edad -0.051446 0.002512 -20.478 < 2e-16 ***

fd ===

## Signif. codes: 0 '**x' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1
#4#

exp (coefficients (model.logist6))
## (Intercept) sexo2 edad
## 44.5776750 0.6730829 0.9498552

El parametro b; es muy similar al del modelo univariante. Esto se debe a que
la edad media en hombres y mujeres es muy similar (39,15 y 39,32, respecti-
vamente); por lo tanto, al ajustar por edad no cambia el odds de la percepcién

de salud por sexo.
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A la hora de interpretar los parametros del modelo hay que tener en cuenta si
se cumple la existencia o no de interaccién y confusion.

3.2. Interaccion y confusion

La interaccién y la confusién son dos conceptos importantes cuando se usan
los modelos de regresién multivariantes.

Existe confusiéon cuando la asociacién entre la variable respuesta o depen-
diente y la variable independiente elegida (el factor de interés) difiere signifi-
cativamente segan si se considera, o no, otra variable explicativa. A esta alti-
ma variable se la denomina variable de confusion para la asociacion. Es decir, la
variable estd asociada al mismo tiempo a la variable dependiente o respuesta y
al factor de interés. Cuando estas dos asociaciones estan presentes, la relacion
entre la variable respuesta y el factor esta confundida.

Existe interacciéon cuando la asociacién entre la variable respuesta o depen-
diente y el factor de interés varia segtn los diferentes niveles de otra u otras
variables explicativas o covariables. Es decir, la covariable modifica el efecto

del factor.

Queremos estudiar la existencia de interaccién en nuestro ejemplo anterior, teniendo en
cuenta las variables independientes sexo y edad como predictores de la percepcién de una
buena salud:

model.logist7=glm(formula=salud~sexotedadtsexo:edad, family=binomial (link=logit))

summary (model.logist7)

## glm(formula = salud ~ sexo + edad + sexo:edad, family = binomial (link

##

## Deviance Residuals:

#4# Min 10 Median 30 Max

## -2.3857 0.3889 0.5161 0.6780 1.1544

##

## Coefficients:

#4# Estimate Std. Error z value Pr(>|z])

## (Intercept) 3.653489 0.170571 21.419 <2e-16 ***
## sexo2 -0.135450 0.230287 -0.588 0.556

## edad -0.048200 0.003721 -12.952 <2e-16 ***
## sexo2:edad -0.005918 0.005046 -1.173 0.241

## ——=

## Signif. codes: 0 '***' 0.001 '**' (0.01 '*' 0.05 '.'" 0.1 " ' 1

Si se observa la tabla de coeficientes por columnas se tiene:

e Estimaciéon de los coeficientes asociados a cada variable (Estimate), errores estandar
(Std. error), valor del estadistico de Wald (z value) y el p-valor asociado (Pr(>|z|) = p-
value).

e Lavariable sexo no es significativa. Esta informacion la proporciona el estadistico de
Wald y su p-valor asociado (p-value = 0,556 > 0,05).

e Ademds, se concluye que el término de interaccion «sexo2:edad» no es estadistica-
mente significativo (p-value = 0,241).

Por otro lado, si representamos el logit del modelo, frente a la edad, segin la variable
sexo, se tiene:

pred6=predict (model.logist6, type="1ink")
plot (edad, pred6, type="n",main="NO interaccion")
points (edad[sexo==1],pred6[sexo==1],col=2)

logit))
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points (edad[sexo==2],pred6[sexo==2],col=4)

Figura 3. Resultados del logit del modelo, frente a la edad, segun la variable sexo
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Se tiene que las rectas son paralelas para cada nivel del factor, por lo que la asociacién
entre la percepcion de salud y sexo no varia por la edad, es decir, dicha variable no mo-
difica el efecto del factor sexo. Por lo tanto, no existe interacciéon.

Un modo de detectar una variable de confusién es ver si los pardmetros esti-
mados para el factor de interés cambian sustancialmente al introducir la co-

variable en el modelo.

Este criterio no se puede aplicar al caso de la interaccién, ya que la inclusiéon
de un término de interaccidn, especialmente si una de las variables es conti-
nua, normalmente da lugar a cambios en los pardmetros estimados. Esto es asi

aunque la interaccién no sea significativa.

En nuestro ejemplo, para saber si la edad es un variable de confusién con respecto al
sexo, veremos si el valor del parametro del sexo cambia mucho al introducir la edad.

Modelo univariante:

## Coefficients:

#4# Estimate Std. Error z value Pr(>|z])

## (Intercept) 1.64320 0.04482 36.661 < 2e-16 ***

## sexo2 -0.37751 0.05990 -6.302 2.93e-10 ***

#H ——=

## Signif. codes: 0 '"***' 0.001 '**' (0.01 '*' 0.05 '.'" 0.1 " ' 1

## Coefficients:
#4# Estimate Std. Error z value Pr(>|z])

## (Intercept) 3.797233 0.120809 31.432 < 2e-16 ***

## sexo2 -0.395887 0.061899 -6.396 1.6e-10 ***

## edad -0.051446 0.002512 -20.478 < 2e-16 ***

#H ——-

## Signif. codes: 0 '**x' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1
##

Se puede observar que la diferencia es muy pequefia (-0,37751 y —-0,395887), por lo que
podemos concluir que no existe confusién.

Ved también

En el apartado «Seleccién
de variables» se amplia la in-
formacién del estadistico de
Wald.
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De acuerdo con los valores obtenidos, la edad no es una variable de confusién ni tampoco
es un efecto modificador.

Si en vez de utilizar la covariable edad se usa el peso, tenemos:

model.logist7b=glm(formula=salud~sexot+peso, family=binomial (1link=logit))
summary (model.logist7b)

##

## Coefficients:

#4# Estimate Std. Error z value Pr(>|z])

## (Intercept) 3.712536 0.218700 16.975 <2e-16 **x*

## sexo2 -0.825937 0.076422 -10.808 <2e-16 ***

## peso -0.026188 0.002671 -9.803 <2e-16 ***

## ——=

## Signif. codes: 0 '"***' 0.001 '**' (0.01 '*' 0.05 '.'" 0.1 ' ' 1

exp (coefficients (model.logist7b))
## (Intercept) sexo2 peso
## 40.9575330 0.4378247 0.9741522

Al introducir el peso, el pardmetro estimado de sexo pasa de —0,377 a 0,825, un descenso
de mas del 50 %. Por lo tanto, el valor del coeficiente del sexo cambia mucho al introducir
el peso.

Ademas, como se puede comprobar abajo, la variable peso esté relacionada con la variable
dependiente percepcion de salud y también con el factor sexo. Todo ello nos indica que
el peso es una variable de confusion.

logistical=glm(salud~peso, family=binomial (link=logit))

## Coefficients:

#4# Estimate Std. Error z value Pr(>|z])

## (Intercept) 2.032881 0.153471 13.246 < 2e-16 **x*

## peso -0.008431 0.002137 -3.946 7.96e-05 ***

## ——=

## Signif. codes: 0 '"***' 0.001 '"**' (0.01 '*' 0.05 '.'" 0.1 " ' 1

logistica2=glm(sexo~peso, family=binomial (1ink=1logit))
## Coefficients:

#4# Estimate Std. Error z value Pr(>|z])

## (Intercept) 10.437470 0.240520 43.40 <2e-16 **x*

## peso -0.151629 0.003493 -43.41 <2e-16 ***

#H ——=

## Signif. codes: 0 '***' 0.001 '**' (0.01 '*' 0.05 '." 0.1 " ' 1

Ahora estudiaremos la existencia de interaccion. Para ello, se analizara el modelo con
interaccion.

model.logist8=glm(formula=salud~sexotpesotsexo:peso, family=binomial (link=logit))
summary (model.logist8)

## Coefficients:

#4# Estimate Std. Error z value Pr(>|z])

## (Intercept) 2.561521 0.306033 8.370 < 2e-16 ***

## sexo2 1.236831 0.393019 3.147 0.00165 **

## peso -0.011713 0.003836 -3.053 0.00226 **

## sexo2:peso -0.028984 0.005438 -5.330 9.81e-08 *x*xx*

#H ——=

## Signif. codes: 0 '***' 0.001 '**' (0.01 '*' 0.05 '." 0.1 " ' 1

Se observa que el estimador de interaccién sexo:peso es estadisticamente significativo.

De manera analoga al caso anterior, se representard en un grafico del logit del modelo
frente al peso, segiin sea hombre o mujer.
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Figura 4. Resultados del logit del modelo frente al peso
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Se puede observar que las rectas no son paralelas y que la percepcién de salud en funcién
del peso es distinta para hombres que para mujeres. Estas se ven mas afectadas por el peso.

En resumen, para evaluar si una variable es de confusién, se compara el coe-
ficiente estimado para el factor de riesgo de los modelos que contienen y no
contienen la covariable.

Cualquier cambio importante en el coeficiente del factor sugiere que la varia-
ble es de confusion. Si esto ocurre, aunque la interaccién no sea estadistica-
mente significativa, la variable ha de salir del modelo. En nuestro caso, se de-
beria eliminar la variable peso.

Por otra parte, una variable es un «efecto modificador» solo cuando el término

de interaccién afladido al modelo es estadisticamente significativo.

Las interacciones no deben eliminarse del modelo, a no ser que alguna de las

variables sea de confusion.

3.2.1. Interpretacion del OR en presencia de interaccion

Antes hemos visto que, cuando existe interaccién entre el factor de interés y
otra variable, el pardmetro estimado para el factor de riesgo depende del valor
de la variable que interactda con este; por lo tanto, no podemos obtener el OR

simplemente mediante la exponencial del valor estimado.
Los pasos que hay que seguir se detallan a continuacion:
1) Escribir la ecuacién del logit para los dos niveles del factor de riesgo.

2) Calcular la diferencia entre los logit.
3) Calcular la exponencial del valor obtenido.
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Por ejemplo, consideremos un modelo que contiene solo dos variables y su interaccién.
Llamamos f al factor, x a la covariable y f* x a la interaccion.

P(Y=1/X)
In (m) =by+ bif + byx+bsf xx

Se calcula el OR para los niveles de f, que llamaremos f; y fo.

P(Y=1/X)
Inl (m) =by+ byf |+ byx+ bsf % x

P(Y=1/X)
In0 (m) =by+ bif g+ byx+bsfy* x

Se resta:

P(Y =1/X) P(Y =1/X)

Por lo tanto:

OR=exp ((by(f;— fo)+bsx(F)— o))

Si lo aplicamos a nuestro ejemplo anterior, tomando la interaccion sexo*peso, se tiene:

OR =exp (1,23 - 0,029x).

3.3. Seleccion de variables

Del conjunto de las variables que tenemos en nuestro estudio, jcuales deben

introducirse en el modelo?

Se busca el modelo més sencillo que ajuste bien los datos. Hay que tener en
cuenta que un mayor namero de variables en el modelo implicard mayores

errores estandar.

En el modelo final deben considerarse también los términos de interaccion

que se van a introducir.
Las estrategias de seleccion de variables mas usadas son secuenciales:

¢ Seleccién hacia adelante, en la cual en cada etapa se afiade la mejor va-
riable predictora ain no seleccionada.

¢ Eliminacion hacia atras, en la cual partiendo del conjunto completo de
variables predictoras se va eliminando en cada etapa la peor, hasta que las
variables que quedan en el modelo son todas ellas pertinentes.

e Modelizacion paso a paso, en la cual se combinan las dos estrategias an-

teriores.
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Una vez elegida la estrategia, tenemos un modelo preliminar y se debe deter-
minar si las variables incluidas son significativas o no. Esto supone la formu-
lacion de test de hipdtesis, o bien cuando proceda la realizacién del contraste
de independencia chi-cuadrado, para determinar si las variables explicativas
o independientes del modelo estan relacionadas significativamente con la va-
riable dependiente o respuesta.

Se pueden hacer contrastes no solo sobre cada coeficiente estimado, sino tam-

bién para comparar modelos.

1) Test de Wald: contraste de hipétesis de nulidad de los parametros

Se aplica a cada una de las variables del modelo y tan solo puede ser usado

para testar un dnico parametro.

Se basa en contrastar si es cero o no un determinado coeficiente estimado b;,

para la variable x;.

Hy=b; =0
H1=bi¢O

Donde el estadistico del contraste sigue una distribucién N(O, 1).

S

T

w
S

Aplicado a nuestro ejemplo y tomando elmodel . logistl, se tiene el resumen

siguiente:

model.logistl=glm(formula=salud~sexo+factor (bebedor Rel), family=binomial (link=logit))

summary (model.logistl)
#4
## Call:

## glm(formula = salud ~ sexo + factor (bebedor Rel), family = binomial (link

#

## Deviance Residuals:

#4 Min 10 Median 30 Max
## -1.9851 0.5480 0.5629 0.7040 0.7814
ki

## Coefficients:

## Estimate Std. Error z value Pr(>|z])

## (Intercept) 1.26858 0.06027 21.049 < 2e-16 ***
## sexo2 -0.23868 0.06230 -3.831 0.000128 ***
## factor (bebedor Rel)l 0.55151 0.06288 8.771 < 2e-16 ***
## factor (bebedor Rel)2 0.49377 0.15984 3.089 0.002007 **

logit))
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donde se presentan la tabla de coeficientes (Estimate), errores estandar (Std.
error), valor del estadistico de Wald (z value) y el p-valor asociado (Pr(>|z|)). Se
puede observar que el p-valor es menor de 0,05, por lo que las variables elegidas

son significativas.

2) AIC: criterio de informacion de Akaike

Un criterio comtinmente utilizado para determinar qué variables deben intro-

ducirse en el modelo es el llamado AIC.”

En algunas ocasiones no sabemos qué variables son mas relevantes en el mo-
delo. En el caso de regresion logistica se considera la variable mas importante
aquella que da lugar al cambio més grande en el indice AIC, el cual esta basado
en el deviance y el namero de parametros del modelo. Primero se ajusta el mo-
delo con solo la constante y se compara con el modelo que resulta de introdu-
cir cada una de las variables. Aquella variable que da lugar a un valor del AIC
mas pequefio es considerada la mas importante y se introduce en el modelo.

A continuacion, se compara el modelo inicial con una variable con el modelo
posterior que resulta de introducir otra variable més y asi sucesivamente. Ade-
mas, en cada nuevo paso se comprueba que las variables que se han introdu-
cido en el paso anterior siguen siendo significativas al introducir una nueva
variable. Una vez que se han elegido todas las variables importantes, hay que
comprobar las interacciones entre estas. Recordemos que la interaccién entre
dos variables significa que el efecto de una de ellas no es constante para to-
dos los niveles de la otra. La decision final sobre si un término de interaccién
debe ser incluido en el modelo debe basarse en consideraciones tanto estadis-
ticas como cientificas. Seleccionadas las variables y sus interacciones, habra
que comprobar los modelos con los test de bondad del ajuste, que se veran
posteriormente.

Volviendo al ejemplo visto en el apartado «<Modelos de regresién logistica binaria», se
tenia el modelo siguiente:

@Acrénimo del inglés, Akaike infor-
mation criterion.

model.logistl=glm(formula=salud~sexo+factor (bebedor Rel), family=binomial (1ink=logit))

## Coefficients:

#4# Estimate Std. Error z value Pr(>|z])

## (Intercept) 1.26858 0.06027 21.049 < 2e-16 ***
## sexo2 -0.23868 0.06230 -3.831 0.000128 =*x*xx*
## factor (bebedor Rel)l 0.55151 0.06288 8.771 < 2e-16 ***
## factor (bebedor Rel)2 0.49377 0.15984 3.089 0.002007 **
## -—-

## Signif. codes: 0 '"***' 0.001 '"**' (0.01 '*' 0.05 '.'" 0.1 " ' 1
#4

## (Dispersion parameter for binomial family taken to be 1)
##

#4 Null deviance: 7177.9 on 7356 degrees of freedom
## Residual deviance: 7059.2 on 7353 degrees of freedom
## AIC: 7067.2

##

## Number of Fisher Scoring iterations: 4

En la salida de R aparece el AIC bajo la residual deviance: AIC = 7.067,2.
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Silo comparemos con el obtenido al tomar el modelo solo con la variable independiente
sexo:

model.logist2=glm(formula=salud~sexo, family=binomial (link=logit))
## Coefficients:

#4# Estimate Std. Error z value Pr(>|z])

## (Intercept) 1.64320 0.04482 36.661 < 2e-16 ***

## sexo2 -0.37751 0.05990 -6.302 2.93e-10 ***

## -—-

## Signif. codes: 0 '***' (0.001 '**' Q.01 '*' 0.05 '.' 0.1 ' ' 1
#4

## (Dispersion parameter for binomial family taken to be 1)
##

## Null deviance: 7177.9 on 7356 degrees of freedom
## Residual deviance: 7137.8 on 7355 degrees of freedom
## AIC: 7141.8

Se obtiene un AIC de 7.141,8, mayor al calculado anteriormente, por lo que el primer
modelo ajusta mejor los datos.

3.4. Bondad del ajuste

Se dice que un modelo presenta un buen ajuste a los datos si los valores que
predice reflejan de manera adecuada los valores observados. Si el modelo pre-
senta un mal ajuste, este no puede ser utilizado para extraer conclusiones ni

efectuar predicciones.

Un modo de medir la adecuacion de un modelo es proporcionando me-
didas globales de bondad de ajuste mediante test estadisticos.

Existen varias medidas de ajuste global para comparar la diferencia entre valo-
res predichos y valores observados. Tres de las mas utilizadas son el test basado

en la devianza D, el estadistico y* de Pearson y el test de Hosmer-Lemeshow.
Los dos primeros se basan en los patrones de las covariables y pueden ser usa-
dos en los modelos lineales generalizados (MLG) en general. El tercero se basa
en probabilidades estimadas y se aplica en el caso de un MLG con distribucion

binomial, es decir, un modelo de regresién logistica.

3.4.1. Test basado en la devianza D. Test de razon de

verosimilitudes

Este test tiene como objetivo comparar dos modelos de regresion logis-
tica, el denominado modelo completo (full model) y el que se conoce
como modelo reducido (reduced model).

La hipétesis nula testada en el test establece que los pardmetros correspon-
dientes a las variables que forman parte del modelo completo, pero no del

modelo reducido, valen cero.
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Para comprender lo dicho anteriormente, consideramos tres modelos expre-
sados en su formulacién logit:

1) Modelo 1: logit 1 = by + byx1 + byx;
2) Modelo 2: lOglt 2= b() + blxl + bzXz + b3X3

3) Modelo 3: logit 3 = by + b1xq + boxy + b3x3 + bax1x3 + bsxox3

Tal y como puede verse, el modelo 2 es una extension del modelo 1, de igual
modo que el modelo 3 lo es del 2.

En caso de querer comparar el modelo 2 con el modelo 1, este Gltimo desem-
pefiaria el papel de «<modelo reducido», mientras que el modelo 2 seria el «mo-
delo completo». De manera analoga, si quisiésemos comparar el modelo 3 con
el modelo 2, dicho modelo 2 seria el «xmodelo reducido», mientras que el mo-
delo 3 seria el «<modelo completo».

Supongamos que queremos comparar el modelo 2 con el 1.

El test de la raz6n de verosimilitud plantea como hip6tesis nula que b3 = 0,
es decir, que el parametro del componente que forma parte del modelo 2, pero
no del modelo 1, es cero.

Por lo tanto, se tiene:

H()Z b3=O
Hll b3¢0

El estadistico del contraste se construye a partir de la diferencia de devianza

entre los modelos que queremos comparar.

Se define devianza del modelo (estadistico D) una medida del grado de
diferencia entre las frecuencias observadas y las predichas por el modelo
de la variable dependiente. Dicho estadistico mide en qué grado el mo-
delo se ajusta a los datos. Cuanto menor sea su valor, mejor es el ajuste.

Se calcula a partir de la transformacion logaritmica de la funcion de verosimi-
litud del modelo (log likelihood function).

Se define la funcion de verosimilitud de la siguiente manera:

L(B)=p Yy, *(1- pj)”‘zy i

donde:
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s PYi=1)=p;
e PYi=0)=(1-p)

e 1 tamano de la muestra

Dada la transformacioén logaritmica:

In L(ﬁ):Zyl.*ln (p)+ (n—Zyi) #In(1-p)
Se tiene: devianza = D = -2 In L(().

Para comprobar si una variable mejora el modelo, se compara el valor de D
con y sin la variable independiente incluida en el modelo, usando el test de
la razén de verosimilitud. Este test utiliza el estadistico G, que se construye a

partir de la diferencia de devianza entre los modelos que queremos comparar.
G =D (modelo sin la variable) — D (modelo con la variable),
o lo que es lo mismo,
D (modelo reducido) — D (modelo completo)

El estadistico G asi construido tiene una distribucién asintética chi-cuadrado,
con r grados de libertad igual al namero de parametros que, en el modelo
completo, deben igualarse a cero para que dicho modelo completo coincida
con el modelo reducido.

¢ Sise compara el modelo 2 con el 1, los grados de libertad serian r = 1.
e Sise compara el modelo 3 con el 2, los grados de libertad serian r = 2.

Por lo tanto, la hipoétesis nula sera rechazada para el nivel de significacion a

cuando D 2 4%, que es equivalente a que el p-valor del contraste sea menor que

el nivel a fijado.

Retomando el ejemplo sobre la percepcién de la salud, tomando como variable indepen-
diente sexo, se tenia el resumen del modelo (summary) siguiente:

model.logist2=glm(formula=salud~sexo, family=binomial (link=logit))
summary (model.logist2)

##

## Call:

## glm(formula = salud ~ sexo, family = binomial (link = logit))
##

## Null deviance: 7177.9 on 7356 degrees of freedom

## Residual deviance: 7137.8 on 7355 degrees of freedom

El valor de la devianza para el modelo solo incluye la constante (null deviance) seguida de
sus grados de libertad, y el valor de la devianza para el modelo ajustado (residual deviance)
y sus grados de libertad. Para que el modelo sea bueno, la devianza residual debe ser menor
que la devianza nula. En este caso la null deviance es 7.177,9, pero cuando se incluye
la variable sexo, la residual deviance es 7.137,8, 1o que nos dice que con esta variable el
modelo mejora.
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Para poder valorar mejor la eficacia del modelo, se analizara el contraste de la razén de
verosimilitud. El estadistico G que mide la diferencia entre las dos devianza (del modelo
con y sin incluir la variable), sera:

G=7.177,9-7.137,8 =40,113

El programa R lo calcula de la manera siguiente:

anova (model.logist2, test="Chisqg")
## Analysis of Deviance Table

##

## Model: binomial, link: logit

##

## Response: salud

##

## Terms added sequentially (first to last)

##

#4# Df Deviance Resid. Df Resid. Dev Pr (>Chi)

## NULL 7356 7177.9

## sexo 1 40.113 7355 7137.8 2.397e-10 **x*
#4 ——-

## Signif. codes: 0 '***' (0.001 '**' Q.01 '*' 0.05 '.' 0.1 ' ' 1

La salida del programa nos proporciona una tabla donde vemos por filas ciertos resultados
para el modelo nulo y para el modelo ajustado. Por columnas nos aparecen en primer
término los grados de libertad (Df) de la distribucién asintdtica del estadistico G; seguido
de Deviance, que muestra la variacion en la devianza al comparar los dos modelos; a
continuacién Resid. Df'y Resid. Dev, que corresponden respectivamente a los grados de
libertad y valor del estadistico de la devianza de cada modelo; y por altimo Pr (>Chi), el
p-valor del contraste, que en este caso es significativo.

3.4.2. Estadistico chi-cuadrado de Pearson

Este estadistico y* puede calcularse como la suma de los cuadrados:

]
2:2 2
X E#}

donde r; son los Pearson residuals (residuos de Pearson).

Vi~ Mi*P;

fj=
ij*pj*(l—pj)
donde:

¢ m;: namero de individuos que comparten el mismo patrén de covariables,

es decir, la misma combinacién de variables explicativas.
e J:numero de patrones diferentes.
El estadistico x* tiene la misma distribucién asintética que la de la dife-

rencia de devianza entre los modelos que queremos comparar (estadis-
tico G), es decir, una chi-cuadrado con los mismos grados de libertad.
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Por lo tanto, la hip6tesis nula serd rechazada para el nivel de significacion a

cuando D > er.

Para efectuar este analisis con el programa R, primero se calcula el estadistico
como la suma de cuadrados de los residuos de Pearson y después la significa-
cion del test.

Como se aprecia, el test sigue siendo significativo para el modelo anterior.

sum (residuals (model.logist2, type="pearson") "2)

## [1]1 7357
l-pchisg(sum(residuals (model.logist2, type="pearson")"2),1)
## [1]1 0

3.4.3. Test de Hosmer-Lemeshow

Si una de las variables explicativas es continua, no deben usarse los test des-

critos anteriormente, sino el test de Hosmer-Lemeshow.

Este test consiste en comparar los valores previstos (esperados) por el
modelo con los valores observados.

Ambas distribuciones, esperada y observada, también se contrastan mediante

una prueba 7.

La hipdtesis nula (Hy) del test indica que no hay diferencias entre los valores
observados y los valores pronosticados, por lo tanto, el rechazo de Hy indicaria

que el modelo no esté bien ajustado.

El valor observado es el dato que tenemos, mientras que el esperado es el valor
esperado tedrico calculado mediante el modelo construido.

Aunque no vamos a explicar aqui los fundamentos matematicos, conceptual- Funcién para el test de

mente este test consiste en dividir el recorrido de valores de la variable depen- Hosmer-Lemeshow

diente dicotémica Y en una serie de intervalos. Estos intervalos deben con- En la libreria Resource Selec-

tener un numero de observaciones suficientemente grande (cinco o mas). Se tion t‘a{ “t”a funcion que ajus-
a este test.

trata de contar intervalo por intervalo el valor esperado y el observado para
cada uno de los dos resultados posibles de la variable dependiente dicotémica.

Se tomara como ejemplo el modelo con la variable continua IMC y la variable categdrica
sexo.

model=glm(formula=salud2~sexo+imc, family=binomial (link=logit))
#4

## Coefficients:

#4# Estimate Std. Error z value Pr(>|z])

## (Intercept) 4.968533 0.214406 23.17 <2e-16 ***

## sexo2 -0.649257 0.063516 -10.22 <2e-16 ***
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## imc -0.128286 0.007951 -16.13 <2e-16 ***
-
## Signif. codes: 0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1

library (ResourceSelection)
hoslem.test (salud2, fitted (model))

## Hosmer and Lemeshow goodness of fit (GOF) test
#4

## data: salud2, fitted(model)

## X-squared = 12.129, df = 8, p-value = 0.1455

El p-valor es de 0,1455, lo que indicaria que el modelo ajusta bien los datos.

Cada vez que se incluye o elimina una variable hemos de comparar el nuevo
modelo con el anterior hasta que todas las variables importantes estén en el

modelo final.

Un modelo de regresion logistica puede resultar inadecuado por diferentes

razomnes.

Una de ellas es la invalidez del componente lineal del modelo. Esta situacion
es frecuente cuando ciertas variables explicativas o términos de interaccién no
son incluidos en el modelo cuando deberian serlo, o también cuando no se
realizan transformaciones en ellas que permitan mejorar el ajuste a los datos.
La existencia de outliers puede ser también determinante en un mal ajuste.

Recordad que el modelo logistico no asume linealidad entre la variable
dependiente y una covariable, pero si respecto al logit de la odss de la
variable dependiente.

Sino se cumpliera esta asuncion, la relacion entre dicha covariable y la variable
dependiente estaria infraestimada.

Una manera de comprobar si alguna de las covariables no cumple esta asun-
cién de linealidad respecto al logit es dibujar los graficos de dispersion.

3.5. Predicciones del modelo

Una vez estimados los coeficientes del modelo, es posible conocer la probabi-
lidad de que la variable dependiente elegida tome el valor 1, en presencia de
las variables independientes X.

n
ebo+2,-=1(bj’fi)

P(Y=1/X)= 5
14 ebot 2 (bix)

Para calcular dichas probabilidades en R, se usa el comando predict ( ).

Por ejemplo, se quiere predecir la probabilidad de percepcién de buena salud en el caso
de ser mujer y tener un IMC de 28.
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model=glm(formula=salud2~sexo+imc, family=binomial (link=logit))
pred<-predict (model, data.frame (sexo="1",imc=28),type ="response")
pred

#4 1

## 0.7984337

De acuerdo con el modelo, se obtiene una probabilidad de 0,8.

Ademas, cada vez que se ejecuta el comando glm( ), para cada individuo de la muestra se
obtiene un valor de la probabilidad predicha por el modelo. Estas probabilidades quedan
almacenadas en un vector de R que es el componente fitted.values del modelo.

head (model$fitted.values)
#4 1 2 3 4 5 6
## 0.8595336 0.8069657 0.8642668 0.8613820 0.8648676 0.8037482

Una de las principales aplicaciones de un modelo logistico es clasificar las ob-
servaciones en funcion del valor que tome el predictor, es decir, la ecuaciéon del
modelo nos proporciona una probabilidad que nos permite predecir a partir
de ella para cada sujeto un valor de la variable dependiente Y, que llamaremos
Yprea (Y predicho).

Para conseguir esta clasificacién, es necesario establecer un umbral (threshold)

de probabilidad a partir del cual se considerara que Y,eq tomara el valor O o 1.

Por ejemplo: se considera como umbral una probabilidad de 0,05 y se crean dos grupos
segun si el valor predicho esta por encima o por debajo de aquel. Entonces:

* Sujetos cuya P(Y = VX) > 0,05, se clasificarian en grupo 1, donde Ypeq = 1.
* Sujetos cuya P(Y = X) < 0,05, se clasificarian en grupo 2, donde Ypeq = 0.

3.5.1. Matriz de confusion

Como hemos visto anteriormente, la ecuacién del modelo nos proporciona
una probabilidad ajustada por el modelo que nos permite predecir a partir de
ella para cada sujeto un valor de la variable dependiente Y, que llamaremos
Yprea (Y predicho).

Para construir la matriz de confusién utilizamos los casos del conjun-
to de datos original (que puede denominarse conjunto de aprendizaje o
training set). Para cada caso se tiene una respuesta observada y se puede
predecir la probabilidad ajustada por el modelo.

La matriz de confusiéon permite comparar estos dos valores. Por ejemplo, un
individuo en el conjunto de datos puede tener una respuesta igual a 1, y la
probabilidad estimada por el modelo puede ser 0,9, o lo que es 1o mismo, un
90 %. Ese caso es bastante plausible. Pero puede ocurrir que la respuesta sea
1, mientras que la prediccion del modelo sea muy baja, digamos del 20 %. En
este caso, la prediccion del modelo seria sorprendente.

En el ejemplo del fabricante de perfume, visto en el apartado «Modelos lineales generali-
zados (MLG)», consideremos a una persona que elige comprar la fragancia pero que tiene
unas caracteristicas totalmente alejadas de los consumidores mas habituales. Eso le daria
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una probabilidad estimada de compra de solo el 20 %. Podemos decir que la probabilidad
de que compre el producto es de 1 contra 4.

En la mayoria de los conjuntos de datos cuando se comparan predicciones y
observaciones, podemos encontrar casos concretos en los que la observacion
y la probabilidad previstas no son concordantes. Esos son errores del modelo.
Puede suceder que se dé el caso contrario al que se acaba de comentar, una muy
alta probabilidad de elegir la respuesta afirmativa; sin embargo, se observa lo
contrario.

En modelos de regresion lineal, era razonable discutir la correlacién entre ob-

servaciones y predicciones en términos de estadistico R?, el coeficiente de de-
terminacién. Sin embargo, en modelos generalizados las correlaciones carecen

del mismo sentido.

En un modelo de regresion logistica, cuando se observa la probabilidad predi-
cha por el modelo no se sabe si el valor es demasiado alto o demasiado bajo.
Normalmente un buen umbral de discriminacion es el del 50 %. Eso corres-
ponde a un odds igual a 1, lo que significa que las dos opciones de respuesta
son equiprobables. Fijado dicho umbral se considera que si la respuesta es po-
sitiva y la probabilidad estimada es superior al 50 %, entonces el modelo ha
acertado.

De igual modo, si la respuesta es negativa y la probabilidad es inferior al 50 %,
el modelo también ha logrado acertar. Sin embargo, cuando la probabilidad
no se corresponde con lo observado, se trata de casos en los que el modelo

no acierta.

Veamos un ejemplo de tabla de confusién:

Tabla 3. Ejemplo de matriz de confusién. Nimero de casos

Probabilidad predi- Probabilidad predicha su- Total
cha inferior al 50 % perior o igual al 50 %
Observado: 50 10 60
Si
Observado: 30 60 90
No
Total 80 70 150

Del total de 150 casos, vemos que 110 estan correctamente clasificados, ya que el modelo
predice la respuesta correcta para los 50 participantes que si comprarian el producto y
tienen una probabilidad predicha elevada, y para los 60 que no lo comprarian y tienen
una probabilidad baja. Esto significa que el porcentaje general de clasificacién correcta
esigual a 110/150 = 73,33 %, lo cual es excelente. Sin embargo, hay un ntimero de casos
que no tienen la respuesta esperada. Por ejemplo, hay 30 casos que no eligen «comprar
el producto», pero la probabilidad es alta y el modelo predice que es probable que hayan
hecho esta eleccién. Por otro lado, hay 10 casos que responden que comprarian el pro-
ducto pero el modelo predice que su probabilidad de compra es inferior al 50 %.
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Para que un modelo de regresion logistica con fines predictivos tenga
éxito, el namero de casos que se clasifican correctamente tiene que ser
alto, mientras que el niumero de casos que se clasifican incorrectamente
debe ser bajo.

El namero de resultados denominados falsos positivos corresponde a casos en
los que la prediccion de la probabilidad de la respuesta afirmativa es elevada,
pero la respuesta observada es negativa. En este ejemplo existen 30 falsos po-
sitivos. Los falsos positivos no son buenos en la practica.

En nuestro ejemplo, es posible que se haya hecho una campafia publicitaria
para llegar a las personas que tienen intencién de comprar; sin embargo, no
se produce la respuesta deseada. Los falsos positivos pueden conducir, en este
ejemplo, al fracaso de los esfuerzos comerciales. Si usamos el modelo para pre-
decir el comportamiento de estos clientes y tratamos de venderles la «<nueva
fragancia» sin éxito, incurriremos en unos costes publicitarios que podrian ser

ahorrados.

El niimero de respuestas correspondientes a los falsos negativos corresponde
al nimero de casos donde el modelo predice que el cliente tiene una probabi-
lidad de compra baja; sin embargo, los participantes si han elegido comprar.
En nuestro ejemplo, los clientes que han elegido comprar la fragancia ante
una prediccion de hacerlo baja, inferior al 50 %, corresponden a un total de
10 casos. Este modelo tiene solo unos pocos falsos negativos. Y si se utilizara
con fines predictivos, significa que solo habria unos cuantos clientes que, aun

no respondiendo al perfil del comprador, comprarian el producto.

Idealmente, un modelo perfecto en términos de capacidad predictiva no ten-
dria ni falsos positivos ni falsos negativos en la tabla de confusién. Pero exis-
ten otras medidas que también suelen tenerse en cuenta. La sensibilidad es la
proporcién de los clasificados correctamente entre los verdaderos participan-
tes que han dado respuesta afirmativa. La especificidad es la proporcion de
casos correctamente clasificados entre las respuestas negativas. En la tabla 3,
la sensibilidad es 50/(50 + 10) = 83,33 % y la especificidad es 60/(60 + 30) =
66,67 %.

3.5.2. Curva ROC (receiver operating characteristic)

La curva ROC es un gréafico de la sensibilidad frente a 1 menos la especifici-
dad. Cada punto en la curva corresponde a un nivel umbral de discriminacién
en la matriz de confusion. Es decir, asi como en el ejemplo anterior se habia
considerado un umbral del 50 %, se construyen todas las matrices cambiando
dicho umbral desde el 1 hasta el 99 %, y se va calculando la sensibilidad y
1 menos la especificidad. El mejor modelo en términos de ajuste seria aquel
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modelo que tuviera una curva ROC lo més cerca posible de la esquina superior
izquierda de la grafica. Un modelo no discriminante tendria una curva ROC
plana, cerca de la diagonal.

El analisis ROC proporciona un modo de seleccionar modelos posible-
mente 6ptimos y suboptimos basado en la calidad de la clasificacion a
diferentes niveles o umbrales. Para tener una regla objetiva de compa-
racion de las curvas ROC, se calcula el drea bajo la curva, simplemente
llamada AUROC (area under the ROC). El modelo cuya érea sea superior
es el preferido.

En general:

¢ Si AUROC £ 0,5, el modelo no ayuda a discriminar.

e Si0,6 <AUROC < 0,8, el modelo discrimina de manera adecuada.
e Si0,8 <AUROC < 0,9, el modelo discrimina de forma excelente.
e Si AUROC 2 0,9, el modelo discrimina de modo excepcional.

En el ejemplo sobre la percepciéon de la salud podemos visualizar la curva ROC de la
siguiente manera:

model=glm (formula=salud2~sexo+imc, family=binomial (link=logit))
library (pROC)

prob=predict (model, data salud, type="response")

r=roc (salud,prob, data=data salud)

## Setting levels: control = 0, case =1
## Setting direction: controls < cases
plot (r)

Figura 5. Curva ROC
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A la vista de los resultados obtenidos, el modelo no discrimina muy bien los datos.

Uno de los elementos practicos mas importantes es saber seleccionar el um-
bral de clasificacion (threshold) més adecuado para que el modelo sea util
desde un punto de vista predictivo. Eso quiere decir que, a 1o mejor, no es lo
mas adecuado fijar un punto de corte en el 50 %. Para ello, conviene fijarse
en aquel punto que proporciona una mayor distancia entre la curva ROCy la
diagonal. Ese nivel de umbral de clasificacion es el que da una mayor sensibi-
lidad y especificidad en el modelo, es decir, una mayor capacidad de clasificar
correctamente a los participantes en el estudio.
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4. Otros modelos lineales generalizados

Los modelos lineales generalizados (MLG) cubren los modelos estadisticos mas
utilizados, como la regresion lineal para las respuestas distribuidas normal-
mente, el modelo logistico para datos binarios y los modelos probit y de Pois-

son.

A continuacién se explican los dos modelos, modelo probit y modelo de Pois-

son.
1) Modelo probit

El modelo probit se utiliza para casos en los que la respuesta es dicotémica y
se quiere una alternativa al modelo de regresion logistica. Aunque existe una
equivalencia entre los pardmetros de ambos modelos demostrada por Amemi-
ya (1981) -si se dividen por 1,6 los coeficientes del modelo logit, se obtienen
los del modelo probit-, todavia hay veces en las que se prefiere el modelo logit
porque es mejor para casos en los que existen mas observaciones extremas y

se quiere insistir en la interpretacion de los odds.

En el modelo probit, la especificacion es la siguiente:
1 2
Prob(Y;=1)= / o+ B X1+ B, X2+ ... +ﬁkaire—(uT)du
- 2

2) Modelo de Poisson

El modelo de Poisson se utiliza para casos en los que la variable dependiente
es el namero de veces en las que ocurre algiin suceso. Se especifica como sigue:

E(Y)=exp (B,+B X1+ p,X2;+ ... + B, Xk)

En este caso se supone que la distribucion de probabilidad de Y; es una distri-
bucion de Poisson. La interpretacion de los parametros se realiza en términos
de su signo. Cuando un pardmetro es positivo, eso significa que si su carac-
teristica asociada aumenta, entonces también lo hace el nimero esperado de
veces que tiene lugar el fenémeno analizado. En caso contrario, si el pardme-
tro es negativo, entonces al aumentar dicha variable disminuye el ntimero es-

perado que se esta modelizando.

Un ejemplo concreto de modelo de Poisson es el de ver cudntas noches pernoctan los
turistas que acuden a una ciudad. Si se obtiene que la edad tiene un coeficiente positivo,
entonces se espera que a mayor edad mas elevado sea el niimero de noches que se espera
que pasen los turistas en la ciudad. Si, por ejemplo, el coeficiente asociado a una nacio-
nalidad fuera negativo, se interpretaria que los turistas de dicha nacionalidad se espera
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que pasen menos noches en la ciudad que los que provienen de otros paises, suponiendo
que tuvieran el resto de las caracteristicas iguales.



© FUOC ¢ PID_00276229 45 Modelos de regresién logistica

Resumen

En este modulo se ha presentado la regresion logistica (RL) como parte del
conjunto de métodos estadisticos denominados modelos lineales generalizados
(MLG).

La RL es adecuada cuando la variable de respuesta Y es politomica (admite
varias categorias de respuesta, tales como «empeora mucho», «empeora», «se
mantiene», «mejora», «mejora mucho»), pero es especialmente util cuando
la variable de respuesta es dicotémica, es decir cuando existen dos posibles
respuestas.

La RL es una técnica de regresion muy empleada en la produccién cientifica
contemporanea. Contesta a preguntas tales como: jse puede predecir con an-
telacion si un cliente que solicita un préstamo a un banco va a ser un clien-
te moroso?, juna empresa va a entrar en bancarrota?, ;se puede predecir de
antemano que un paciente corra riesgo de padecer una enfermedad?, ;es util
una campafia publicitaria?, etc.

A lo largo de este material se ha presentado la RL como método de analisis
aplicado a la investigaciéon basada en un conjunto de datos. Para ello, se ha
resuelto un caso practico con datos reales sobre la percepcion del estado de sa-
lud, como hilo conductor. En primer lugar se presentan los conceptos tedricos
fundamentales, como la ecuacién del modelo, la funcién logistica, la nocién
de odds y odds-ratio, el logit. Posteriormente, se explica como estimar los coe-
ficientes del modelo y se va resolviendo el caso practico, tomando primero un
modelo con variables sencillas, para luego aplicarlo a tipo y namero de varia-
bles mas complejas. Por ultimo, se explican los métodos de bondad y ajuste
del modelo, asi como los métodos de prediccion.

La identificacién del mejor modelo de regresion logistica se realiza mediante
la comparacién de modelos utilizando el test de razén de verosimilitud, que
indica, a partir de los datos de la muestra, cudnto mds probable es un modelo
frente al otro. Un criterio comuinmente utilizado para determinar qué variables
deben introducirse en el modelo es el llamado AIC (akaike information criterion).

En cada caso, se muestran los principales estadisticos que ofrece la salida del
programa R, asi como las conclusiones obtenidas de los mismos.
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Ejercicios de autoevaluacion

1. Se realiza un modelo de regresién logistica donde la variable que se codifica como 1 es
padecer una enfermedad y como O el no padecerla. ;Qué nos indica que un determinado
factor tenga OR de 1,3?

a) Que estamos ante un factor de proteccion.

b) Que estamos ante un factor de riesgo.

c) No influye.

d) Estamos ante un factor de riesgo pero siempre y cuando la variable sea significativa.
e) Ninguna de las respuestas anteriores es correcta.

2. Se realiza un modelo de regresion logistica donde la variable que se codifica como 1 es
padecer una enfermedad y como O el no padecerla. ;Qué nos indica que un determinado
factor significativo tenga un OR de 0,5?

a) Que estamos ante un factor de proteccion.

b) Que estamos ante un factor de riesgo.

c) No influye.

d) Las OR deben ser mayores que 1.

e) Ninguna de las respuestas anteriores es correcta.

3. El contraste que emplea la regresion logistica para ver si las variables son significativas es...

a) el test T.

b) el test de Wald.

¢) el coeficiente de Spearman.

d) el coeficiente de correlaciéon lineal.

e) Ninguna de las respuestas anteriores es correcta.

4. ;Por qué es util el modelo de regresion logistica?

a) Porque permite estimar los factores de riesgo del fenémeno estudiado.
b) Porque permite comprobar si existe relaciéon entre variables.

c) Porque permite usar tanto variables cualitativas como cuantitativas.
d) Todo lo anterior.

e) Ninguna de las respuestas anteriores es correcta.

5. Se quiere valorar si un modelo ajusta o no bien los datos. Dicho modelo contiene factores
continuos y cualitativos. ;Qué test elegiriais?

a) El grafico Classplot.

b) El test de Hosmer-Lemeshow.

c) El test de Wald.

d) El test de razén de verosimilitud.
e) El test de Kruskall-Wallis.

6. Si al determinar el modelo obtenemos un 60 % de outliers, nuestra impresién serd la si-
guiente:

a) El modelo es bueno.

b) El modelo no es bueno.

c) No tiene nada que ver con la calidad del modelo.
d) Nada de lo anterior.

e) Todas las respuestas anteriores son correctas.

7. Si tuvierais que decidir qué variables influyen mas en el éxito de una campana publicitaria,
;qué técnica elegiriais?

a) El analisis de anova.

b) El contraste de hipotesis.

c) El modelo de regresion logistica, ya que este incluye contrastes y nos permite ademas
modelizar y predecir.
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d) El analisis claster.
e) Ninguna de las respuestas anteriores es correcta.

8. La estimacion de los pardmetros del modelo se realiza mediante el método de...

a) maxima verosimilitud.

b) minimos cuadrados.

¢) maximos cuadros.

d) minimos cuadrados ponderados.

e) Ninguna de las respuestas anteriores es correcta.

9. Las variables independientes de un modelo de regresion logistica pueden ser...

a) continuas.

b) dicotémicas.

c) categoricas.

d) Todas las anteriores.

e) Ninguna de las respuestas anteriores es correcta.

10. El analisis probit es un modelo conceptualmente similar a...

a) el analisis discriminante.

b) el analisis factorial.

c) la regresion logistica.

d) Todas las anteriores.

e) Ninguna de las respuestas anteriores es correcta.
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Solucionario

Ejercicios de autoevaluacion
1.d

2.a
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