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  Resumen del Trabajo (máximo 250 palabras): Con la finalidad, contexto de 
aplicación, metodología, resultados y conclusiones del trabajo. 

Un micro ARN es una pequeña secuencia de ADN que se une a un ARN 
mensajero y regula la actividad desempeñada por dicho gen, ya sea por 
degradación de la secuencia o inhibición de la actividad. Las características 
físicas y químicas que determinan los sitios de unión del micro ARN con el ARN 
mensajero no son totalmente comprendida en la actualidad, por lo que se han 
desarrollado multitud de sistemas enfocados a predecir posibles secuencias 
dianas de un micro ARN en un gen. El objetivo del presente proyecto ha sido 
desarrollar una herramienta que permita evaluar si un micro ARN actúa como 
regulador de la expresión de un gen. Para ello se ha empleado técnicas de 
selección de atributos y técnicas de machine learning (redes neuronales y 
máquinas de soporte vectorial) empleando como lenguaje de programación 
Java y como librería de código de referencia Weka. Los datos empleados han 
sido obtenidos de repositorios públicos. De éstos, se han obtenido un total de 
18091 casos de regulación positiva, frente a 16711 casos de candidatos de 
interacciones negativas. El resultado que se ha obtenido es de 86% de correcta 
clasificación, valor que se puede considerar adecuado a la hora de determinar 
posibles interacciones entre las secuencias.  
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  Abstract (in English, 250 words or less): 

Micro RNA are small DNA sequence that manages gene expresion. A micro 
RNA matches in a specific binding site. The reason of this one is unknown. 
Several tools have been developed to predict these interactions. The goal of 
this project is developing a Java software based on machine learning and 
feature selection to classify two sequences (RNA and micro RNA) using Weka 
library. Data were extrated from public repositories. 18091 positive cases and 
16711 negative cases were obtained. The result is a high accuracy of correct 
classification (86%). Several problems were presented during developing, so 
that number of features and classifiers were limited.  
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Capítulo 1

Introducción: bases biológicas de los
micro ARN y sus aplicaciones

El ADN es un elemento microscópico que se encuentra en el interior de las cé-
lulas (en el núcleo o en el citoplasma dependiendo si se trata de células eucariotas
o procariotas) que condensa toda la información necesaria que define y caracteriza
el funcionamiento celular, y por consiguiente, el individuo al que pertenece. Éste está
compuesto por estructuras denominadas cromosomas que contienen diferentes frag-
mentos de la información del ADN. En los seres humanos, en condiciones normales,
cada cromosoma se encuentra duplicado formando 22 pares diferentes a los que hay
que añadir un pareja más de cromosomas especiales: los que hacen referencia al se-
xo del individuo - X e Y. De este modo, existen 24 tipos de cromosomas distintos que
se encuentran en el núcleo celular humano formando 23 parejas diferentes. Cada cro-
mosoma está constituido por 2 cadenas simétricas que se retuercen y forma lo que se
conoce como estructura en doble hélice, las cuales a su vez se componen de 4 tipos
de moléculas diferentes llamadas nucleótidos: adenina (A), timina (T), citosina (C) y
guanina (G).

La actividad celular está principalmente regida por la información contenida en el
ADN. Una de las más importantes es la síntesis de proteínas, las cuales se encuentran
presentes en casi la totalidad de los procesos celulares (contracción muscular, trans-
porte de oxígeno, receptores celulares, etc.). La síntesis se lleva a cabo por la acción
conjunta de 2 tipos de ARN: ARN mensajero (ARNm) y ARN de transferencia (ARNt).
El primero es una copia de un fragmento de un cromosoma que contiene lo que se
denomina gen (unidad mínima de información que codifica la síntesis de una proteína
u otro ARN) conformado por una única cadena donde el nucleótido T es sustituido
por otro llamado uracilo (U), mientras el segundo es el responsable de ensamblar el
producto funcional codificado en el gen que contiene el ARNm.

El estudio de este proceso de síntesis produjo que en 1993 se descubriera lo que
se ha denominado micro ARN (miARN) [Lee et al., 1993]. Éstos son pequeños seg-
mentos de ADN de entre 19 y 22 nucleótidos de doble cadena generados en el núcleo
celular que intervienen en la regulación de la expresión genética, impidiendo la traduc-
ción de un ARNm, ya sea por degradación del ARNm (knock-out) o por inhibición de
la traducción (knock-down).

La actividad de los miARN comienzan en el núcleo celular (figura 1.1a). La enzima
polimerasa II cataliza la transcripción de un segmento de ADN en lo que se denomina
micro ARN primario (Pri-miARN). Esta partícula está compuesta por un dímero en

1



2 CAPÍTULO 1. INTRODUCCIÓN

(a) Esquema de la síntesis de un micro-
ARN. Imagen obtenida de Wikipedia.

(b) Esquema estructural de un Pre-
microARN [Jevsinek Skok et al., 2013].

Figura 1.1: Esquema de un microARN.

forma de 2 horquillas con unas prolongaciones en cadena simple, de modo que su
tamaño impide que pueda viajar fuera del núcleo. La enzima drosha procede a eliminar
estas prolongaciones separando las horquillas, lo que produce 2 Pre-miARN que sí
pueden trasladarse fuera del núcleo (figura 1.1b). En el citoplasma, los Pre-miARN son
procesados por otras enzimas llamadas Dicer que eliminan el bucle y segmenta el Pre-
miARN en varios miARN dúplex de entre 19 y 22 pares de nucleótidos. Finalmente, el
complejo silenciador inducido por ARN (RISC) divide el miARN en cadenas simples y
se une a una de éstas. Posteriormente, el complejo RISC con el miARN se dirige a un
ARNm y se adhiere a éste en la región donde es complementario el miARN, que se
sitúa, por lo general, en la región no traducible 3' (3' UTR). De esta manera, se regula
la expresión del gen asociado al ARNm mediante degradación o inhibición.

En una secuencia de ARNm existen multitud de subsecuencias complementarias
en las que se podría unir un miARN. Sin embargo, en la mayoría de los casos esto no
ocurre, sino que son en unas pocas localizaciones donde se produce dicha unión. La
causa subyacente que hace que se rechace la mayoría de las subsecuencias, siendo
válidas unas pocas, no son totalmente comprendidas en la actualidad. Este hecho ha
producido el desarrollo de diversas herramientas bioinformáticas basadas en clasifica-
dores enfocadas en predecir uniones entre miARN y ARNm [Peterson et al., 2014].

1.1. Interacciones miARN-ARNm: características prin-
cipales

La unión de un miARN en una determinada región del ARNm que influye en la
regulación de la expresión del gen se denomina interacción (figura 1.2). No obstante,
esta complementariedad entre secuencias no es condición suficiente para la unión,
sino que son necesarias otras características para que se produzca. Del acoplamien-
to entre secuencias se pueden extraer diferentes parámetros que se emplean en las
herramientas de predicción de interacciones. A continuación detallaremos las más co-
munes.
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Figura 1.2: Ejemplo de estructura secundaria de pares miARN-ARNm [Yue et al., 2009]. N y N’ hace
referencia a un nucleótido y su complementario, x indica un incompatibilidad y * indica nucleótidos que
han quedado desemparejados.

1.1.1. Región semilla

En un miARN maduro podemos diferenciar 2 áreas diferentes: la región 3' y la
región 5' o semilla. Esta última se define como la secuencia de nucleótidos del miARN
desde la posición 2 a la 8 (comenzando la enumeración desde el final 5' hacia el inicio
del 3' del miARN) [Lee et al., 1993] (figura 1.2). En este área se pueden diferenciar 2
tipos de unión de nucleótidos: combinaciones perfectas o unión Watson-Crick (WC)
(A-U y G-C) y uniones G-U (menos frecuentes).

Del estudio de la región semilla, se han identificado varios tipos de encajes de los
cuales los más comunes son [Peterson et al., 2014, Yue et al., 2009]:

5mer-Z1: desde la posición P1 a la P6, el tipo de la unión de los nucleótidos es
WC o G-U, y al menos uno de ellos es de tipo G-U.

6mer : 6 nucleótidos de la semilla presentan uniones de tipo WC.

6mer-GU: desde la posición P2 a la P7, los nucleótidos encajan como WC o G-U,
y al menos uno de ellos es de tipo G-U.

7mer-m8: la unión de los nucleótidos es de tipo WC desde la posición P2 a la
P8.

7mer-A1: el nucleótido de la posición P1 del miARN es una A y desde la posición
P2 a la P7 las uniones son de tipo WC.

8mer : la región de semilla presenta uniones WC en todos ellos (P2-P8).

La región semilla es una de las características más determinante a la hora de
localizar los lugares de unión de los miARN. No obstante, en los últimos años se
ha descubierto que existen multitud de casos donde el ensamblaje de esta región
no cumple ninguno de los tipos anteriores. Estos casos se denominan como sitio de
encaje no canónica (SENC) [Kim et al., 2016], de los cuales podemos diferenciar 2
tipos 1 (figura 1.3):

Compensatoria: se da en la región 3’ del miARN. Secuencias complementarias
fuera de la semilla.

1http://www.targetscan.org/docs/non-canonical.html
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Figura 1.3: Tipos de sitios de uniones no canónicos. Imagen obtenida de www.targetscan.org.

Centrada: casos en los que se carece de algunos de los tipos de encaje de
semilla descrito previamente ni se ajusta al tipo compensatorio. Presenta entre
11 y 12 pares continuos de uniones de tipo WC desde la posición P4 a la P15.

1.1.2. Conservación

Hace referencia a la conservación de la secuencia del miARN entre diferentes es-
pecies, así como el grado de mantenimiento de la interacción. En general, se presupo-
ne que una mayor conservación de una secuencia de nucleótidos implica una mayor
probabilidad de funcionalidad. De este modo, el nivel de conservación de la secuencia
es mayor en la semilla que en el resto de la secuencia [Lewis et al., 2003], y en las
interacciones puede darse que el grado de conservación al final de la región 3’ del
miARN compense incompatibilidades de semillas [Friedman et al., 2009]. Asimismo,
el análisis de conservación puede evidenciar dianas de los miARN, en especial en las
regiones 3’ y 5’ UTRs, lo que confiere a éstas cierto grado de funcionalidad de la que
aparente carece.

1.1.3. Energía libre

Por lo general, la estabilidad de un sistema biológico puede medirse mediante la
energía libre o energía de Gibbs (EG), de forma que cuanto menor sea su valor más
estable se considera el sistema. En la mayoría de los casos, esto se traduce en que
las dianas de un miARN suelen mostrar un EG más pequeño que aquellas que no lo
son [Bonnet et al., 2004, Yue et al., 2009, Batuwita and Palade, 2009].

1.1.4. Accesibilidad de diana

La accesibilidad de diana representa el grado de apertura de la región 3’ UTR al
que se une el miARN, esto es, es una medida que indica el grado de facilidad con la
que un miARN puede unirse con una subsecuencia candidata del ARNm [Kertesz et al., 2007].
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1.1.5. Otras menos comunes

Las características anteriormente descritas son las más comúnmente usadas en
las herramientas empleadas en predecir las interacciones. No obstante, existen otras
características que se pueden encontrar en éstas:

Porcentajes de pares de nucleótidos en la interacción: proporción de uniones
A-U, G-C y G-U.

Número de protuberancias en el ARNm y en el miARN en la unión: las pro-
tuberancias son nucleótidos libres de una unión que quedan desalineados de la
secuencia (figura 1.2). El cómputo de estos tanto en el ARNm como en el miARN
puede emplearse como característica a la hora de determinar los sitios de unión.

Número de incompatibilidades entre nucleótidos: computo de nucleótidos que no
encajan con su complementario, por ejemplo, A-C, C-C, G-A, etc.

1.2. Contexto y justificación del trabajo

Los mecanismos físico/químicos que condicionan que un miARN se acople a una
secuencia complementaria y regule la expresión de un determinado gen y no a otro,
no son totalmente comprendidos a día de hoy. Esto ha llevado a que se desarrolle
multitud de herramientas informáticas focalizadas en predecir dianas entre miARN y
ARNm, empleando para ello algoritmos de machine learning (ML) (en el capítulo 2
veremos los que hemos empleado en este trabajo de fin de máster (TFM)). Estos cla-
sificadores precisan de un conjunto de atributos extraídos de las interacciones miARN-
ARNm (IMAs) sobre los que operar, de forma que puedan predecir posibles puntos de
unión. En la bibliografía podemos encontrar algunas de las siguientes herramientas
[Peterson et al., 2014]:

1. miRANDA-mirSVR: herramienta que se basa en miRanda para identificar sitios
de unión candidatos [Enright et al., 2003] y emplea un clasificador SVM para eva-
luarlo. miRanda no está especializada en ningún tipo de organismo en concreto
y evalúa las siguientes características de los datos: comprueba las uniones WC,
calcula la energía libre, de forma que las IMA con energía por debajo de un de-
terminado umbral pasa a la siguiente fase donde el grado de conservación entre
especies se emplea como filtro. El clasificador se desarrolló para humanos, ra-
tas, ratones, moscas y gusanos, y los parámetros empleados son: tipo de encaje
de semilla, energía libre, accesibilidad, contenido de A-U, posición del sitio de
unión en la región 3’ UTR, longitud de la región UTR, etc.

2. TargetScan: especializada en mamíferos, moscas y gusanos [Lewis et al., 2005].
Emplea el tipo de ensamblaje de semilla junto con el grado de conservación,
pares compensatorios de la región 3’ y contenido de A-U para generar un ranking
de posibles dianas.

3. DIANA-microT-CDS: es uno de las primeras herramientas destinadas a predecir
dianas en seres humanos [Maragkakis et al., 2009]. Emplea información sobre
la región semilla, grado de conservación, accesibilidad, distancias entre sitios de
uniones candidatos, contenido de A-U, la accesibilidad de la región 3’ UTR, etc.
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4. MirTarget2: emplea un clasificador SVM para evaluar un posible lugar de unión
entre las secuencias. Los parámetros que se extraen de los candidatos son: tipo
de ensamblaje de semilla, nivel de conservación, energía libre, accesibilidad,
posición de la unión en la región 3’ UTR, etc. Se puede utilizar para los siguientes
organismos: humanos, ratones, ratas, perros y gallinas.

5. rna22-GUI: usa la energía libre y el tipo de encaje de semilla para predecir inter-
acciones en humanos, ratones, moscas y gusanos [Loher and Rigoutsos, 2012].

6. TargetMiner : basado en un SVM para identificar potenciales lugares de unión sin
centrarse en ningún organismos en concreto [Bandyopadhyay and Mitra, 2009].
Este clasificador fue entrenado con casos positivos extraídos de la base de datos
miRecord [Xiao et al., 2009], y casos negativos obtenidos de un conjunto de da-
tos de falsos positivos generados por otros algoritmos de predicción de dianas.
Emplea características como: encaje de semilla, conservación, energía libre, ac-
cesibilidad, etc.

7. SVMicr0: la base de esta herramienta es un clasificador SVM [Liu et al., 2010]
sin especificar ninguna especie. Las características extraídas de los datos son:
encaje de semilla, conservación, energía libre, accesibilidad, proporción de in-
compatibilidades, uniones G-U, etc.

La capacidad de regulación del miARN podría ser una herramienta muy útil en
terapias génicas para el tratamiento de diversas enfermedades, como el cáncer. Por
ello, resulta de gran interés predecir las posibles dianas de los miARN, y así poder
desarrollar tratamientos más eficaces, mejorar el conocimiento sobre la funcionalidad
celular y determinar el papel que juega estas pequeñas moléculas en la actividad de
la célula. Este potencial investigador, así como sus posibles aplicaciones medicina, es
la principal razón por la que se ha seleccionado este tema para desarrollar el presente
TFM. A su vez, machine learning es un área de investigación que ha permitido que
la inteligencia artificial sea capaz de detectar emociones humanas, conducir vehículos
de manera autónoma, etc. Es por ello, que la conjunción de ambas temáticas resulta
de notable interés, y la razón de la selección de este tema como núcleo principal del
proyecto final del máster. Asimismo, en el TFM se aplica los conocimientos adquiri-
dos en la asignatura Machine Learning del máster en Bionformática y Bioestadística
de la Universitat Oberta de Catalunya en que se adquirió la capacidad de identificar,
analizar y sintetizar un problema de bioinformática definiendo su requerimientos, los
conocimiento de las bases de datos biológicas públicas y cómo explotarlas.

1.3. Objetivos

El objetivo del proyecto es desarrollar una herramienta informática de predicción de
dianas miARN que, a priori, desconocemos mediante la aplicación de técnicas ML y
de selección de características (FS). Para la realización de esta tarea será necesario:

1. Evaluar diferentes técnicas de ML.

2. Estudiar y analizar bibliografía sobre IMAs para determinar qué parámetros ex-
traer de los datos.
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3. Conformar un conjunto de datos a partir de bases de datos públicas de dianas
miARN que sirva para entrenar y evaluar los resultados de las técnicas ML.

4. Seleccionar los parámetros que influyen de forma significativa en el proceso de
selección.

5. Desarrollar una aplicación con interfaz gráfica que facilite el uso de los clasifica-
dores entrenados.

Durante el desarrollo del proyecto se usarán librerías existentes de ML y FS de libre
distribución, ya que su correcto desempeño está garantizado al ser revisado el códi-
go por cientos de voluntarios. Respecto a los datos, se usarán base de datos pública
que permitirá acelerar el proceso de análisis. Dado que las IMAs están presente en
multitud de organismos, en este proyecto nos hemos centrándonos en homo sapiens.
Finalmente, para asegurar que los parámetros que se extraen se adaptan correcta-
mente al TFM, se va a desarrollar el código de programación que los calcule a partir
de los datos en crudo. Al finalizar el presente TFM se espera haber desarrollado una
aplicación que sea capaz de indicar si un determinado ARNm es diana de un miARN
o no con un nivel de fiabilidad aceptable. Para ello se hará uso del lenguaje de progra-
mación Java y de la librería Weka que implementa multitud de técnicas ML y FS.

1.4. Metodología

Todo proyecto requiere del análisis detallado de qué se quiere conseguir y cómo
se puede alcanzar. Por ello, se requiere un estudio minucioso de en qué estado está
el tema que es objeto de estudio, determinar la información disponible para realizar la
tarea, analizar qué técnicas se pueden aplicar y llevarlas a cabo. Estos pasos garan-
tiza que, si se realiza cuidadosamente, se alcance con un alto grado de fiabilidad los
objetivos marcados. Es por esto, que la mejor metodología a aplicar es la siguiente:

1. Análisis del estado del arte actual en la detección de dianas: se puede optar por
buscar bibliografía en una biblioteca especializada, lo que garantiza un alto grado
de fiabilidad de la información adquirida, pero es un proceso muy lento. Otra
alternativa mucho más rápida sería realizar una búsqueda en Internet empleando
algún buscador ya sea Google, Bing o Wikipedia. En cualquiera de los casos, la
información que se puede obtener no siempre está validada por experto, con lo
que se corre el riesgo de que no sea totalmente correcta o exacta. Una tercera
alternativa es emplear un repositorio de artículos científicos. Esto garantiza que
la información se obtiene rápidamente, además de veraz, al ser analizada por
expertos

2. Análisis de diferentes técnicas ML y FS, así como la eficacia en la clasificación en
esta materia: existen multitud de técnicas diferentes que se pueden emplear en
este punto. El análisis de esta información se puede realizar estudiando de ma-
nera genérica los diferentes algoritmos, sin contrastar su uso en la bibliografía.
En este enfoque se corre el riesgo de perder mucho tiempo en analizar técnicas
que pueden haber sido descartadas por expertos por algún motivo. Otra alterna-
tiva que supera este riesgo es determinar qué técnicas son las más habituales
y emplear esas mismas en el proyecto. Esta estrategia tiene el problema de que
limita mucho la innovación y otras alternativas.
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3. Localizar muestras de casos positivos y negativos para usarlos en el desarrollo
de los clasificadores: se puede optar por realizar diferentes experimentos y veri-
ficar en qué casos se regula la actividad y en cuál no. Este enfoque permite una
mayor fiabilidad de los datos, pero el incremento en tiempo y coste económico
es notable. Otra alternativa es emplear muestras de otros estudios que están
validadas y disponibles para el público.

4. Extracción de características de un miARN para usarlos en las diferentes ML:
la estrategia que se puede emplear es similar al punto 2. Se puede optar por
usar los atributos que otros expertos ya han empleado, lo que puede limitar la
innovación y las posibilidades de mejorar los resultados previos, o se puede en-
focar empleando los parámetros ya usados en otros estudios junto con nuevas
características.

5. Entrenamiento de diferentes ML y análisis de los resultados empleando las ca-
racterísticas seleccionadas por las técnicas FS: en este punto se puede optar por
implementar las diferentes técnicas desde cero, lo que se corre el riesgo de fallos
en el código, u optar por librerías de código cuyo desempeño ha sido validado
por expertos.

En el desarrollo del proyecto se opta por usar un repositorio de artículos científicos
que asegura la fiabilidad de la información y a su vez obtener de éstos las muestras de
datos positivos y negativos para el desarrollo de los clasificadores. Asimismo, de la bi-
bliografía revisada se determinará que clasificador y técnicas de selección de atributos
son las más empleadas. Esta información determinará qué técnicas usar, que se em-
plearán junto con alguna nueva que no se haya detectado para innovar en el análisis.
Los parámetros a calcular de los datos se determinarán en base a los empleados en
otros estudios relacionados con el tema. Finalmente, se opta por librerías existentes
de ML y FS de libre distribución, ya que su correcto desempeño está garantizado al
ser revisado el código por cientos de voluntarios, y para asegurar que los parámetros
extraídos se adaptan correctamente al TFM, se desarrolla código que los calcule a
partir de los datos en crudo.

1.5. Planificación

Para poder realizar con ciertas garantías el proyecto se define una serie de puntos
a cumplir y su planificación temporal (figuras 1.4a y 1.4b). Las tareas son:

1. Estudiar diversas técnicas de clasificación de características: redes neuronales,
SVM, etc.

a) Analizar técnicas de ML y su aplicabilidad en el proyecto.

b) Buscar librerías que implementen técnicas de ML.

2. Estudiar técnicas de selección de características.

a) Buscar librerías que implementen técnicas de selección de características.

3. Revisar el estado actual de las investigaciones en la detección de dianas de
miARN.
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(a) Diagrama de Grant: planificación temporal.

(b) Tabla temporal de la planificación.

Figura 1.4: Planificación del trabajo fin de máster

4. Aplicación de técnicas de selección de atributos para seleccionar características
de los miARN que se usarán en las ML.

a) Buscar base de datos de miARN de la que extraer información y caracterís-
ticas.

b) Extracción de características que se emplearán en las ML.

c) Definición de los conjuntos de entrenamiento y evaluación de las ML.

5. Entrenamiento de los clasificadores.

a) Entrenar y evaluar los clasificadores.

b) Analizar posibles mejoras.

6. Redacción del documento de TFM.

Definida las tareas, los hitos de cada una de ellas serán:

1. Tarea 1: debe estar acaba para el 30 de octubre. Tras su finalización, se dispon-
drá de un informe que describirá qué técnicas de usará y por qué.

2. Tarea 2 y 3: finaliza el 13 de noviembre. Se generará un documento con la infor-
mación obtenida.
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3. Tarea 4: el día 27 de noviembre debe darse por concluida. Se redactará un infor-
me con la procedencia de los datos, sus características y cómo se ha construido
el conjunto de los datos.

4. Tarea 5: el 8 de diciembre debe darse por cerrada la tarea. Se realizará un resu-
men de los resultados obtenidos.

5. Tarea 6: la redacción del documento del TFM debe estar listo el día 19 de di-
ciembre.

6. Tarea 7: entrega del TFM alrededor del día 2 de enero de 2018.

En las pruebas de evaluación (PEC) continuas 0 y 1 se definieron los objetivos y
la planificación del TFM, de forma que el 2 y 10 de octubre de 2017 se estableció la
estrategia que se iba a seguir en el proyecto. Para la fecha de entrega del PEC 2 de
determinó que las tareas 1, 2 y 3 quedarán finalizada y la tarea 4 estuviera en desa-
rrollo. Estos hitos fueron completados a tiempo, con la única excepción de seleccionar
la librería de código a usar. Para la tarea 4 se determinó las fuentes de donde extraer
la información, se estableció un conjunto inicial de atributos a calcular de los datos y la
estrategia de entrenamiento y validación de los clasificadores fue definida, quedando
por terminar la base de datos con la información de las interacciones. La finalización
de las tareas 4 y 5 se planeó para el PEC 3. Estas se completaron a tiempo, de forma
que la base de datos contenía toda la información necesaria para el proyecto, se de-
terminaron las características a emplear en el entrenamiento de los clasificadores en
base a los atributos propuestos por las técnicas FS. Se entrenaron 2 clasificadores en
base a 3 conjuntos de parámetros y se desarrolló la interfaz Java para interactuar con
el clasificador que mejor resultado arrojó. No obstante, diversos problemas en durante
la tarea 4 produjeron un retraso considerable en la planificación (al menos 1 semana)
lo que limitó el número parámetros a extraer de los datos, así como las técnicas ML y
FS empleadas. Las tareas 6 y 7 se esperan finalizar para el PEC 4. La tarea 6 tiene
un retraso de 1 semana, pero estará lista para la fecha de entrega del PEC 4.

1.6. Sumario de resultados

El proyecto que se ha desarrollado en el presente curso consiste en la obtención de
un conjunto de muestras de datos (casos positivos y negativos) a partir de los cuales
se extraen una serie de parámetros que se usan para entrenar los clasificadores. Con
el objetivo de reducir la complejidad de los modelos y mejorar el rendimiento del pro-
ceso de entrenamiento se emplean técnicas de selección de características, de forma
que se determina qué atributos son los más significativos. Finalmente, se analizaron
técnicas de clasificación que determinarán el tipo de interacción que tienen un miARN
con un determinado ARNm. De esta forma, se ha obtenido una base de datos con
los casos positivos y negativos a usar en los clasificadores. Ésta fue rellenada con la
información proveniente de 4 fuentes diferentes relacionadas con las secuencias com-
pletas de mis miARN, las secuencias completas de ARNm, conjunto de datos positivos
proveniente de otro estudio, y un archivo con interacciones validadas. De la bibliogra-
fía se determinaron 26 parámetros que se extrajeron del conjunto de muestras (sobre
35000 casos) que se almacenaron en 2 archivos (uno de entrenamiento y otro de veri-
ficación de los clasificadores). Finalmente, los algoritmos FS generaron 3 conjunto de
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parámetros diferentes que fueron empleados sobre 2 clasificadores: redes neuronales
y máquinas de soporte vectorial (Support Vector Machine) (SVM). Finalmente, la red
neuronal fue la que mejor resultado proporcionó, empleando sólo 5 atributos de los
datos, por lo que se almacenó en un fichero que se emplea junto con la interfaz gráfica
en Java para usar el clasificador para casos no contemplados.

Los ficheros de entrenamiento y verificación, la base de datos, el código Java y los
datos de tarbase se adjuntará al proyecto como archivos auxiliares. Para los demás
archivos empleados, se proporciona el enlace a la web desde donde se obtuvo.

1.7. Estructura de la memoria del TFM

Las diferentes tareas realizadas para conseguir alcanzar los objetivos del proyecto
se detallan en el siguiente orden: en el capítulo 2 se describe las técnicas de clasi-
ficación empleadas en el trabajo, en el capítulo 3 se esbozan diferentes técnicas de
selección de características que se emplearán como entrada de las técnicas de cla-
sificación descritas en el capítulo 2, el capítulo 4 detalla todos los pasos llevados a
cabo para generar los conjuntos de datos de entrenamiento y verificación para los
algoritmos ML, el capítulo 5 describe los resultados obtenidos de la selección de ca-
racterísticas, los clasificadores y la estructura del programa Java en el que se ejecuta,
y finalmente en el capítulo 6 se comentan los resultados contextualizándolo dentro de
máster e indicando posibles mejoras.
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Capítulo 2

Técnicas de machine learning

El término machine learning (ML) o clasificador identifica un conjunto de técnicas
enfocadas en aprender a resolver un determinado problema de forma automática, en-
tendiendo por aprender a la capacidad de identificar patrones en el conjunto de datos.
Con esta información, se espera que el sistema no solo sea capaz de clasificar da-
tos ya conocidos, sino que pueda predecir futuros comportamientos. Las técnicas ML
requieren de un conjunto amplio de ejemplos, identificados como conjunto de entrena-
miento, sobre los que basarse para poder determinar los patrones de comportamiento
y predecir futuros valores. Uno de los principales problemas que puede detectarse en
todo clasificador es el sobreajuste del modelo a los datos de entrenamiento, que limita
su eficacia cuando los datos no están en el conjunto de entrenamiento. Esto suele
aparecer cuando hay demasiados parámetros en el modelo respecto a la cantidad de
datos disponibles. Los modelos con muchos atributos se ajustan a todos los datos,
pero no generalizan tan bien como los modelos con pocos parámetros. Las técnicas
de FS (capítulo 3) pueden solventar este problema. Por otro lado, el sobreajuste tam-
bién puede provenir de un exceso de entrenamiento. El modelo, tras el proceso de
entrenamiento, debe generalizar los resultados, de forma que pueda predecir el re-
sultado de casos que no estaban contemplados en las muestras de entrenamiento.
Sin embargo, un sobreentrenamiento puede generar que el algoritmo de aprendizaje
se ajuste en exceso a unas características muy específicas de los datos dando como
resultado que no generaliza el comportamiento global. Este sobreajuste se traduce en
una disminución del error sobre los datos de entrenamiento, mientras que la actuación
sobre muestras nuevas empeora.

Un tipo especial de clasificador es el que se puede denominar ZeroR. Éste real-
mente no es un clasificador, ya que no analiza los datos para determinar patrones,
sino que su salida será siempre igual a la clase mayoritaria de los datos de entrada de
entrenamiento, esto es, del total de muestras, se cuentan la proporción de cada clase,
y de la que tenga mayor número de unidades será la empleada para clasificar todos
los datos. Para el caso de interacciones miARN, si la clase mayoritaria en el conjunto
de muestras de entrenamientos son positiva, entonces todos los datos de verificación
serán evaluados como positivos, lo que generará un determinado nivel de precisión en
la clasificación obtenida.

El proceso de generación de un clasificador se realiza en 2 fases: entrenamiento y
verificación. En primera fase se suele tomar el 75 % de las muestras disponibles para
que la técnica ML las analice y detecte los patrones de comportamientos. La segunda
fase evalúa los resultados del clasificador sobre los datos restantes que no estaban en

13
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el conjunto de entrenamiento, de forma que se verifica la eficacia que se obtuvo sobre
las muestras del entrenamiento. Se espera que las técnicas ML muestren un resultado
en la fase de verificación significativamente superior al clasificador ZeroR.

Existen multitud de técnicas diferentes de ML. En este TFM nos centraremos en 2
que detallaremos a continuación que son las que emplearemos en este proyecto: red
neuronal (RN) y máquina de soporte vectorial SVM. El uso de redes neuronales para
clasificar interacciones miARN no está muy extendido (de hecho, no he encontrado
referencias al respecto), mientras que clasificadores SVM son ampliamente utilizados
[Enright et al., 2003, Bandyopadhyay and Mitra, 2009, Liu et al., 2010]. De esta forma,
con estas técnicas ML se busca innovar respecto a la bibliografía y comparar los re-
sultados con una de las técnicas más usadas en miARN.

2.1. Redes neuronales

La base de funcionamiento en la que se inspira el clasificador conocido como redes
neuronales es el mecanismo de activación de las neuronas: cada neurona es recep-
tora de un conjunto de impulsos electrónicos, cuando el cúmulo de éstos sobrepasa
un valor umbral, la neurona procede a propagar un impulso eléctrico hacia otra u otras
neuronas con las que está conectada [Mitchell, 1997, Bash, 2015]. La siguiente ecua-
ción simula este comportamiento:

y = g(
n∑

i=0

xi · wji) (2.1)

donde g(.) es la función de activación que determina cuándo propagar el impulso y wi

pondera el peso de una determinada entrada a la neurona (variable xi). De esta forma,
las redes neuronales se conforman de nodos interconectados (figura 2.1).

Figura 2.1: Modelo sencillo de una neurona. La salida de la unidad es y = g(
∑n

i=0 xi · wi) donde xi es
la salida de una neurona situada en la capa previa y wi pondera el valor de dicha unidad en la unidad
actual[Russell and Norvig, 2003]. Imagen obtenida de WikiCommons.

La función de activación g(.) es la responsable de eliminar, en la medida de lo po-
sible, la ambigüedad en la salida de la red, de forma que se diferencie claramente
los estados posibles que puede tomar. El rango de los datos de entrada y salida de-
ben tenerse en consideración a la hora de determinar qué función de activación es
la más adecuada para clasificar las muestras. Por ejemplo, para datos cuyos valores
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están entre [0,π/2), la función tangente es adecuada, pero fuera de él no, ya que pre-
senta una singularidad para π/2. Así pues, si el rango de salida debe estar acotado,
entonces la función tangente tampoco es válida al no tener su salida acotada. En la
literatura se pueden encontrar multitud de funciones de activación diferentes: función
lineal, escalón, sigmoide, campana de Gauss, tangente hiperbólica, etc., siendo las
más frecuentes las que son diferenciables al facilitar notablemente la tarea de apren-
dizaje/entrenamiento de los clasificadores.

2.1.1. Estructura de las redes neuronales

La redes neuronales están estructurada en capas, donde la salida de una neurona
puede estar conectada con una o más neuronas de la capa siguiente (redes acíclicas
o de alimentación hacia adelante), con neuronas de la capa que le precede, de su
misma capa o incluso consigo mismo (redes recurrentes). En las redes acíclicas los
datos se propagan en una única dirección desde la entrada hacia las salidas, sin que
una neurona esté conectada con otras de la misma capa o de la capa anterior, de modo
que estas redes carecen de memoria. Las redes recurrentes permiten una estructura
mucho más compleja e interesantes pero difícil de analizar, al permitir que una neurona
pueda estar conectada con cualquier neurona del sistema e incluso consigo misma,
de modo que presenta una estructura con memoria a corto plazo.

La capas primera y última son conocidas como capas de entrada y salida, donde
la primera no tiene una capa que le preceda, sino que sirve de entrada al sistema
(por donde se recibe los datos), y la última no tiene capa que le siga, de manera que
proporciona la salida de la red. El número de neuronas de ambas capas vendrán de-
terminada por el problema a resolver: en la capa de entrada se tendrá tantas neuronas
como número de elementos tenga el vector de datos de entrada, y el número de neu-
ronas de la capa de salida vendrá determinado por la longitud del vector de salida que
se desea.

2.1.2. Perceptrón

Una red neuronal con todas las entradas conectadas directamente a una única
neurona de salida se llama perceptrón. Las redes acíclicas se pueden definir como
un conjunto de perceptrón donde la salida de cada capa es la entrada del siguiente
perceptrón.

El proceso de entrenamiento de las redes neuronales se basa en ajustar los pesos
de las uniones neuronales para minimizar el error que se obtiene con los datos de en-
trenamiento. El método clásico empleado para valorar este error suele ser la diferencia
al cuadrado de los datos con la salida esperada con respecto a los proporcionado por
la red (ecuación 2.2).

E =
1

2
Err2 =

1

2
(y − hw(x))2 (2.2)

Minimizar el error cuadrático es la base del método del descenso del gradiente,
que busca minimizar este error calculando las derivadas parciales de E con respecto
a cada peso wji, de forma que se busca la configuración de los pesos que correspon-
da al mínimo global de la función de error. No obstante, por lo general este mínimo
se desconoce, por lo no siempre es posible obtenerlo, y se buscan alternativas que
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Figura 2.2: Red neuronal multicapa. Imagen obtenida de WikiCommons.

aproximen a este valor (mínimos locales). La idea general de la técnica se basa en
calcular la dirección de máxima variación del error que viene dada por el gradiente del
error en función de los pesos de la capa (∇E(W )). Con esta información se procede a
actualizar los pesos siguiendo el sentido contrario del gradiente (máximo decrecimien-
to del error). De este modo, el proceso se va desplazando por la superficie del error
hasta alcanzar un mínimo local. Matemáticamente, esto se expresa como sigue:

∂E

∂Wj

= Err · ∂E
∂Wj

= Err · ∂

∂Wj

g

y − n∑
j=0

Wj · xj

 = −Err · g′(in) · xj (2.3)

donde g′(.) es la derivada de la función de activación, y los pesos se actualizan en
base a la ecuación 2.4:

Wj ← Wj + α · Err · g′(in) · xj (2.4)

donde α es la tasa de aprendizaje que evita comportamientos anómalos en este pro-
ceso.

2.1.3. Redes neuronales multicapas acíclicas

Las redes multicapas acíclicas están constituidas por perceptrones distribuidos en
capas donde la salida de una es la entrada de la siguiente (figura 2.2). Las capas in-
termedias u ocultas permiten ampliar el espacio de datos que puede ser representado
por la red, mejorando la adaptación y flexibilidad del modelo. El número de neuronas
en cada de las capas ocultas no viene definido a priori, al no existir un procedimiento
que determine los valores óptimos de éstas, de manera que es responsabilidad del
investigador definir los valores.

Los algoritmo de entrenamiento de este tipo de redes se basan en el descrito para
un perceptrón, con la principal diferencia que ahora tendremos un vector como salida
de la red. En esta estructura el error de salida es igual que en un perceptrón (y − hw),
sin embargo el error de las capas intermedias es desconocido. Para superar este
inconveniente, se propaga el error de salida hacia las capas ocultas basándonos en
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que cada nodo oculto colabora en el error de salida. Este proceso de propagación
hacia atrás proviene directamente del gradiente del error total.

La actualización de los pesos del vector de salida sigue la regla usada en un per-
ceptrón adaptada a múltiples unidades de salida:

Wj−1,i ← Wj,i + α · Erri · g′(in) · xj = Wj,i + α ·∆i · xj (2.5)

donde Erri es el error de salida de la unidad i en la capa de salida.
Para actualizar los pesos de las conexiones entre las neuronas ocultas se ha de

definir una cantidad análoga al término del error de los nodos de salida. La unidad
oculta j de la capa i − 1 es responsable de una fracción del error de salida ∆i. Esta
fracción se asigna en base al peso de la conexión entre el nodo oculto y el de salida, y
se propaga hacia la capa previa oculta i− 1 para obtener una estimación del error de
esta capa ∆i−1 (ecuación 2.6).

∆i−1 = g′(inj)
∑
j

Wj,i∆i (2.6)

La regla que se aplica para actualizar los pesos entre las entradas y la capa oculta
que le sigue es casi idéntica a la de la capa de salida:

Wk,j ← Wk+1,j + α ·∆j · xk (2.7)

El proceso de propagación hacia atrás se puede resumir en:

1. Calcular los valores ∆ para la capada de salida.

2. Desde la salida, repetir en cada capa intermedia hasta alcanzar la entrada:

a) Propagar hacia la capa previa los valores de ∆ de la capa oculta actual.

b) Actualizar los pesos entre capas.

La convergencia de esta técnica es muy lenta y no siempre garantiza alcanzar el
mínimo global de la función. Es por eso, que se han desarrollado multitud de técnicas
que mejoran este proceso de entrenamiento, como por ejemplo Levenberg-Marquardt
que incorpora la matriz Jacobiana a los cálculos. No obstante, esto escapa al objetivo
del TFM por lo que no profundizaremos más en el tema.

Las redes neuronales han sido empleadas empleado con éxito en multitud de oca-
siones, como por ejemplo, el reconocimiento de caracteres escritos [Singh et al., 2010],
conducción de una silla de ruedas motorizada [Barea et al., 2002], determinar el esta-
do emocional de un sujeto [Frenger, 1999], predicción económica [Bahrammirzaee, 2010],
etc. De esta forma, queda patente las ventajas de aplicar esta técnica: 1) se pueden
emplear en clasificación y en predicción numérica, 2) capacidad de modelar proble-
mas complejos, y 3) no establece conjetura sobre los datos y la relación entre ellos.
Sin embargo, tiene como contrapartida que: 1) carga computacional alta y fase de en-
trenamiento lenta, 2) tiende al sobreajuste de los datos de entrenamiento, y 3) es una
estructura de caja negra, con lo que se dificulta la interpretación del modelo resultante.
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2.2. Máquinas de soporte vectorial

Los algoritmos de máquinas de soporte vectorial (Support Vector Machine) (SVM)
se basan en la generación de un conjunto de hiperplanos que maximicen la distan-
cias de los datos a éstos (figura 2.3) pudiendo emplearse para clasificación o para
regresión de datos [Mitchell, 1997, Bash, 2015]. El conjunto de puntos más cercanos
al hiperplano se les llama vector soporte.

Figura 2.3: Idea base de los algoritmos SVM. Imagen obtenida de WikiCommons.

Centrándonos en el dominio <2 para datos linealmente separables (existe un hiper-
plano que separa perfectamente los datos en 2 conjuntos de forma que los datos son
todos correctamente clasificados), el objetivo es encontrar 2 hiperplanos que cumplan
que

−→w · −→x + b ≥ +1 (2.8)
−→w · −→x + b ≤ −1 (2.9)

donde −→w es un vector de pesos, b es el sesgo de los datos y x son los datos. De este
modo, la distancia entre ambos se define como 2

||−→w || siendo el objetivo minimizar la
distancia euclídea del vector −→w tal que cada dato es correctamente clasificado.

Si los datos no son linealmente separables, el objetivo será minimizar la siguiente
expresión:

min
1

2
||−→w ||2 + C

n∑
i=1

εi (2.10)

donde εi es el error y C compensa los errores de entrenamiento y los márgenes rí-
gidos, creando así un margen blando que permita algunos errores en la clasificación
a la vez que los penaliza. El parámetro C debe ser ajustado adecuadamente, ya que
puede producir que un dato caiga en el lado equivocado del plano, y por tanto sea mal
clasificado.

La relación entre las variables a clasificar no suele ser lineal por lo que hay que apli-
car funciones que permitan una representación más compleja entre los datos. Aquí es
donde aparece un aspecto fundamental de SVM: el kernel. Éste transforma los da-
tos a una dimensión mayor con la esperanza de que se pueda generar un hiperplano
que separe los datos que no son linealmente separables. La forma más simple de
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calcularlas es mediante funciones lineales (rectas, planos, etc.) pero esto limita con-
siderablemente la utilidad, ya que difícilmente los datos son linealmente separables.
Para superar esta limitación se puede emplear kernels no lineales como polinomios,
función sigmoide, campana de Gauss, etc. Estos proyectan la información a un espa-
cio de características de mayor dimensión el cual aumenta la capacidad computacional
de las máquinas de aprendizaje lineal.

Esta técnica ha sido empleada con éxito en el reconocimiento de comando de voz
[Pereira et al., 2007], movimientos basados en electromiografía [Álvaro Ángel Orozco Gutiérrez, et al., 2005],
predicción de solubilidad de fármacos [Cano et al., 2017], predicción numérica en en-
tornos financiero [Cao and Tay, 2003], etc. De esta forma, la técnica muestra ventajas
muy importante frente a otras: 1) se puede emplear para clasificación y para predic-
ción numérica (regresión), 2) no tiene al sobreajuste y es robusto al ruido de los datos,
3) es más fácil de usar que las redes neuronales, y 4) alta eficacia en la clasificación.
Sin embargo, tiene como contrapartida que: 1) para encontrar la mejor SVM se nece-
sita probar con varios kernels y parámetros, 2) el entrenamiento es lento, y 3) es un
modelo de caja negra difícil de interpretar.

2.3. Evaluación de un clasificador

La evaluación de los algoritmos ML suelen realizarse en base a la matriz de confu-
sión. Ésta es una estructura en forma de tabla que resume el desempeño de un algo-
ritmo de aprendizaje supervisado. Las columnas de la matriz representan la etiqueta
asignada por el clasificador, mientras las filas son los valores reales que debería tener
una muestra. Con esto se consigue que una forma visual se pueda percibir el grado
de confusión entre clases del sistema. Para el caso de una matriz de 2 clases binarias
se puede extraer varios parámetros de interés: verdadero positivo (TP) informa del nu-
mero muestras positivas que son correctamente clasificadas, verdadero negativo (TN)
identifica la cantidad de muestras negativas que han sido correctamente clasificadas,
falso positivo (FP) cuenta el número de instancias que han sido incorrectamente cla-
sificadas como positiva, y falso negativo (FN) mide cuántos casos son etiquetados
como negativos cuando en realidad deberían ser positivos. En tabla 2.1 se muestra un
esquema de una matriz de confusión de 2 clases.

Tabla 2.1: Matriz de confusión de 2 clases. Las columnas son la predicción del clasificador y las filas
las clases reales.

Positivo Negativo
Positivo* TP FN
Negativo* FP TN

En base a la información contenida en la matriz de confusión se puede calcular los
siguientes parámetros que miden la efectividad del clasificador: exactitud (Pre) que
evalúa la eficacia general del clasificador (ecuación 2.11), sensibilidad (Se) que mide
la capacidad de detectar correctamente las clases (ecuación 2.12) y Especifidad (Sp)
que calcula la probabilidad de que la etiqueta pertenezca a otra clase (ecuación 2.13).
Estos valores facilita la interpretación de los resultados de lo clasificadores, de forma
que a mayor valor de los 3 parámetros, mejor será el clasificador.
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Pre = 100 · (TP + TN)
/

(TP + TN + FP + FN) (2.11)

Se = 100 · TP
/

(TP + FN) (2.12)

Sp = 100 · TN
/

(TN + FP ) (2.13)

Adicionalmente a las características anteriores, otra técnica muy habitual que se
emplea en la evaluación de las técnicas ML es la validación cruzada. Ésta consiste
en entrenar diversas instancias del mismo clasificador sobre muestras de datos en-
trenamiento y verificación diferente (seleccionadas aleatoriamente), de forma que el
resultado final de la fase de evaluación será el promedio de cada uno (figura 2.4). La
generación de los grupos se conoce como k-folding donde k hace referencia al número
total de grupos generados. El objetivo es obtener un valor más próximo al comporta-
miento real, minimizando el efecto de la partición de los datos y los valores iniciales
de las técnicas ML, por ejemplo, el peso de las conexiones en las redes neuronales.

Figura 2.4: Esquema de validación cruzada de 4-folding. Imagen obtenida de Wikipedia.



Capítulo 3

Algoritmos de selección de
características

La realización de experimentos para evaluar una determinada característica y es-
tablecer los principios básicos que rigen su comportamiento suelen tener asociados
gran cantidad de parámetros. La relevancia de la información que aportan puede va-
riar en función de si permiten o no distinguir los diferentes estados en los que puede
estar el objeto de estudio. No obstante, cuando el número de variables extraídas en el
experimento es grande, esta evaluación no es nada sencilla, y se debe recurrir a técni-
cas que permita distinguir la información relevante, puesto que es común que existan
atributos irrelevantes y redundantes. Los algoritmos que permiten descartar estos pa-
rámetros nocivos se conocen con el nombre de selección de características (Feature
Selection) (FS) [Chandrashekar and Sahin, 2014, Guyon et al., 2006], las cuales bus-
can facilitar la “visualización” de los datos, reducir el conjunto de datos y el almacena-
miento requerido, mejorar la comprensión de los fenómenos que están detrás de los
datos, incrementar la fiabilidad y el rendimiento de los sistemas que buscan predecir
o clasificar los valores futuros del elemento de estudio.

El objetivo perseguido con estas técnicas es obtener un subconjunto de los atribu-
tos iniciales que optimice el modelo que se quiere desarrollar, ya que la interpretación
del modelo obtenido resulta más sencilla cuanto menos atributos se usen. Para ello,
datos redundantes, irrelevantes y la dimensionalidad de los mismos son elementos
que pueden mermar notablemente el resultado. Los parámetros redundantes perju-
dicar y ralentizan el proceso de aprendizaje de ciertos modelos (SVM, árbol C4.5,
Naive Bayes, etc.). Los atributos irrelevantes reducen la fiabilidad de los resultados y
hacen confuso los modelos resultantes. La dimensionalidad está relacionada con el
número de parámetros que se obtiene por cada una de las dimensiones del proble-
ma, lo que puede provocar que los datos crezcan exponencialmente y conducir a un
sobreaprendizaje que reduce su fiabilidad en casos no contemplados en los datos de
entrenamiento. Una consideración relevante y que hay que tener en cuenta a la hora
de aplicar estos algoritmos es que ciertos atributos pueden resultar irrelevantes de
forma individual, pero al actuar de forma conjunta pueden mejorar la separabilidad de
los datos, y por tanto, incrementar la tasa de acierto de la clasificación. Así pues, las
técnicas FS presentan las siguientes ventajas:

Reducir el efecto de la dimensionalidad de los datos.

Mejorar la capacidad de generalización del modelo al eliminar datos redundantes
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e irrelevantes.

Acelerar el proceso de aprendizaje del modelo.

Reducir la complejidad y facilitar la interpretación del modelo obtenido.

3.1. Técnicas de selección de atributos

Las técnicas FS buscan un subconjunto mínimo de atributos que optimice la pre-
dicción/clasificación de los datos [Guyon and Elisseeff, 2003]. En una situación ideal,
esto se realizaría combinando las n variables extraídas de todas las formas posibles
(búsqueda exhaustiva), lo que genera 2n posibles subconjuntos. Supongamos que se
han medido 100 atributos diferentes en un experimento, esto genera 1,267651 · 10+30,
revelando que en la práctica este método resulta poco práctico cuando los atributos
son relativamente grande. Por ello, es necesario buscar alternativas que garantice un
equilibrio entre la relevancia de los datos seleccionado y el tiempo/coste empleado
para obtenerlos.

La aplicación de técnicas FS requieren preprocesar los datos para mejorar el ren-
dimiento y la fiabilidad de los resultados, consistente en: 1) análisis de los datos para
eliminación de outliers y muestreo aleatorio simple para la selección de un conjunto de
datos representativo más reducido, y 2) análisis de los atributos para su normalización,
transformar parámetros discretos en variables dummy 1 y aplicar una estrategia a se-
guir con los datos faltantes. Asimismo, es necesario definir los 3 elementos centrales:
estrategia de búsqueda, evaluación y verificación de los resultados:

estrategia de búsqueda: cómo se va a ir seleccionando los parámetros para su
posterior evaluación (búsqueda hacia adelante/atrás, mejor el primero, búsqueda
genética,etc.).

evaluación de la relevancia: calcular si se mejora los resultados sobre un conjun-
to de entrenamiento.

métodos de verificación: validar que los atributos seleccionados mejoran el ren-
dimiento general del sistema cuando se somete a datos que no están en el con-
junto de entrenamiento.

Los algoritmos de selección de características se pueden agrupar en 2 clases:

métodos de ranking (ranking methods) (RM): evalúan la relevancia de cada va-
riable de forma individual.

métodos de selección de subconjuntos (subset selection methods) (SSM): bus-
can un subconjunto de atributos más relevantes.

1https://en.wikipedia.org/wiki/Dummy_variable_(statistics)
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3.2. Relevancia individual: métodos de ranking

Evalúan la relevancia de cada variable de forma individual, lo que hace que sean
rápidos, eficientes y carezcan del problema de sobreajuste. El criterio subyacente se
basa en la idea de que las variables con una mayor correlación con los datos garanti-
zan predecir la clase con cierto grado de fiabilidad [Shardlow, 2016]. Los criterios que
se pueden emplear son muchos, como por ejemplo el valor absoluto del coeficiente de
Pearson, entropía, información mutua, etc. Establecido el criterio, se seleccionará los
k atributos con mayor correlación con los datos.

Realizar evaluaciones monovariables presentan 2 grandes limitaciones: 1) pue-
den descartar características que individualmente son insignificantes, pero que junto
a otras puede resultar relevantes al mejorar la separabilidad de los datos; y 2) pue-
den seleccionar variables que al contextualizarla con otras resultan poco útil debido a
posible redundancia.

3.2.1. Correlación de Pearson

Método clásico basado en el coeficiente de correlación de Pearson (ecuación 3.1).
La idea es que cuanto más próximo a 1 en términos absoluto, más relevante es la
información que contiene la variable.

ρ(x, y) =

∣∣∣∣ covarianza(x, y)

varianza(x) · varianza(y)

∣∣∣∣ (3.1)

3.2.2. Entropía

La base de este método de selección está en la entropía de la información o de
Shannon (ecuación 3.2), donde las variables con menor probabilidad son los que más
información aportan. De esta forma, a menor valor de entropía más relevante se vuelve
el atributo.

H(x) = −
k∑

i=1

pci · log2(pci) : pci probabilidad del estado ci. (3.2)

3.2.3. Información mutua

Mide la dependencia entre una variable y los posibles estados en los que puede
encontrarse el objeto de estudio (ecuación 3.3), de forma que cuanto más próximo a
0 menor relevante es la información que aporta el atributo.

l(x, y) =
∑

i

∑
c p(x = xi, y = c)log

(
p(x=xi,y=c)

p(x=xi)p(y=c)

)
p(x = xi, y = c) = p(x = xi)p(y = i) si x e y independientes.

(3.3)
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3.3. Relevancia conjunta: selección de subconjuntos

La técnicas descritas en la sección 3.2 evalúan la usabilidad de los parámetros
de forma individual sin tener en consideración el desempeño conjunto de los atribu-
tos [Guyon et al., 2006, Shardlow, 2016]. Por el contrario, la selección de subconjuntos
evalúa grupos de parámetros completos para determinar cuáles son los más prome-
tedores. A diferencia de los métodos de ranking que tienen implícito los métodos de
búsqueda y evaluación de los atributos, es necesario definir cómo medir la bondad
del subconjunto de los atributos y qué estrategia se va a emplear para determinar qué
atributo incorporar al subconjunto.

La evaluación se puede realizar mediante selección de características correlacio-
nadas (Correlation Feature Selection) (CFS) en el que se evalúa la similaridad de cada
atributo con la clase de los datos y la correlación por redundancia entre los atributos
(ecuación 3.4). Este método tiene la característica de ser rápido pero se corre el ries-
go de eliminar atributos que no están correlacionados con la clase pero si con otros
atributos.

Evaluacin(Ai) =
correlación con la clase

correlación entre atributos
(3.4)

Otra alternativa a CFS son los métodos Wrapper que aplica algún algoritmo de
clasificación y evalúa el porcentaje de acierto con el conjunto de atributos. Estos mé-
todos proporcionan subconjuntos adecuados para un determinado clasificador traba-
jando con subconjuntos reales de los parámetros, sin embargo es muy lento y se tiene
el riesgo de sobreaprendizaje.

Las estrategias de búsqueda que se pueden aplicar son las siguientes:

Mejor el primero: se evalúa el efecto de añadir un atributo al subconjunto de
parámetros. El que mejor resultado proporcione se incorporará al conjunto y se
vuelve a repetir el proceso.

Búsqueda exhaustiva: se analiza todas las posible combinaciones de los atribu-
tos. Esto hace que resulte muy lento.

Algoritmo genético: se basa en la selección/sustitución de atributos de forma
aleatoria. Se trata de un método rápido.

Greedy Step Wise: se trata de ir modificando el subconjunto de atributos ana-
lizando el efecto de cada parámetro. Es un método muy rápido y existen dos
estrategias diferentes:

• Hacia adelante: partiendo de un conjunto vacío, se va añadiendo un atri-
buto en cada iteración de forma que se selecciona el que mejor resultado
proporcione.

• Hacia atrás:partiendo del conjunto completo con todos los atributos, se va
eliminando un atributo en cada iteración de forma que se elimina el que peor
resultado da.

Búsqueda por ranking: se ordena los atributos y se construye el subconjunto
de forma incremental desde el mejor al peor, finalizando cuando la selección de
nuevos atributos no mejore los resultados. Es un método de búsqueda rápido.
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3.4. Algoritmo RELIEF

La técnica RELIEF es un proceso de selección individual basado en ranking (sec-
ción 3.2) pero que tiene ventajas de selección de subconjuntos y Wrapper (sección
3.3), siendo un algoritmo muy rápido, capaz de detectar atributos relevantes y que tra-
bajan bien de forma conjunta, pero que no rechaza atributos redundantes [Guyon et al., 2006,
Shardlow, 2016].

El proceso consiste en seleccionar aleatoriamente una muestra de los datos y bus-
car el vecino más próximo de la misma clase de la muestra (hit) y el más cercano de
otra clase (miss). Con esto, se incrementa el peso de aquellos atributos que tiene el
mismo valor para el dato hit y distinto para el dato miss (ecuación 3.5). El proceso
se repite muchas veces hasta que la influencia de los atributos es ponderada por los
pesos asociado, de forma que a mayor peso, más relevante resulta.

Wi+1 = Wi − (Xi − hiti)2 + (Xi −missi)2 (3.5)

En este proyecto se ha optado por aplicar 3 tipos de selectores diferentes: CFS,
Wrapper y Relief. El motivo es que son técnicas que buscan combinaciones diferentes
de los atributos, teniendo en cuenta la posible influencia de parámetros que parecen
no significativo de forma individual, pero junto a otros mejoran la separabilidad de las
muestras.
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Capítulo 4

Procedimiento y metodología

La meta principal del presente trabajo es el desarrollo de una herramienta que per-
mita determinar si un miARN puede regular la actividad de un ARNm. Esta tarea la
llevará a cabo un clasificador que debe ser capaz de diferenciar entre dianas válidas
y no válidas. Esta capacidad de discernimiento se desarrollará en base a un conjunto
de datos que se tomará como referencia, lo que se llama conjunto de entrenamiento,
y será verificado por otros datos no contemplados en él (conjunto de validación). Dado
que las IMAs están presente en multitud de organismos, en este proyecto nos hemos
centrando en la especie homo sapiens. A continuación presentaremos las herramien-
tas empleadas para elaborar los datos de entrenamiento y verificación del clasificador,
así como especificaremos el proceso seguido para obtenerlos.

4.1. Herramientas informáticas

La generación de los datos necesarios para desarrollar un clasificador que distin-
ga, con un alto grado de fiabilidad, las subsecuencias dianas de un miARN, se ha
realizado empleando 5 herramientas diferentes bajo la distribución GNU/Linux llama-
da Ubuntu 16.04: Scopus 1, Java, MySQL, ViennaRNA Package [Lorenz et al., 2011]
y Weka [Wass, 2007].

4.1.1. Scopus

La ingente cantidad de información disponible en Internet, así como la falta de ga-
rantía de la calidad de la misma, dificulta notablemente la búsqueda de información
sobre las interacciones entre miARN y ARNm. Por este motivo existen diversas bases
de datos con información sobre artículos científicos que proporciona un alto grado de
fiabilidad, al hacer referencia principalmente a revistas y congresos científicos inde-
xados. Scopus es una de estas herramientas y la elegida para buscar información en
este trabajo (figura 4.1). Ésta está desarrollada como Web y contiene alrededor de
22000 artículos de diversas áreas temáticas (biología, tecnología, medicina, ciencias
sociales, etc.) procedente de más de 5000 editoriales internacionales, permitiendo
búsqueda por primer autor, por otros autores, palabras claves, resumen, titulo, afilia-
ción, ISSN, DOI, conferencia, etc. Asimismo, Scopus también ofrece información sobre
autores como afiliaciones, otras publicaciones del mismo autor, referencias y número

1https://www.scopus.com
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de citas del documento, etcétera e implementa, para usuarios registrados, un sistema
de alerta sobre cambios en perfiles concretos. De este modo, esta herramienta ha sido
la que ha proporcionado las referencias empleadas en el presente proyecto.

Figura 4.1: Interfaz Web de Scopus.

4.1.2. Java

La realización de tareas por máquinas como las computadoras debe ser especifi-
cada como una secuencia de código binario que le indica qué acciones y en qué orden
deben realizarse. Esta codificación es difícilmente interpretable por el ser humano, por
lo que se desarrollaron lenguajes formales que permiten abstraerse al programador
del código binario y generar un texto más próximo a la compresión humana. Existen
multitud de lenguajes de programación, tales como, C, C++, C#, Python, Ruby, Pas-
cal, etc. De entre todos estos se ha optado por Java, un lenguaje de programación de
propósito general, concurrente, orientado a objetos, cuyo diseño minimiza las depen-
dencias con la máquina sobre la que se ejecuta gracias a lo que se llama Máquina
Virtual Java (JVM). El código generado en Java es codificado en archivos interme-
dios en formato llamado bytecode que es tomado por la JVM para ejecutar las tareas
especificadas en él, traduciendo dicha información en código binario especifico de la
máquina sobre la que se está ejecutando. De este modo, Java mediante el empleo de
la JVM, consigue que el programa sea escrito una única vez y se ejecute en cualquier
dispositivo sin necesidad de recompilarlo en un nuevo sistema. Esta capacidad hizo
que esta fuera la opción seleccionada para el proyecto. Concretamente, el trabajo ha
sido desarrollado sobre la versión 1.7.

4.1.3. MySQL

MySQL es un gestor de base de datos (DB) relacionales basado en SQL, multi-
plataforma (FreeBSD, GNU/Linux, Windows, Mac OS X, etc.) y de código abierto bajo
licencia dual GPL/comercial, inicialmente desarrollado por Sun Microsystems, y conti-
nuado después por Oracle Corporation. La consulta de información en este gestor es
muy rápida, por lo que la hace ideal para webs, pero pueden darse problemas de in-
tegridad en entornos de alta concurrencia en la actualización de información. De este
modo, su uso está muy extendido en aplicaciones web como Wikipedia, Wordpress,
Drupal, etc.



4.2. MATERIALES 29

4.1.4. ViennaRNA Package

La interacción entre pares de bases de nucleótidos se conoce como estructura se-
cundaria (ES) que puede calcularse para un polímero o entre 2 secuencias. El paquete
ViennaRNA [Lorenz et al., 2011] es un conjunto de aplicaciones y librerías escrita en
C para la predicción y comparación de la ES de 2 secuencias de nucleótidos. Ésta pro-
porciona diversos parámetros: el alineamiento entre los polímeros, la mínima energía
libre de plegamiento (MFE) [Zuker, 1989], información sobre el ensamblaje termodi-
námico, etc. Del conjunto de herramientas que contiene el paquete ViennaRNA, para
este proyecto se ha empleado el software RNAcofold que proporciona la información
de la ES de secuencias de dímeros de ARN o ADN de una manera sencilla, basta con
pasarle las 2 cadenas de nucleótidos unidas por el símbolo & para que se calcule la
estructura, sin necesidad de usar secuencias ficticias de conectores. En la figura 4.2
podemos ver un ejemplo en el que se muestra el alineamiento de las secuencias y la
energía mínima libre.

Figura 4.2: Ejemplo de uso de RNAcofold. En el alineamiento, los puntos indican nucleótidos que están
desemparejados, y la apertura y cierre de paréntesis hacen referencia a la unión de 2 nucleótidos.

4.1.5. Weka

Weka es un completo software y librería libre desarrollado en Java bajo la licencia
GNU que proporciona una gran cantidad de técnicas ML y FS diferentes [Wass, 2007].
Esta herramienta permite al usuario llevar a cabo análisis y representación gráfica de
los datos, crear modelos predictivos y añadir nuevas extensiones. Weka proporciona
5 secciones diferentes en las que operar con datos para su clasificación y análisis:
Explorer, Experimenter, KnowleadgeFlow, Workbench y Simple CLI (figura 4.3). Cen-
trándonos en la sección Explorer (que usaremos en análisis posteriores), el usuario
puede importar información desde diferentes fuentes (ficheros en diversos formatos,
URL, DB o generar valores artificiales), aplicarle una amplia gama de técnicas de pre-
procesamiento de datos y observar un resumen gráfico y numérico de los mismos.
Con los datos incorporados al sistema, es posible aplicarles técnicas de clasificación,
algoritmos de selección de características y obtener un resumen detallado de los mis-
mos, como por ejemplo, matriz de confusión, precisión de la clasificación, sensibilidad,
especificidad, Kappa, etc.

4.2. Materiales

La generación de diversos clasificadores requiere de un repositorio con la infor-
mación que se va a emplear en el desarrollo de los mismos. Para el correcto funcio-
namiento de las técnicas ML se necesita tanto casos validados de interacción entre
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Figura 4.3: Interfaz gráfica de Weka.

miARN y ARNm, es decir, casos positivos donde la acción de un gen es controlada
por un miARN, como casos confirmados de no regulación (casos negativos). De esta
forma, es necesario obtener las secuencias de los miARN, las subsecuencias del gen
donde se une y determinar si se trata de una interacción real.

TarBase2 [Vlachos et al., 2015] nos proporciona un conjunto de información en for-
mato CSV sobre interacciones validadas por expertos sobre diferentes organismos
(homo sapiens, ratón, pez cebra, etc.). Se trata de un fichero que contiene informa-
ción sobre más de 600000 casos donde se identifica la interacción que se valida (el
miARN, el gen, especie, tipo de experimento, línea celular, etc.) y si se trata de un
caso positivo o negativo de regulación, de forma que podemos verificar que los datos
que se generarán son correctos.

Los información extraída de TarBase únicamente nos indica si se trata de regu-
lación positiva o negativa, pero no nos proporciona la secuencia ni del miARN ni la
subsecuencia de nucleótidos del ARNm donde se une. Las diferentes secuencias de
miARN se pueden obtener de mirBase. Este repositorio nos facilita información diver-
sa, entre la que destaca las secuencia completas de los miARN maduros de diferentes
especies en formato FASTA3. Por otro lado, las secuencias completas de genes aso-
ciadas a la especie homo sapiens puede obtenerse de Ensembl4 en formato FASTA,
donde se identifica el gen, se enumera su transcriptor y la secuencia de nucleótidos
que lo componen. Este archivo, junto con TarBase, se empleará para genera los casos
de interacciones negativas. Los casos positivos siguen siendo un reto, ya que en una
misma secuencia de un gen puede haber más de una posición donde se puede unir
el miARN, por lo que se precisa de otra fuente que nos indique exactamente en qué
segmento del ARNm se une.

Existen diversos estudios que proporcionan información sobre interacciones positi-
vas y validadas de IMAs donde ponen a disposición de los lectores ambas secuencias
(miARN y ARNm) [Lu and Leslie, 2016, Grosswendt et al., 2014, Helwak et al., 2013].
En este trabajo, los datos de regulación positiva se han obtenido del material suple-

2carolina.imis.athena-innovation.gr/diana_tools/downloads/5cf98644b7b3956d3acf77f47c875f36/
tarbase_data.tar.gz

3ftp://mirbase.org/pub/mirbase/CURRENT/mature.fa.gz
4ftp://ftp.ensembl.org/pub/release-87/fasta/homo_sapiens/cdna/Homo_sapiens.GRCh38.cdna.all.fa.gz
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mentario ("Data S1") del artículo [Helwak et al., 2013] debido a la claridad con la que
se presentaba la información. Este archivo contiene entorno a 18000 muestras don-
de se identifica el miARN, su secuencia, el ARNm que regula y su subsecuencia de
nucleótidos extendida 25 unidades.

4.3. Generación de la base de datos

El proceso de generación de la información necesaria para entrenar a los clasifica-
dores se realiza en 8 etapas:

1. Creación de las tablas en la DB.

2. Incorporación de las secuencias completas de los genes de la especie homo
sapiens obtenidos de Ensembl.

3. Inserción de las secuencias de los miARN. Las cadenas fueron insertadas de
forma que la región semilla quedara ubicada al final (como en la figura 1.2).

4. Registro de los casos positivos obtenidos de [Helwak et al., 2013].

5. Generación e inclusión de ejemplos negativos de interacciones empleando para
ello la información de TarBase y las secuencias completas de los ARNm.

6. Eliminación de los miARN y ARNm a los que no se les ha asociado ninguna
interacción.

7. Eliminación de las secuencias completas de los genes una vez se han generado
los casos negativos. Asimismo, se eliminan las subsecuencias de nucleótidos
repetidas y las interacciones que tuvieran asociadas.

8. Reenumeración de las interacciones de forma correcta y correlativa, de forma
que los números mayores a 0 se asocian a los casos positivos, y lo menores a
los casos negativos.

De esta secuencia de pasos, detallaremos los puntos 1,4 y 5. Los restantes se
pueden analizar en el código Java que se adjunta en el proyecto.

4.3.1. Creación de las tablas

Tras la revisión de la bibliografía empleada en el TFM, se determinó que 3 tablas
en MySQL serían suficientes para contener toda la información necesaria: datos de
los ARNm, secuencias de miARN e interacciones.

Tabla de secuencias de ARNm

Tiene como objetivo contener toda la información relevante de un gen, de forma que
se identifique de inequívocamente y tengamos disponible su secuencia de nucleótidos
completa o una subsecuencia de la misma. La instrucción SQL empleada para crear
esta tabla es:
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CREATE TABLE RNA( Id VARCHAR( 40 ), Transcription_Id VARCHAR( 20 ), Name
VARCHAR( 50 ), Version INT NOT NULL, Sequence LONGTEXT, CompletedSequen-
ce BOOL, PRIMARY KEY( Id, Transcription_Id, Version ) )

donde el significado de los campos es el siguiente:

Id : identificador único del gen.

Transcription_Id : identificador de la versión de transcripción del gen.

Name: nombre del gen.

Version: versión del gen. Este campo tiene como objetivo diferenciar diferentes
subsecuencias o segmentos del mismo gen sobre los que interactúan los miARN.
Asimismo, también permite incorporar las diferentes variantes de una secuencia
que viene codificada usando los símbolos de la Unión Internacional de Química
Pura y Aplicada (UIQPA) 5. Los valores de versiones negativos se han empleado
únicamente para secuencias completas del gen, mientras que los positivos se
dejan para segmentos del gen.

Sequence: secuencia de nucleótidos.

CompletedSequence: indica si la secuencia de nucleótidos del registro es un
segmento del gen (falso) o se trata del gen completo (verdadero).

Tabla de secuencias de miARN

El objetivo de esta tabla es registra los datos relevantes asociados a un miARN. La
instrucción SQL empleada para crear esta tabla es:

CREATE TABLE miRNA( Id VARCHAR( 20 ), Accession_No VARCHAR( 20 ), Sequen-
ce VARCHAR( 50 ), PRIMARY KEY( Id, Accession_No ) )

donde los campos indican:

Id : nombre del miARN.

Accession_No: identificador secundario. El nombre del miARN puede cambiar
en un futuro, sin embargo este número es estable y no varía.

Sequence: secuencia de nucleótidos.

Tabla de interacciones

Contiene todo la información relevante a la hora de relacionar un miARN con la
sección del gen al que regula. La instrucción SQL empleada para crear esta tabla es:

CREATE TABLE miRNA_RNA_interaction( miRNA_Id VARCHAR( 20 ), RNA_Id VAR-
CHAR( 40 ), Transcription_Id VARCHAR( 20 ), Version INT NOT NULL, No INT NOT
NULL, PositiveCase BOOL, UpDown INT NOT NULL, PRIMARY KEY( miRNA_Id,

5https : //www.bioinformatics.org/sms/iupac.html
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Transcription_Id, Version, No, PositiveCase ), FOREIGN KEY ( miRNA_Id ) REFEREN-
CES miRNA( Id ), FOREIGN KEY ( RNA_Id, Transcription_Id, Version ) REFERENCES
RNA( Id, Transcription_Id, Version )

donde los campos se identifican como:

miRNA_Id : Id del miARN que interviene en la interacción.

RNA_Id : Id del gen con el que interactúa.

Transcription_Id : identificador del transcriptor del gen.

Version: versión del gen de la interacción, es decir, identifica el segmento del
ARNm al que se une el miARN.

No: numeración de la interacción. Este campo se empleará en el proceso de
creación de los conjuntos de entrenamiento y verificación. Los valores positivos
se han empleado para los casos de regulación positiva, mientras que los valores
menores de 0 se han dejado para los casos negativos.

PositiveCase: indica si se trata de una interacción real, es decir, que el miARN
regula la actividad del gen o no.

UpDown: indica el tipo de regulación de la interacciones positivas. Esta informa-
ción está contenida en TarBase.

Especificado el conjunto de tablas que se van a emplear en el proyecto, pasaremos
a continuación a insertar información en éstas.

4.3.2. Inserción de casos positivos

En este trabajo, los datos de regulación positiva se han obtenido del material su-
plementario ("Data S1") del artículo [Helwak et al., 2013]. Éstos se validaron con la
información TarBase, de forma que se descarta las interacciones clasificadas como
negativas y aquellas donde la regulación (columna UpDown del fichero de TarBase)
sean contradictorias. En la figura 4.4 puede verse algunas de las líneas del fichero.
Si se observa con detenimiento, se puede ver que contiene toda la información rele-
vante para rellenar las 3 tablas de la DB, dividiéndose en 3 partes para cada línea del
archivo:

1. Se inserta en la tabla del ARNm la información del ARN extraída del fichero. Se
obtuvieron el Id del gen, su transcriptor, nombre y subsecuencia de nucleótidos.
En este proceso se comprueba si la secuencia ya está en la DB, en caso po-
sitivo se aborta el proceso y se obtiene el número de segmento (versión) de la
secuencia ya existen, de lo contrario, se inserta asignándole el siguiente número
de segmento (versión).

2. Tras insertar la secuencia en la tabla ARNm, procedemos con el miARN. Del
archivo obtendremos su secuencia, y los identificadores Id y Accession_No. Ésta
información se insertará en caso de que no esté ya registrada.
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Figura 4.4: Líneas del fichero de casos positivos.

3. El último punto del proceso registra la interacción, teniendo en cuenta las dife-
rentes versiones del ARNm que estén presentes en la DB (descodificación de los
símbolos de UIQPA), indicando de que se trata de un caso positivo y asignándole
el número de interacción siguiente disponible y mayor que 0.

4.3.3. Generación de casos negativos

La localización de muestras de secuencias de falsas interacciones entre miARN y
ARNm no es sencilla. De hecho, no ha sido posible detectar ningún repositorio que
proporcione esta información. Por ello, se ha usado algunas de las interacciones ne-
gativas contenidas en TarBase, concretamente las relacionadas con homo sapiens y
cuyo identificador siguen el formato de Ensembl. Con esta información, la tabla de
miARN y las secuencias completas de ARNm contenidas en la tabla de ARNm se ge-
nera un conjunto inicial de interacciones negativas donde se relaciona las secuencias
completas de los genes y los miARN. Con esta información, se procede a dividir las se-
cuencias en posibles segmentos candidatos aplicando como estrategia de búsqueda
una ventana deslizante (figura 4.5). El proceso es como sigue:
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Figura 4.5: Generación de casos negativos. Ejemplo de ventana deslizante.

1. Inicialmente, se toma un segmento de ARNm igual a la longitud del miARN más
15 nucleótidos adicionales. Estos polímeros extras se añaden en base a 2 cri-
terios: 1) a que se comprobó experimentalmente que en los casos de interac-
ciones positivas, el alineamiento generado por ViennaRNA Package era mejor
cuando la cadena del ARNm es un poco mayor que el miARN, y 2) que en
[Helwak et al., 2013] se proporciona la subsecuencia del sitio de unión extendida
en 25 nucleótidos de más.

2. Con este segmento generamos la entrada al programa RNAcofold de forma que
en primer lugar va el miARN y luego la subsecuencia del ARNm pero en orden in-
verso. De esta forma, las entrada para las secuencias de la figura 4.5 sería: RNA-
cofold -a ”UGAGGUAGUAGGUUGUAUAGUU&GUCCACAGUGGGACACUCCCU
AUGACCAGGAGACUC” (la región semilla del miARN está al final de la cadena,
leyendo de izquierda a derecha).

3. De la salida del punto anterior se determina si el segmento es un candidato a
interacción negativa. Varios son los parámetros que nos proporciona el progra-
ma, de los cuales usaremos 2 de ellos: el alineamiento para determinar el tipo
de coincidencia de semilla y la mínima energía libre de plegamiento (MFE). Dos
situaciones son posibles:

Se descarta el segmento y se actualiza la subsecuencia desplazando la
ventana un nucleótido, es decir, el primero se elimina y se añade al final el
siguiente nucleótido del ARNm. El criterio de rechazo debe cumplir al menos
una de las 2 condiciones siguientes: el valor de MFE es superior a -20 o el
tipo de unión de la región semilla no es ninguno de los que se especifico en
la sección 1.1.1. Con la nueva secuencia se vuelve a ejecutar RNAcofold.

La subsecuencia se clasifica como candidato a interacción negativa (MFE <
−20 y la unión de la semilla es de uno de los tipos de la sección 1.1.1). En
esta circunstancia pueden darse de nuevo 2 situaciones:

• Al desplazar la ventana de segmentos del ARNm se cumple el criterio
de rechazo. En esta situación insertamos la interacción en la base de
datos, incorporando la subsecuencia en la tabla de ARNm con su co-
rrecto valor de versión (valor mayor a 0, ya que los valores negativos se
dejaron para secuencias completas del gen).

• Al actualizar el segmento del ARNm, desplazando la ventana 1 nucleó-
tido, se siguen sin cumplir el criterio de rechazo. En esta situación si el
tipo de unión de semilla contiene más uniones entre nucleótidos, actua-
lizamos el candidato con este nuevo segmento, de lo contrario mante-
nemos el anterior (en caso de semillas no canónicas este criterio no se
aplica, sino que se mantiene el candidato). En cualquiera de los casos,
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seguimos desplazando la ventana hasta que se cumpla el criterio de re-
chazo, tras lo cual rellenamos la información de la interacción negativa
en la DB como se explicó en el punto anterior.

Este proceso se repetirá hasta que se haya analizado la secuencia completa del
ARNm. Computacionalmente, este proceso es muy costo, produciendo una gran so-
brecarga de trabajo a los procesadores del computador, y a su vez, siendo un proceso
muy lento, llegando a tardar alrededor de 1 semana en procesar todos los candidatos.
Por ello, para acelerarlo se dividió el procesamiento en 7 hilos en Java (el computador
sobre el que se desarrollo el proyecto es de 4 núcleos de 8 hilos) donde cada uno
se ocupaba de procesar diferentes genes. Esto redujo el tiempo considerablemente,
hasta aproximadamente 80 horas.

Durante este proceso se dieron varios problemas en la ejecución del sistema (pro-
blemas en el código, error en la conexión con al DB, apagado del computador, etc.)
que supuso un notablemente retraso en la planificación del proyecto, por lo que no se
puedo incorporar nuevos atributos a los clasificadores ni estudiar posibles mejoras del
mismo.

4.4. Extracción de características de las interacciones
miARN:ARNm

Definidas las interacciones entre las secuencias de microARN y ARN mensajeros,
podemos extraer un conjunto amplio de parámetros que se emplearán para entrenar
los clasificadores. Estas características son:

1. Encaje de semilla: como se explicó en capítulo 1, la semilla del miARN puede
configurar hasta 9 tipos de encajes diferentes [Peterson et al., 2014, Yue et al., 2009,
Kim et al., 2016]:

a) Tipo 1: combinaciones perfectas de 8 nucleótidos desde la posición 2 a la
8.

b) Tipo 2: combinaciones perfectas de 8 nucleótidos desde la posición 2 a la 8
con un nucleótido tipo A en la posición 1.

c) Tipo 3: combinaciones perfectas de los nucleótidos desde la 2 al 7.

d) Tipo 4: combinaciones perfectas de los nucleótidos desde la 2 al 7 y un
nucleótido tipo A en la posición 1.

e) Tipo 5: combinaciones perfectas de los nucleótidos desde la 2 al 7 o a lo
sumo 1 combinación G-U.

f ) Tipo 6: combinaciones perfectas de 6 nucleótidos.

g) Tipo 7: combinaciones perfectas de 6 nucleótidos o a lo sumo 1 combinación
G-U.

h) Tipo 8: encaje no canónico complementaria.

i) Tipo 9: encaje no canónico centrada.

2. Composición de secuencia [Lopes et al., 2015, Yue et al., 2009]:
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a) Porcentaje de pares de nucleótidos en la interacción: %A+U, %G+C y %G+U.

b) Porcentaje de protuberancias en cada secuencia de la interacción (miARN
y ARNm).

c) Porcentaje de protuberancias en la región semilla tanto en el miARN como
en el ARNm.

d) Porcentaje de emparejamientos de subsecuencias de 3 nucleótidos entre
miARN y ARNm. Se evalúan con una ventana deslizando comprobando si
entre los nucleótidos existe o no un correcto emparejamiento. En total, hay
8 casos diferentes:

Los 3 nucleótidos están perfectamente emparejados en la interacción.
Ninguno de ellos están unidos en la interacción.
Sólo 1 de los 3 combina.
Únicamente 1 de los nucleótidos no está emparejado.

e) Porcentaje de incompatibilidades de pares de bases, por ejemplo %A-C.

f ) Porcentaje de incompatibilidades de pares de bases en la región semilla.

3. Características estructurales [Lopes et al., 2015, Yue et al., 2009, Kim et al., 2006]:
el paquete “Vienna RNA” y la aplicación RNAfold calculan algunos de estos pa-
rámetros.

a) Mínima energía libre de plegamiento (MFE).

b) Energía libre de banda (EFE).

c) Energía de Gibbs (EG). Indica el equilibrio de una reacción química.

d) Energía de libre del autoplegamiento (FEA). Se calcula tanto en el miARN
como en el mARN.

e) Energía de libre del plegamiento de la secuencia con una idéntica (FEAG).
Se calcula tanto para el miARN como para el mARN.

Esto hace un total de 26 características a evaluar con las técnicas FS y a usar en
los algoritmos de ML. No obstante, en el anexo 1 (capítulo A) se lista un conjunto de
parámetros que se barajaron para en el proyecto pero que fueron descartados por falta
de tiempo.
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Capítulo 5

Resultados

Al finalizar el proceso de generación de información relacionada con las interaccio-
nes entre miARN y ARNm, la DB contiene 18091 casos positivos frente a 16711 de
casos negativos. De estas interacciones, se han extraído 26 características (sección
4.4), ignorando aquellas interacciones que no cumplían los criterios de rechazo que
se detalló en la sección 4.3.3. Tras este proceso, el resultado final son 2 ficheros en
formato CSV: uno para FS y entrenamiento de los clasificadores con 10670 muestras
(7021 casos positivos, 3649 casos negativos), y otro para evaluar el rendimiento de
los clasificadores con 3576 (2339 casos positivos, 1237 casos negativos).

5.1. Selección de características

El conjunto de características obtenido han sido analizadas mediante 3 técnicas y
4 estrategias de búsqueda diferente para seleccionar los atributos más significativos
(capítulo 3). Los resultados se pueden ver en la figura 5.1 y en la tabla 5.1. Estos
fueron:

CfsSubSetEva + BestFirst : se aplica selección subconjuntos (CFS) con estrate-
gia de búsqueda mejor el primero (figura 5.1a). Del total de las características,
se seleccionaron 5: EG, FEA del miARN, FEAG del microARN, MFE y el tipo de
ensamblaje de la semilla.

CfsSubSetEva + GreedyStepwise: se emplea selección de subconjunto (CFS)
aplicando estrategia de búsqueda Greedy Step Wise, en la cual se optó por
búsqueda hacia adelante (figura 5.1b). Las características seleccionadas fueron
las mismas que en el punto anterior.

RELIEF : se usa la técnica RELIEF con estrategia de búsqueda por ranking (fi-
gura 5.1c). No descartó ninguna de las 26 atributos extraídas de los datos.

Wrapper: algoritmo Wrapper empleado SVM para seleccionar los atributos de
los datos obligando a una estratégica de búsqueda Greedy Step Wise, en la cual
se optó por la estrategia hacia adelante (figura 5.1d). Seleccionó 3: EG, FEA del
miARN y FEAG del miARN.
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(a) Técnica: Selección de subconjunto con
estrategia de búsqueda mejor el primero.

(b) Técnica: Selección de subconjunto con
estrategia de búsqueda Greedy Step Wi-
se.

(c) Técnica: RELIEF (obliga a búsqueda
por ranking).

(d) Técnica: Wrapper empleando SVM pa-
ra evaluar los atributos.

Figura 5.1: Resultados de los algoritmos de selección de características.

5.2. Clasificadores

Se evaluaron 2 tipos de clasificador: SVM con kernel lineal, y RN con una única ca-
pa oculta de 7 neuronas. Para cada uno de los 3 conjuntos de atributos seleccionados
en la sección anterior se obtuvieron ambos clasificadores, empleando un 10-folding
con estrategia de validación. Los resultados obtenidos sobre los datos de entrena-
mientos se muestran en las figuras 5.2 y 5.3 fueron:

La evaluación del clasificador ZeroR, es decir, la estrategia de suponer que todos
los casos son de interacciones positiva, proporciona una precisión del 65.80 %
(figura 5.2g).

Usando sólo los 5 parámetros de la selección CFS (EG, FEA del miARN, FEAG
del miARN, MFE y el tipo de semilla), el SVM proporciona una precisión del
81.08 % (figura 5.2d), mientras que la RN da un 86.34 % (figura 5.2a).
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Tabla 5.1: Parámetros seleccionados por las técnicas FS. Las filas son los atributos, mientras que las
columnas identifican a la técnicas FS empleadas. El signo X indica que ese atributo ha sido seleccio-
nado.

CfsSubSetEval
+ BestFirst

CfsSubSetEva
+GreedyStep Relief Wrapper CfsSubSetEval

+ BestFirst
CfsSubSetEva
+GreedyStep Relief Wrapper

%AU X Protuberancias ARN X
EG X X X X Encaje semilla X X X

EFE X Protuberancias
en semilla X

FEA
del miARN X X X X Incompatibilidades

en semilla X

FEAG
de miARN X X X X Protuberancias

en semilla X

FEA
del ARN X Secuencias de 3:

emparejamientos perfecta X

FEAG
del ARN X

Secuencias de 3:
desemparejamientos de
todos los nucleótidos

X

MEFF X
Secuencias de 3: sólo
el primer nucleótido
combina

X

%GC X
Secuencias de 3: sólo el
segundo nucleótido
combina

X

MFE X X X Secuencias de 3: sólo el
tercer nucleótido combina X

%GU X
Secuencias de 3: sólo el
primer nucleótido no
combina

X

Protuberancias
miARN X

Secuencias de 3: sólo el
segundo nucleótido
no combina

X

% incompatibilidades X
Secuencias de 3: sólo el
tercer nucleótido no
combina

X

Empleando los 26 atributos seleccionado por la técnica RELIEF, el SVM arroja
un ratio de clasificación correcta del 83.45 % (figura 5.2e) frente al 85.14 % de la
red neuronal (figura 5.2b).

Por último, con sólo los 3 parámetros del método Wrapper (EG, FEA del miARN
y FEAG del miARN), el SVM proporciona un 80.77 % de precisión (figura 5.2f),
mientras que la red generó un 85.15 % de clasificación correcta (figura 5.2c).

En todos los casos se consigue una mejora considerable con respecto al clasifi-
cador ZeroR (entorno al 20 % de mejora), lo que es indicativo de que los parámetros
empleados mejoran la distinción entre las clases de las interacciones. El mejor de los
casos se logra con una red neuronal para los 5 atributos seleccionados con CFS en el
conjunto de entrenamiento. Es por ello, que será esta red la que se use en el programa
Java (sección 5.3). Para confirmar el resultado arrojado en la fase de entrenamiento,
se ha evaluado el clasificador seleccionado empleando el segundo de los ficheros ge-
nerados que se citó al comienzo de este capítulo y que está configurado por muestras
no contendidas en el fichero de entrenamiento. La evaluación resultante se muestra en
la figura 5.4. Se puede ver que se obtiene un 86.05 % de precisión en la clasificación
de las muestras, lo que corrobora el resultado de la fase de entrenamiento. En la figura
5.4 se puede visualizar la matriz de confusión resultante, de forma que se tiene 901
casos de TN, 2176 de TP, 163 de FN y 336 de FP. Con estos valores se tiene que la
sensibilidad es igual a 93.03 % y la Especifidad alcanza un valor del 72.84 %, de forma
que se tiene un alto grado de fiabilidad en la clasificación de los datos.

Los resultados dejan patente que la mínima energía libre de plegamiento, la ener-
gía de Gibbs, y el tipo de encaje de la región semilla son atributos que influyen notable-
mente en las interacciones entre microARN y ARNm (como se indicó en la introducción
del documento). La evaluación realizada con la técnica Wrapper emplea para el análi-
sis un clasificador SVM como base, pudiendo ser esta la causa de que se descartarán
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(a) Técnica: CFS con mejor
el primero con red neuronal.

(b) Técnica: Relief con red
neuronal.

(c) Técnica: Wrapper con red
neuronal.

(d) Técnica: CFS con mejor
el primero con SVM. (e) Técnica: Relief con SVM.

(f) Técnica: Wrapper con
SVM.

(g) Clasificador ZeroR.

Figura 5.2: Resultados del entrenamiento de los clasificadores.

estos 2 atributos. Asimismo, la técnica Relief, al ser un híbrido entre las dos grandes
familias de técnicas FS, no descartó ningún parámetro, lo que dejó información re-
dundante e innecesaria en los datos. Por otro lado, los SVM buscan hiperplanos que
separen lo mejor posible la información que reciben, mientras que las redes proceden
a calibrar el peso de las entradas en cada una de sus capas. Esta diferencia en el en-
foque del problema puede ser la causa de que las redes neuronales generen mejores
resultados.

5.3. Programa Java

La aplicación Java desarrollada se muestra en la figura 5.5. La interfaz está cons-
tituida por dos caja de texto. En la superior se ha de insertar la secuencia del miARN
y en la inferior los nucleótidos que conforma el ARNm. Tras esto, al hacer click en el
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Figura 5.3: Resultado de los clasificadores en función del conjunto de atributos. El significado de los
colores es el siguiente: morado hace referencia a la evaluación ZeroR, rojo identifica al resultado con
5 atributos que propuso el algoritmo CfsSubSetEva, verde engloba los resultados para todos los atri-
butos seleccionados por RELIEF y azul a las 3 características que propuso la técnica Wrapper. Por
otro lado, los puntos identifican a interacciones negativas, mientras líneas diagonales se asocian a las
interacciones positivas.

botón Play se procede a buscar posibles dianas en el ARN aplicando la estrategia
descrita en la sección 4.3.3. Con los segmentos, calculamos los parámetros de la in-
teracción y se los pasamos como entrada al clasificador. Finalmente, si en alguno de
los segmentos hay un caso positivo, entonces se muestra un mensaje informando ello,
de lo contrario se le indicará al usuario que la interacción ha sido clasificada como
negativa.

5.3.1. Requisitos

Para que la aplicación funcione correctamente es necesario tener instalado la má-
quina virtual Java en su versión 1.7 o superior así como el paquete de aplicaciones
ViennaRNA 2.0. La aplicación ha sido probada con éxito en Linux y Windows, aunque
en este último se exige que la ruta de instalación de Vienna sea C:\Program Files
(x86)\ViennaRNA Package\.

5.3.2. Estructura del proyecto

La estructura del proyecto se puede observar en la figura 5.5. Éste está configurado
por 5 paquetes:

1. database: este paquete contiene 2 clases que son responsables de generar los
datos para el proceso de entrenamiento y verificación de los clasificadores.



44 CAPÍTULO 5. RESULTADOS

Figura 5.4: Evaluación de la precisión de la red neuronal al clasificar ejemplos no contenidos en el
conjunto de entrenamiento.

Figura 5.5: Interfaz gráfica del programa Java generado para la clasificación de posibles interacciones
entre miARN y ARNmf.
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miRNADatabase: crea la conexión a la base de datos.
insertRNA2Database: ejecutable que aplica la estrategia de generación de
datos explicada en el capítulo 4.

2. GUI: paquete con el diseño y la lógica de ejecución para clasificar las entradas
(figura 5.5).

3. microRNA: paquete con las clases necesarias para evaluar la interacciones miARN-
ARNm.

Exceptions: subpaquete que recoge las clases que controlan las excepcio-
nes asociadas a las secuencias de nucleótidos. Son 2 clases: NonRNASe-
quenceException que se da cuando los caracteres de la cadena no repre-
sentan nucleótidos, y la otra es SeedRegionException se produce cuando
la región del miARN no es correcta.
InteractionMiRNA_RNA: clase que se encarga de analizar la interacción re-
sultante proporcionada por ViennaRNA. Ésta determina el tipo de encaje de
semilla, porcentaje de puentes WC, porcentaje de uniones G-U, porcentaje
de incompatibilidades entre nucleótidos, porcentaje de protuberancias tanto
en el miARN como ARNm, etc.
mainMicroRNA: clase ejecutable que lanza la interfaz gráfica de la aplica-
ción y controla si se produce alguna excepción en el proceso.
miRNA: representa al micro ARN. Almacena la secuencia completa y deter-
mina la semilla.
RNA: representa al ARNm. Contiene la secuencia completa y calcula las
regiones UTRs (3’ y 5’).
RNA2Struct : La aplicación RNAcofold de ViennaRNA recibe como paráme-
tro una única cadena de texto con las secuencias separadas por el signo &
y devuelve otra secuencia de puntos y paréntesis donde el símbolo & divide
la parte correspondiente a la primera de la segunda (figura 4.2). Esta clase
se encarga de almacenar una secuencia de nucleótidos con su correspon-
diente alineamiento.
RNAfeature: clase que contiene el valor asociado a una única característica
de las interacciones. Permite tanto parámetros numérico como cadenas de
texto.
RNAUtils: conjunto de funciones útiles en el procesamiento de las interac-
ciones. Permite convertir secuencias de ADN en ARN y al revés, descodi-
ficar las secuencias que contienen caracteres de la Unión Internacional de
Química Pura y Aplicada, invertir una secuencia, determinar el tipo de unión
entre nucleótido, verificar si la cadena de texto pasada como entrada es una
secuencia correcta de nucleótidos, proporcionar el nucleótido complemen-
tario de otro y generar la secuencia complementaria.
SecondaryStructure: analiza el alineamiento generado por ViennaRNA. Cal-
cula el porcentaje de uniones G-C, A-U y G-U, el número de protuberancias
normalizadas entre 0 y 1 en el miARN y ARNm, el número de incompatibi-
lidades entre secuencias normalizado entre 0 y 1, así como los porcentaje
de los 8 tipos de emparejamientos de subsecuencias.
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SplitRNA: responsable del proceso de selección de subsecuencia candidata
a ser diana del miARN en base a lo descrito en la sección 4.3.3.

TargetFeatureList : clase que almacena los 26 parámetros que se extraen
en el proceso de interacción.

ViennaRNaPackageAnalysis: ejecuta el programa RNAcofold sobre las se-
cuencias y obtiene los atributos a raíz del resultado.

4. MyComponents: paquetes con clases auxiliares que no influyen en el proceso
de cálculo.

5. training: contiene los elementos responsables del entrenamiento del clasificador.

miRNAInteraction: almacena la información sobre las interacciones extraí-
das de la DB: identificador del miARN, identificador del gen y su transcriptor,
la versión (segmento) de la subsecuencia del ARNm, número de la interac-
ción y tipo de caso (positivo/negativo).

TargetFeatureToCSV : clase ejecutable que genera los archivos con los da-
tos para entrenar y validar los clasificadores. Obtiene la información de la DB
sobre las interacciones y secuencias, calcula los parámetros y los almacena
en un fichero en formato CSV. Indicar que las secuencias son sometidas al
criterio de rechazo que se indicó en las sección 4.3.3.

trainingMachineLearning: empleando la información generada en la clase
TargetFeatureToCSV para entrenar y evaluar el clasificador de red neuro-
nal que se seleccionó en la sección 5.2. Éste se almacena con el nombre
ML_nn_1 y debe estar en la misma ruta donde esté la aplicación Java para
que no se dé ninguna excepción.

trainingSetDatabase: genera los conjuntos de entrenamientos y verificación
en base a la numeración empleada en las interacciones que almacena la
DB.



Capítulo 6

Discusión y conclusiones

El desarrollo de herramientas que permitan evaluar, con un alto grado de fiabili-
dad, información cuya estructura interna desconocemos abre un amplio abanico de
posibilidades en el campo de la investigación, ya que facilitan saltarse un escollo y
continuar indagando en otros elementos más interesantes. De esta forma, los algorit-
mos de machine learning y selección de características facilitan esta tarea en relación
a la regulación de la expresión génica. No obstante, el desarrollo y aplicación de estos
requieren de sumo cuidado a la hora de configurar los datos que se van a emplear el
proceso. El uso de datos verificados por expertos es crucial a la hora de tener infor-
mación veraz y fiable en la que basarse. En las interacciones entre miARN y ARNm
es crucial usar datos que hayan sido previamente validados, tanto para generar las
muestras positivas como las negativas. En este TFM se han usado ficheros públicos
con información contrastada de las interacciones, y que a su vez, han servido tanto
para generar casos positivos como negativos. Estos casos se han usados para ge-
nerar un conjunto de atributos que se evaluaron y emplearon en el desarrollo de los
clasificadores obteniendo un resultado final bastante aceptable (una precisión en la
clasificación de los datos de entorno al 86 %). De esta forma, podemos concluir:

1. La búsqueda de información fiable es de suma relevancia a la hora de afrontar
una labor de investigación y desarrollo. Emplear información de estudios previos
nos evita reinventar la rueda, y poder avanzar más rápido y de forma más efi-
caz, además de proveernos de material e información útil (muestras de datos,
parámetros a extraer, clasificadores empleados, etc.).

2. La generación de las muestras debe planificarse cuidadosamente y verificar que
dicha información es correcta, ya que de lo contrario, el tiempo empleado para
subsanar los errores se eleva notablemente, además de correrse el riesgo de
que los resultados no sean fiables.

3. El uso de atributos sin emplear ninguna técnica de selección no siempre gene-
ra mejor resultado. De hecho, en este TFM se evaluaron el uso de todos los
parámetros frente a solo 5 de ellos, de forma que en este último caso se obtuvie-
ron mejores resultados. Más información no siempre es mejor, sino que puede
emborronar los resultados. De esta forma, el uso de algoritmos de selección de
características es recomendable.

4. Se aconseja evaluar diversas alternativas a la hora de clasificar la información.
Cada técnica ML tiene su propio enfoque, de forma que puede resultar mejor
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para resolver un problema frente otro clasificador.

5. Los resultados dejan patentes la importancia del tipo de encaje de la región
semilla de los miARN y mínima energía libre de plegamiento en la precisión de
los clasificadores, tal y como se apunto en la introducción del proyecto.

El objetivo que se planteó inicialmente en el proyecto era desarrollar una herramien-
ta capaz de validar con un alto grado de fiabilidad si un miARN regula la expresión de
un gen. Este objetivo se ha alcanzado a medias. Aunque se evaluaron 2 clasificadores
sobre un conjunto de muestras amplio, el número de parámetros extraídos de éstos
se vio limitado por problemas durante el desarrollo. Esto impidió que se evaluaran
otros clasificadores. Asimismo, la generación de los casos negativos no se pudieron
contrastar con fuentes validadas, lo que genera cierto grado de escepticismo en los
resultados logrados.

La planificación establecida para el desarrollo del proyecto ha permitido cumplir sin
demasiadas desviaciones los objetivos parciales marcados. Ésta se estructuro en 6
puntos: estudiar diferentes técnicas de ML y FS de forma que se tuviera cierto co-
nocimiento a la hora de afrontar la búsqueda de bibliografía sobre micro ARN. Las
referencias sobre predicción de interacciones entre ARN mensajero y miARN fue la
base a la hora de determinar qué parámetros extraer y cómo calcularlos, qué algorit-
mos ML y FS se suelen emplear y de dónde extraer las muestras a usar. Finalmente,
con la información anterior se generaron y evaluaron los clasificadores y se redactó
el presente documento. Esta planificación fue pensada para que el desarrollo del pro-
yecto fuera incremental, evitando posibles descuidos en el análisis de la información.
No obstante, algunas de las fechas de los hitos estuvieron demasiado ajustadas al
no prever desviaciones. Por ejemplo, la generación de la base de datos se retraso
entorno a 1 semana respecto a la fecha planificada, lo que produjo que la tarea de
entrenamiento se viera acortada notablemente. En cualquiera de los casos, el trabajo
se finalizó a tiempo con un resultado aceptable.

Con todo esto, el trabajo presenta puntos de mejoras que se podrían ampliar en un
futuro:

1. El trabajo se ha centrado en la especie homo sapiens, por lo que se podría
ampliar a más organismos.

2. Buscar más muestras de casos positivos, y realizar una búsqueda más profundas
de casos negativos validados.

3. Incorporar más atributos a los datos de entrenamiento y verificación.

4. Emplear de más técnicas de FS.

5. Evaluar más técnicas ML en la clasificación de las interacciones.

6. Mejorar la interfaz gráfica de la aplicación, de forma que además de informar de
existe interacción, indique sobre qué subsecuencia de entrada.



Acrónimos

This document is incomplete. The external file associated with the glossary ‘acronym’
(which should be called TFM_manuel_merino_monge.acr) hasn’t been created.

Check the contents of the file TFM_manuel_merino_monge.acn. If it’s empty, that
means you haven’t indexed any of your entries in this glossary (using commands li-
ke \gls or \glsadd) so this list can’t be generated. If the file isn’t empty, the document
build process hasn’t been completed.

Try one of the following:

Add automake to your package option list when you load glossaries-extra.sty.
For example:

\usepackage[automake]{glossaries-extra}

Run the external (Lua) application:

makeglossaries-lite "TFM_manuel_merino_monge"

Run the external (Perl) application:

makeglossaries "TFM_manuel_merino_monge"

Then rerun LATEX on this document.
This message will be removed once the problem has been fixed.
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Anexo A

Parámetros descartados

Debido a diversos problema durante el desarrollo del proyecto, los siguientes pará-
metros han quedado sin incluir:

1. Características termodinámicas [Lopes et al., 2015, Yue et al., 2009]. Descarta-
das al no ser capaz de calcular dichos valores.

a) Entalpía promedio por nucleótido.

b) Entropía promedio por nucleótido [Garcia-Martin and Clote, 2015].

c) Temperatura de fusión (TM = ∆S
∆H

.

d) Energía de accesibilidad [Kertesz et al., 2007].

2. Nivel de conservación: de las secuencias entre las especies en las regiones
UTR 3’ y UTR 5’.

3. Longitud de la cadena sin codon de stop (TAA/TAG/TGA).

4. Porcentaje de pares de nucleótidos en el tallo del miARN: %(A + U)_t, %(G +
C)_t y %(G+ U)_t. Descartado al no disponerse de esta información durante la
generación de los datos.

5. Mínima energía libre de plegamiento normalizada [Trotta, 2014]. Descartado por
falta de tiempo.

6. Energía libre de banda normalizada. Descartado por falta de tiempo.

7. Diferencia normalizada de energía libre (MFE−EFE
L

). Descartado por falta de tiem-
po.

8. Frecuencia de la estructura MFE. Descartado al no ser capaz de calcularlo.

9. Entropía de Shannon normalizada. Descartado al no ser capaz de calcularlo.

10. Diversidad estructural. Descartado al no ser capaz de calcularlo.

11. Porcentaje de las regiones de complejidad baja. Descartado al no ser capaz de
calcularlo.
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